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Zoznam vyznacnejSich symbolov a oznaceni

Grécka abeceda

a

a
B

Y
g

binarny vektor, tiez aj chromozom, retazec Readovho kodu, parameter pre
zniZzovanie teploty u simulovaného Zihania, rotagny uhol, parameter strmosti
sigmoidy, sekvencia DNA

binarny vektor odpovedajuci €islu zakédovanému Grayovym kédom
chromozom, tieZ aj parameter mutacie u evoluénej stratégie, strmost’ v (10.28),
sekvencia DNA

konStanta vahy porusenia podmienky v (10.27)

malé kladné &islo

3(Y,Yopt) Kroneckerova funkcia

> X OPpS MNM

=

+

MO n o>

malé kladné &islo

binarna hodnota v "messy" chromozému

rychlost u€enia

prahovy koeficient neurénu

externy vstup do Hopfieldovej siete

"messy" chromozoém

koeficient u¢enia (malé kladné ¢islo), tieZ aj Langtonov parameter na opis
dynamickych rezimov celularnych automatov

index hodnoty v "messy" chromozému, tieZ aj stredna hodnota premennej, pokutova
konStanta pri magnetizacii.

binarna hodnota v "messy" chromozému

index hodnoty v "messy" chromozému, tiez aj potencial neurénu, dizka intervalu
n-tica prirodzenych ¢&isel, tiez aj zobrazenie mnoziny na mnoZinu, Ludolfovo &islo
okraj intervalu

schéma, tieZ aj Standardna odchylka

disperzia funkcie pri teplote T

mutaény bod, tieZ aj parameter mutacie u evoluénej stratégie, ¢asova konstanta
diferencialnej rovnice v (10.23)

parameter nasytenia

zobrazenie vrcholov v grafoch na vrcholy alebo symboly

koeficient UspesSnosti

parameter usporiadania (3.10), (4.18)

penalizaéna konstanta (3.18), "messy" chromozdém (4.38)

pocet vyskytov stavu x , ktory odpoveda funkénej hodnote y a ktoré sa vyskytuju v
Metropolisovom algoritme pre danu teplotu T

frekvencia vyskytu na intervalu, tieZ frekvencia transformacii

funkcia hustoty rozdelenia nahodnej premennej

zobrazenie mnozZiny binarnych vektorov dizky kn na body - n-tice realnych gisel
rozdiel, tieZ aj dizka schémy

prahovy koeficient skrytého neurénu

abeceda nad DNA bazami

mnoZina neprazdnych konecnych slov nad abecedou =

produkt (ndsobenie)

suma, sucet
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Mnozinové symboly
{a,b,...} prvky mnoziny

{0,1}k mnozina retazcov (binarnych vektorov) dizky k zloZena zo symbolov 0 a 1

[X] kardinalita (pocet prvkov) mnoziny X

g je prvkom mnoziny

AOB A je vlastnou podmnozinou B

AOB A je podmnozinou B (teda A mbzZe byt aj totoZné s B)

dim(X) kardinalita mnoziny alebo vefkost' priestoru X

A\B rozdiel dvoch mnozin

AOB  zjednotenie dvoch mnoZin

AnB prienik dvoch mnoZzin

O prazdna mnoZzina

Mnoziny

D n-rozmerna kocka

R priestor realnych isel

R. priestor nezapornych realnych gisel

U pomocha mnozina

U(a)  okolie binarneho vektora a zostrojené z binarnych vektorov

U(w) okolie zostrojené z binarnych vektorov nahodne generovanych vzhfadom k
pravdepodobnostnému vektoru w

T mnozina obsahujuca vSetky mozné korenové stromy, ktoré su zlozené z i vrcholov,

tieZz aj mnoZina syntaktickych stromov

Symboly binarnych operacii

X

e OO

karteziansky produkt intervalov, tiez aj nasobenie

zretazenie podvektorov, tieZ aj "xor" sucet binarnych &isel

volny symbol, tieZ aj nasobenie

logicky sucin (konjukcia)

oddelovag kdédovany Specialnou postupnostou baz v DNA, oddelujuci sekvencie
kédujuce paskové symboly

Symboly porovnania

je priamo Umerné

je priblizne, je izomorfny

je omnoho vacsie

Specialna postupnost DNA rozpoznavana restrikénym enzymom
nerovna sa

Cislo

priradenie hodnoty y premennej X, perturbed — current prechod zo stavu current na
stav perturbed

je ekvivalentné

z toho vyplyva

molekula DNA, v ktorej za sebou nasledujlice bazy v orientacii 5’-3’ (pozri obr.

11.1) zodpovedaju symbolom slova x

molekula DNA komplementarna k molekule 1 x

molekuly t x a | x spojené vazbami medzi komplementarnymi bazami, dvojzavit
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R6zne symboly

0 univerzalny kvantifikator, "pre kazdé"

00 nekonecno

# symbol volne zamenitefny za 0 alebo 1

g—?l_( parcialna derivacia X podla T

Zatvorky

[a,b]  uzavrety interval od a po b

[a,b)  zlava uzavrety, sprava otvoreny interval od a po b

xO cela €ast realneho €isla x (zaokruhlenie dole na celé &islo)
Ox O zaokruhlenie realneho ¢&isla na najbliZzsie celé &islo (aj hore)
[X] absolutna hodnota premennej x

[X] kardinalita (pocet prvkov) mnoziny X

G stredna hodnota veli€iny x pri teplote T

Funkcie a operatory
arg mDign f (x) globalne minimum funkcie f premennej alebo vektora premennych x z

oblasti D
code(T) linearny kdd korefiového stromu T
exp(x) e
f funkcia
int(a) celé Cislo odpovedajuce binarnemu &islu a
In prirodzeny logaritmus (pri zaklade €)
max(a,b) maximum z dvoch €iselaab
min(a,b) minimum z dvoch €iselaab
mod 2 modulo 2, zvySok po deleni dvojkou
N! faktorial N
Ocross operator krizenia
Oinv operator inverzie
Omut operator mutacie
Orepro operator reprodukcie
P(A|B) pravdepodobnost, Ze nastane udalost’ A pri splneni podmienky B
random nahodné gislo s rovnomernou distribtciou z intervalu [0,1).
randon x) funkcia generujuca nahodné celé &islo z uzavretého intervalu [0,x-1].
real(a) realne ¢islo odpovedajuce binarnemu g&islu a
tanh(x) hyperbolicky tangens

Akcenty, horné a dolné indexy

t
i
t*

p, p
X

tepu

Pmut

PCTOSS

"najstarsia" transformacia zavedena do zakazaného zoznamu pred s iteraciami.
inverzna transformacia k transformacii t

transformacia, ktora vytvara lokalne minimalne rieSenie

dizka Readovho kédu

stredna hodnota veli€iny x pri teplote T

¢as centralnej jednotky procesora potrebny na rieSenie ulohy

pravdepodobnost mutacie

pravdepodobnost krizenia
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Predslov

Optimalizacia v informatike znamena hladat’ odpoved na otazku "ktoré rieSenie je najlepsie”
pre tie problémy, kde sa da kvalita kazdeho rieSenia ohodnotit' jednym ¢&islom (hodnotou
optimalizovanej funkcie). Takéto problémy sa vyskytuju v matematike, fyzike, chémii, biol6gii,
ekondmii, stavebnictve, architektdre a mnohych dal$ich odboroch. Typické tazké (NP-UpIné)
problémy, na ktoré sa pouzZivaju stochastické optimalizaéné algoritmy, su napriklad problémy
v tedrii grafov (pokrytie a rozklad, podgrafy a supergrafy, izomorfizmus), planovanie sieti
(kostry, rezy, spojitost, planovanie ciest a pod.), rozklady a pokrytie mnozZin, kompresia a
reprezentacia dat, pridelovanie Uloh na multiprocesorovom pocitadi alebo strojom v tovarni,
matematické programovanie, hry (snazime sa dostat robota k cielu ¢o najmensim poctom
posunov, méZeme pohybovat bud robotom alebo prekazkou), programovanie automatov.

Evoluéné a genetické stochastické optimalizacné algoritmy vyuZivaju modely zakladnych
mechanizmov evollcie Zivej hmoty pre ucely optimalizacie. Evoluéné a genetickeé algoritmy
pracuju s nahodnymi zmenami navrhovanych rieSeni a nepouzivaju derivaciu optimalizovanej
funkcie, iba hodnoty funkcie samotnej. Pokial su nové rieSenia vyhodnejsie, nahradzaju v
evolucii rieSeni predchadzajlce rieSenia.

Vo v8eobecnosti evoluénych a genetickych optimalizaénych algoritmov je ich sila ale aj
slabost. Pouzivaju sa ako posledna mozZnost, ked nevieme zostrojit Specializované algoritmy
zalozené na hlbokej vnutornej znalosti problému, alebo zlyhavaju klasické gradientové a
negradientové metody optimalizacie. Na druhej strane evoluéné a genetické stochastické
optimaliza¢né algoritmy mézeme pouzit na optimalizaciu prakticky akejkolvek funkcie, ktorej
hodnota sa da dostato¢ne rychlo vypocitat.

Popri evoluénych a genetickych algoritmoch su v tejto knihe predstavené aj iné
stochastické optimalizacné algoritmy ako je "horolezecky" algoritmus, zakazané
prehladavanie (tabu search) a simulované Zihanie (simulated annealing), ktoré vyuZivaja iné
ako evolu¢né principy na ucely optimalizacie. Pozornost je venovana aj genetickému
programovaniu. To sa vyvinulo z genetickych algoritmov, no svojim zameranim na
symbolicku regresiu (kedy hfadame nielen koeficienty regresnej funkcie, ale aj regresnu
funkciu samotnl) sa oddelilo od ostatnych stochastickych optimalizacnych metdd, ktoré su
zamerané na optimalizaciu akejkolvek funkcie. Najnovsou optimalizatnou metodou, ktora je
predstavena aj v tejto knihe a ktora na vypocet optimalnej hodnoty nejakej funkcie vyuziva
samotné molekuly nosi¢a genetickej informacie, tj. molekuly deoxyribonukleovej kyseliny
(DNA), je tzv. pocitanie na baze DNA (DNA computing).

Kniha je uréena tym pracovnikom vo vyskume aj praxi, ako aj Studentom vyssie
uvedenych odborov, ktori potrebuju zvladnut stochastické optimalizaéné algoritmy pre
rieSenie svojich pracovnych uloh. Kniha mézZe sluzit aj pre vdeobecné vzdelanie vsetkych,
ktori chcu hibsie preniknut’ do problematiky pochopenia evollcie a optimalizacie.

Lubica Befiuskova
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1. Uvodné poznamky

Rozvoj modernej informatiky je pozitivne poznamenany skuto¢nostou, Ze hfada inspiraciu v
Zive] prirode, snazi sa formalizovat a implementovat paradigmy zivej prirody pre navrh
novych algoritmov, postupov a metod [1]. V tejto knihe sa budeme zaoberat’ metaforou
prevzatou zo zivej prirody, a to Darwinovou evoluénou tedriou. Tato metafora viedla ku
vzniku evoluénych algoritmov [1-14], ktoré patria v su¢asnosti medzi aktualnu problematiku
informatiky a numericke] matematiky. Prekvapujuce na tejto novej netradicnej oblasti
informatiky je, Ze okrem toho, Ze sa uZ stala organickou suc¢astou modernej informatiky, stala
sa tiez mostom medzi exaktnymi prirodovedeckymi oblastami a vedami o Zivej prirode a
uréitou ¢astou humanitnych vied. Informatici maju teraz v rukdch mocny simulaény nastroj,
pomocou ktorého mézu ziskat' relevantné odpovede na rozne délezZité otazky a problémy
evoluénej biolégie, psycholégie, sociologie atd., ktoré boli donedavna pristupné len
Spekulativnym diskusiam zaloZenym hlavne na analdgiach alebo domnienkach autorov. Z
pohfladu tedrie a historie vedy ide o unikatny fenomén modernej vedy. "Mosty" medzi réznymi
vednymi oblastami vznikaju obvykle ako vysledok intenzivnych interdisciplinarnych snah
preklenut’ dve rézne vedné oblasti. V nasom pripade iSlo o pomerne "jednostranny akt" v
ramci informatiky, aplikovali sa paradigmy zivej prirody ako mozné alternativne algoritmy
ucenia a adaptacie, a aZ neskér sa ukazalo, aky silny simula¢ny prostriedok ma informatika k
dispozicii na pochopenie a interpretaciu javov a procesov prebiehajucich v Zivej prirode. Na
tejto situacii je pre informatikov fascinujuce to, Ze sa dostali do centra vedeckych aktivit, kde
v ramci mierne modifikovaného argumenta¢ného a pojmového aparatu informatiky ziskavaju
relevantné vysledky tykajuce sa evolu¢nych procesov v Zivej prirode alebo procesov
prebiehajucich na elementarnej Grovni neurénov v mozgu pri jeho kognitivnych aktivitach.

Uvedieme niekolko poznamok k metafore Darwinovej evolu¢nej tedrie, ktora obsahuje
tieto tri zlozky:

1. Prirodzeny vyber, t.j. proces v ktorom jedinci s velkym fitness vstupuju do
procesu reprodukcie s vacSou pravdepodobnostou ako jedinci s malym
fithess. Pod fithess rozumieme kvantitativnu mieru schopnosti prezit a
vstupovat’ do reprodukéného procesu.

2. Nahodny geneticky drift, v ktorom nahodné udalosti v Zivote jedincov
ovplyviiuju populéciu. Takymito udalostami su napr. nahodna mutacia
genetického materidlu alebo nahodna smrt' jedinca s velkym fitness
predtym, ako mal mozZnost zuastnit sa reproduk&éného procesu.
Nahodné efekty genetického driftu si vyznamné hlavne pre malé
populécie.

3. Reprodukény proces, v ramci ktorého sa z rodiov vytvaraju potomkovia.
Geneticka informacia potomkov sa vytvara vzajomnou vymenou
genetickej informacie rodi¢ov. Najcastejsie tento proces prebieha tak, Ze
z geneticke] informacie dvoch jedincov sa nahodne vyberu casti
chromozému - informécie, z ktorych sa potom zostavi geneticka
informécia nového jedinca - potomka (tzv. sexualna reprodukcia). Tento
proces sa inak vola krizenie a vzhladom na to, Ze sa vyskytuje u vsetkych
zlozZitejSich organizmov, méZeme usudit, Zze podstatne zvacSuje rychlost
a ucginnost evolucie.

Evoluéné algoritmy zaloZzené na metafore Darwinovej evoluénej teodrie predstavuju novy
netradicny pristup k hladaniu optimalneho (alebo suboptimalneho) riedenia zloZitych



optimalizaénych problémov, ktoré nie su riesitelné klasickymi technikami. Zakladnym
pojmom tychto algoritmov je populacia chromozémov, ktoré su obvykle tvorené linearnymi
retazcami symbolov. V tychto chromozémoch je zakddované aktualne rieSenie
optimalizaéného problému, chromozémy zodpovedajuce kvalitnému rieSeniu st ohodnotené
velkym fitness. Vstup do procesu reprodukcie je umerny fithess chromozémov (chromozdémy
s velkym fitness vstupuju s vacdou pravdepodobnostou do reprodukcie). Tato reprodukcia
obsahuje este aj urcity nahodny faktor (geneticky drift) vyjadreny mozZnostou nahodnej
mutacie (v refazci je nahodne vybrany symbol zameneny inym nahodne vybranym
symbolom). Tato skuto¢nost umoznuje evolucii hfadat nové rieSenia, ktoré sa v populacii
este vbbec nevyskytli a mézu byt velmi nadejné pre dalsiu evoluciu populacie. Po urgitom
pocéte generacii sa za¢nu v populacii vyskytovat' jedinci - chromozémy, ktoré reprezentuju
vysokokvalitné rieSenie daného optimaliza&ného problému.

VysSie popisana zakladna idea evolu¢nych algoritmov je zaloZena na formalizacii
Darwinovej evoluénej tedrie, ktora sa prevzala do informatiky z bioldgie. V su€asnosti uz
existuje v informatike cela paleta evoluénych algoritmov, ktoré su zaloZené na rbznej
interpretacii Darwinovej evoluénej teoérie, na zdbérazneni niektorého partikularneho aspektu
atd. Dokonca vznikli evoluéné algoritmy, ktoré svoju indpiraciu nehfadali v Zivej prirode, ale v
nezive] prirode - vo fyzike. Dobrou ilustraciou evoluénych algoritmov zaloZzenych na
paradigme inej ako Darwinova evolu¢na tedria je metéda simulovaného Zihania, ktora
vychadza z predstav evollcie termodynamickych systémov [10].

Evoluéné algoritmy v sucasnosti patria medzi zakladné nastroje modernej informatiky v
pripadoch hladania rieSeni v extrémne zloZitych situaciach, kedy pouzitie Standardnych
deterministickych metod zaloZzenych na technikach aplného prehfadavania nemozno
aplikovat' (akoby sme hrali Sach tak, Zze najprv zostrojime v8etky mozné tahy aZz do konca hry
a z tychto vyberieme ten tah, ktory najrychlejsie vedie k vyhre). Ukazuje sa, Ze evolu¢na
metafora je velmi efektivnym pristupom k rieSeniu tychto zlozitych problémov najma v
pripadoch, ked nepotrebujeme optimalne riedenie problému, ale vysta¢ime aj s kvalithym
suboptimalnym rieSenim. Zakladné vlastnosti tychto algoritmov méZzeme zhrnat' takto:

1. Evoluéné algoritmy patria medzi zakladné prostriedky modernej
numerickej matematiky pre rieSenie zloZitych optimalizacnych problémov.
PouZivaju sa vtedy, ak hladame také globalne minimum, ktoré je
obklopené mnozZstvom lokalnych minim. Skutoénost, Ze sa daju takto
pouZit, je prekvapujuca (podobne ako pre neurénove siete viastnost, Ze
su univerzalnym aproximatorom funkcii), adaptaciou a modifik4ciou
vSeobecnych predstav o Darwinove] evoluCnej tedrii sme dostali
univerzalnu numericku optimalizaénu metodu.

2. Evoluéné algoritmy sa mézu vo vSeobecnosti chapat ako abstrakcia a
formalizicia Darwinovej evoluénej tedrie. Pomocou evoluénych algoritmov
mbézeme numericky simulovat darwinovskl evoluciu zaloZzeni na
prirodzenom vybere a ndhodnom genetickom drifte. Evoluéné algoritmy
poskytuja univerzalny algoritmus pre simulaciu evolicie, v ktorom je
potrebné modifikovat len spdsob uréenia fithess chromozému pomocou
zodpovedajuceho retazca symbolov (v bioldgii sa tento problém nazyva
zobrazenie genotypu na fenotyp, kde linearny retazec chromozému
kéduje organizmus, ktorého schopnost reprodukcie a prezitia je mierou
fithess daného chromozdmu). Tato skuto¢nost otvara vefké moznosti pre
informatikov zaoberajucich sa genetickymi algoritmami pre nové
netradicné aplikacie v ramci evoluénej biologie, pri sledovani evoluéného
vyvoja tej-ktorej (aj socialnej) vlastnosti, ktora je zakdédovana v
chromozome.
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2. Zakladné pojmy evoluénych algoritmov

2.1 Optimaliza€ny problém

Nech funkcia
f:D-R (2.1a)
Dzllj[awbi] =[a,,b] { a,,b] x...} a,,b] (2.1b)

zobrazuje n-rozmernl kocku D (karteziansky produkt uzavretych intervalov [a;,b]) na reélne
Cislo yOR, (pozri obr. 2.1).

03 R
f/—’ y=f(x)
b,t------1
bl x
7| Rk i
a, b, -

Obrazok 2.1. Schematické znazornenie zobrazenia f, ktoré priradi realne &islo yOR kazdému
n-rozmernému vektoru xOD.

Tato funkcia je ohrani¢ena dvoma podmienkami:

(1) Existuje taky algoritmus, ktory funkciu f "vypocita dostato€ne rychlo" s pozadovanou
presnostou pre kazdé xD (hovorime, Ze funkcia f je dobre vypoéitatelna).

(2) Pre kazdu dvojicu lokalnych minim x;, x,[0D je vzdialenost’ |x;1-X,| v&&Sia ako dané
kladné gislo 08>0, [x;-X2|>d (pozri obr. 2.2). Podmienka zhora ohraniCuje poclet lokalnych
minim funkcie f, ktoré sa vyskytuju na kocke D. Nie je mozné, aby sa v fubovolnom okoli
minima funkcie vyskytovalo iné minimum, pre ur€ité malé okolie minima funkcie by vyssie
uvedend podmienka |X;-X,|>0 prestala platit. Podmienka automaticky vyluéuje z triedy
pripustnych funkcii tie funkcie, ktoré su "fraktalového" typu, tj. v kazdom okoli nejakého
minima sa nachadza aspofi jedno iné minimum.

Globalne minimum funkcie f na kocke D je uréené vztahom

Xopi = rg min f (x) (2.2)

Najdenie globalneho minima pouzitim klasickych optimalizacnych metdd [1-3] (gradientovych
a negradientovych) patri medzi tazko rieSitelné problémy pre funkcie, ktoré nie su
ohrani¢ené dalSimi podmienkami (napr. Ze f(x) je konvexna funkcia v oblasti D). Z tychto
ddévodov sa v sucCasnosti [4,5] pri rieSeni problému (2.2) ¢asto pouZivaju tzv. evoluéné
optimalizaéné algoritmy, ktoré poskytuju rieSenia blizke globalnemu alebo s nim totozné.



(x)

Obrazok 2.2. llustracia druhej podmienky kladenej na funkciu f. Vzdialenost medzi kazdou dvojicou
minim x1 a Xz je vac¢sia ako predpisané kladné ¢&islo J, [x1-X2|>d .

Uloha 2.1. Nech funkcia f(x) ma tvar

f(x) = €™ sin(mx)
pre m=25,10 a x[J-10,10]. Pouzitim programovych systémov typu MAPLE [6] alebo
MATHEMATICA [7] nakreslite priebeh tychto funkcii a néjdite niekolko prvych najniZsich

minim (vCitane globalneho). Zistite horné odhady konstant o (pozri podmienku 2 z kapitoly
2.1) funkcie f(x) pre rdzne hodnoty parametrov m.

011

110 111

000

001

100 101

Obréazok 2.3. Geometricka interpretacia binarnych vektorov dizky k=3 pomocou vrcholov kocky. Dva
susedné vrcholy odpovedaju bindrnym vektorom, ktorych Hammingova vzdialenost je jednotkova (t.j.
vektory sa liSia len v jednej polohe).

Binarna verzia funkcie (2.1) mé tvar
f:{03}" - R (2.3a)
Tato funkcia je definovana nad mnozinou binarnych vektorov dizky k, zobrazenie f priradi
kazdému binarnemu vektoru realne ¢€islo z mnoziny R
y =f(a) (2.3b)
Kardinalita mnoziny binarnych vektorov dizky k je uréena vztahom
‘{0,1}k = (2.4)

To znamena, ze "dimenzia" priestoru vSetkych moznych binarnych vektorov dizky k rastie
exponencialne s dlzkou k. Jednoducha geometricka interpretacia binarnych vektorov dlzky
k=3 je znazornena na obr. 2.3.




Uloha 2.2. Nakreslite analog kocky na obr. 2.3 pre k=4.

Uloha 2.3. Napiste program (v jazyku Pascal alebo C) na systematické prehladavanie
vSetkych binarnych vektorov diZzky k pomocou metédy spétného prehladavania
(backtracking) [8] (pozri algoritmus 2.1).

procedure Backtrack Searching(output
begin f i :=0; p:=1; U;:=1;
while p21 do
if U,20 then
begin 0,:=U,; U,:=U,-1;
if (p=k) and (f(d)<f,) then

begin f i :=f(d); U, :=0 end else
if p<k then
begin p:=p+1; U,:=1 end;

end else p:=p-1;

fopt I4 aopt ) ;

end;

Algoritmus 2.1. Implementacia metody spéatného prehfadavania pre rieSenie optimalizaéného
problému (2.5). Priebeh algoritmu pre k=3 je znazorneny na obrazku 2.4.

p=0

p=1

p=2

p=3

a=1 o,=0 a=1 o,=0 a=1 o,=0 a=1 a,=0

Q Q Q Q Q Q Q Q
1l I I I Il Il I 1l
A A A~ A A ~ A ~
— — — — () S (=) (=]
J— —_ o o —_— —_ (=) (=]
> 2 = = N = = =

Obrazok 2.4. Diagramatické znazornenie algoritmu 2.1 spatného prehladavania pomocou binarneho
stromu.

Analbg optimalizacného problému (2.2) pre binarne vektory ma tvar

Uopt = arg aDToigk f (o) (2.5)

Vo vSeobecnosti sa globalne optimum a,, najde po preskusani vSetkych moznych binarnych
vektorov dizky k. Obrazne povedané, problém (2.5) vyrie§ime tak, ze sa urditym
systematickym spésobom pohybujeme po vrcholoch k-rozmernej hyperkocky (pozri obr. 2.3)
tak, Ze navstivime vsetkych 2% vrcholov. Algoritmicky tento pristup mozno implementovat
pomocou metddy spéatného prehladavania [8], pozri algoritmus 2.1. Cas CPU potrebny na
rieSenie optimaliza¢nej ulohy (2.5) je potom umerny kardinalite priestoru rieSeni

tepy 02" (2.6)



2.2 Binarna reprezentacia realnej premennej

Nech sa binarny vektor a dizky k
a=(a0,.0a,)0{03" (2.7

int(a) = ;aiz e 28)

=0, 2+ 0,2+ ... +0,,2+0,

interpretuje ako celé &islo

K tomuto celému &islu jednoduchym spdsobom priradime realne &islo, ktoré sa mbze chapat
ako aproximacia realneho Cisla x[a,b]

=real(a) = a+;3 1|nt( ) (2.9)

Tato konstrukcia racionalneho &isla asreal(a)<b z binarneho retazca a dizky k sa formalne
interpretuje ako "transformacia" binarnej reprezenticie na "realnu" reprezentaciu, kde
zostrOJene racionalne cislo real(a) aprOX|mu1e poZadované realne CIS|O X 8§ presnostou
(b- a)/(2 1) Interval [a,b] obsahuje m= 2 bodov x;=a, Xo,=a+(b- a)/(2 -1), ..., x;=a+(i-1)(b-
—a)/(2 -1), ..., Xp=b, pozri obr. 2.5 a tab. 2.1.

Obrazok 2.5. Realna premenna x z uzavreteho intervalu [a,b] v binarnej reprezentacu sa aproximuje
bodmi xi, X2, ..., Xm, kde pocet bodov m= 2%, Presnost tejto aproximacie je uréena dizkou binamych
retazcov k, vzdialenost medzi dvoma susednymi bodmi je (b- a)/(2k -1).

Taburlka 2.1. Reprezentacia Cisel

No. a int(a) | real(a) a (Gray)
1 000 0 0 000
2 001 1 1/7 001
3 010 2 217 011
4 011 3 3/7 010
5 100 4 a7 110
6 101 5 5/7 111
7 110 6 6/7 101
8 111 7 1 100

Inverzna transformacia k vzorcu (2.9) mé tvar
. D( —a Kk D
int(a)= 2" -1 2.10
(o) =g —, (2 -2 (2.10)

kde symbol xOpredstavuje celd Cast redlneho &isla x (napr. [1.1[¥1 a [1.9(¥1). V dosledku
toho, Ze asx<b, zlomok (x-a)/(b-a) lezi v uzavretom intervale [0,1], ak int(a)=0, potom x=a; ak
int(c)=2%-1, potom x=b.



VySSie uvedend binarna reprezentacia ma jednu podstatni nevyhodu. Dvojica binarnych
retazcov, ktoré sa liSia vo v8etkych polohach bitovych premennych, mbze odpovedat dvom
susednym celym ¢islam (pozri napr. tab. 2.1, kde komplementarne binarne retazce a; =(011)
a o,=(100) sa interpretuju ako celé Cisla int(a;)=4, resp. int(az)=5). Tato nevyhoda
Standardného binarneho kodu sa odstranuje pouzitim tzv. Grayovho kédu [9]. Jeho zakladna
mys$lienka spociva v tom, Zze koduje binarne Cisla tak, Ze dve susedné celé Cisla su binarne
reprezentované retazcami, ktoré su rézne len v jednej polohe binarneho retazca (pozri tab.
2.1, kde napr. binarne retazce a,=(010) a a,=(110), ktoré sa liSia len v prvej polohe
retazca, odpovedaju susednym celym ¢&islam int(d,)=4 resp. int(&,)=5). KonStrukcia
racionalneho &isla z intervalu [a,b] (ktoré, ako uz bolo povedané vy$3ie, aproximuje reélne

Cislo asx<b) sa zaklada na tom, ze binarne ¢&islo v Grayovom kéde najprv pretransformujeme
do Standardného kédu a az potom sa pouZije vztah (2.9)

b-a
2k

x =real(@)=a+ int (6 ) (2.12)

kde @ =(dl,dz,...,dk) je binarny retazec zostrojeny pomocou Grayovho kédu a int(@) je
odpovedajlce celé &islo priradené retazcu a

int(a) =int(a) (2.12)
kde sa jednotlivé komponenty retazca a =(0(1,0(2,...,0(k) uréia pomocou zloZiek retazca

& =(&,,6,,....6,) (pozriobr. 2.6)

L
g
¥
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aq > >

0y _"I__D L'\ >0, Oy O

iy > L L'\ >0 %o dg
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&5 > LD—VO(,S Qs as
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Obrazok 2.6. Transformacie Grayovho kédu na Standardny kéd (A, pozri (2.13)) resp. Standardného
kédu na Grayov kéd (B, pozri (2.14)) pouzitim algebraickej operacie "xor" reprezentovanej
trojuholnikmi.

a,=d,
a, =0,0d7 afdad,
a;=d,0d d3 alj dg (2.13)

a,=0,000 0. &, all, o,

kde binarna operéacia "0" je definovana ako "xor" su&et binarnych &isel, 000=0, 001=1,
100=1 a 101=0. Tieto vztahy (2.13) mozno jednoducho verifikovat na prikladoch z tabulky
2.1. Posledny stipec tejto tabulky (Grayov kéd) sa pouzitim (2.13) pretransformuje na druhy
stipec ($tandardny kod). Inverzna transformacia vzhladom na (2.13) (tj. konstrukcia
Grayovho kédu zo dtandardného kédu) sa jednoducho uréi ako riedenia rovnic (2.14)
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G5 =0, Oag (2.14)

Uloha 2.4. Napiste program, ktory transformuje binérne vektory dizky k na reéine &isla z
intervalu [-10,10], pricom sa vyuZiva tak Standardné, ako aj Grayovo kédovanie. Stcastou
programu nech je aj inverzné transformacia vypodéitaného redlneho &isla na binarny tvar.
Tento zostrojeny binarny vektor musi byt totoZzny s binarnym vektorom, ktory vstupoval do
programu. Zreprodukujte tabulku 2.1 a zostrojte pomocou programu jej rozSirent verziu pre
k=4.

Uloha 2.5. Ak& musi byt dizka binarnej reprezentécie premennej funkcie f(x) z tlohy 2.1, ak
chceme ziskat vysledky s presnostou 10° 2 Je vysledok kompatibilny so ziskanymi
hodnotami konstant 6 z tlohy 2.17?

2.3 Transformacia spojitého optimalizaéného problému na
binarny optimalizaény problém

NaSou hlavnou ulohou je rieSit spojity optimalizagny problém (2.2) pre globalne minimum
funkcie f(x) nad oblastou D. Pre dalSie uvahy o pouziti evoluénych algoritmov na riesenie
tohto problému bude uzZitocné pretransformovat tento spojity optimalizaény problém (2.2) na
binarny optimalizaény problém (2.5). Predpokladajme, Ze kazda z n premennych vektora
xOD je vyjadrena v binarnej reprezentacii bitovym vektorom dizky k. To znamend, Ze vektor
xOD je v binérnej reprezentacii vyjadreny bitovym vektorom dizky kn (pozri obr. 2.7). Nech
funkcia f vyhovuje druhej podmienke z odseku 2.1 pre danu kladnu konsStantu &. Budeme
predpokladat, Ze dizka binarnej reprezentacie k je zvolena tak, ze plati

(b -a) ;
3 >>-— (prei =12,...,n) (2.15)
(2 -9)
Tato podmienka vyZaduje, aby minimalna vzdialenost medzi dvoma minimami funkcie f(x)
nad oblastou D bola omnoho vacsia ako "presnost" binarnej reprezentacie pre kazdu
premennu vektora x[OD.

(123 - K[12[3] - [ [1]2[3] - K]
)?1 )?2 X,

Obrazok 2.7. Schematické znazornenie vektora xUD (obsahujuceho n zloziek) a jeho binarnej
reprezentacie pomocou bitovych vektorov dizky k. Vysledny bitovy vektor ma dlzku kn.

Prechod od binarneho vektora a=(ay,a,, ..., akn)D{O,l}k” k spojitému vektoru x=(X1,Xa,...,
Xn)OD sa méze formalne chapat ako transformacia

r:-{03“ -o (2.16a)
x =T (a) (2.16b)
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ktora zobrazuje mnoZinu binarnych vektorov dizky kn na body - n-tice realnych &isel z kocky
D. Ina¢ povedané, konetna mnoZina (2"”) binarnych vektorov dizky kn je reprezentovana
pomocou zobrazenia I' bodmi, ktoré mdzu byt v oblasti D usporiadané do ortogonalnej
mriezky (pozri obr. 2.8). Minimalizacny problém (2.2) pri pouZiti binarnej reprezentacie n-
rozmernych vektorov x sa teda realizuje na kone¢nej mnozine diskrétnych bodov. Oznaéme
oTop, binarny vektor diZzky kn, ktory bol ziskany rieSenim optimalizagného problému (2.5),
pri€om funkcia f tohto problému je totozna s funkciou f v optimalizaénom probléme (2.2)

o =21Q am?g)i,g}]k”f (r(a)) (2.17a)

Vektor redlnych premennych priradeny tomuto binarnemu vektoru je X, = r(aopt). Budeme

a

predpokladat, Ze presnost binarnej reprezentacie (t.j. pocet bitov k rezervovanych pre kazdu
realnu premennu) je taka, ze vektor )?op, je blizky presnému rieSeniu X, Spojitého
optimalizaéného problému (2.2) funkcie f nad oblastou D (pozri obr. 2.8).

Xopt = Xopr = T (Gop) (2.17b)
X2
A
b,f----- oo oo
® 6 06 0 0 o0 ¢
® 6 0 06 0 o0 ¢
® 06 0 0 0 0 ¢
o 06 06 0 0 0 o
ayt---- oo oo
‘ .
a, b, !

Obrazok 2.8. Oblast D je aproximovana ortogonalnou mriezkou bodov, ktoré maju binarnu
reprezentaciu vyjadrent pomocou kn-rozmernych vektorov.

Presnost rieSenia optimalizacného problému (2.2) pri prechode zo spojitej reprezentacie
do binarnej reprezentacie zavisi od konstanty k, ktora uréuje dizku binarnych vektorov
reprezentujacich jednotlivé realne premenné. Ak funkcia f obsahuje méalo minim, ktoré su
dostatoCne navzajom izolované (konstanta o je velka, pozri obr. 2.2) a "Siroké", konstanta k
nemusi byt velka. AvSak ak funkcia f obsahuje mnoZstvo minim, ktoré lezia blizko seba
(konstanta & musi byt mala), potom konstanta k musi byt pomerne velka. Ortogonalna
mrieZzka bodov nad oblastou D, ktoré sU generované zvolenou binarnou reprezentaciou
realnych premennych, musi byt dostatone jemna, aby sa postihli a odlisili blizko seba
leziace minima funkcie f.
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Obrazok 2.9. Vrstevnicovy graf funkcie f nad oblastou D, ktor4 je v binarnej reprezentacii
aproximovana ortogonalnou mriezkou bodov. Presné minimum funkcie f nad oblastou D je oznacené
Xopt, Minimum funkcie f nad bodmi ortogonalnej mriezky je oznatené X, . Vychadzajuc z podmienky,

Ze parametre binamej reprezentacie boli zvolené tak, aby vhodne aproximovali oblast D (dizka k
binarnych vektorov je dostatocna), potom vektor X , dobre aproximuje presné riedenie Xopt .

Literatlra

L. LukSan: Metody s proménnou metrikou. Academia, Praha 1990.

M. Manas: Optimalizaéni metody. SNTL, Praha 1979.

A. Brunovska: Mala optimalizacia. Metédy, programy, priklady. Alfa, Bratislava 1990.
T. Béack: Evolutionary Algorithms in Theory and Practice. Evolution Strategies,
Evolutionary Programming, Genetic Algorithms. Oxford University Press, New York
1996.

D.B. Fogel: Evolutionary Computation. Toward a New Philosophy of Machine
Intelligence. IEEE Press, New York 1995.

B. Char, K.O. Geddes, G.H. Gonnet, B.L. Leong, M.B. Monagan, and S. Watt: Maple
V. Springer Verlag, Berlin 1992.

S. Wolfram: Mathematica. A System for Doing Mathematics by Computers. Addison
Wesley, Reading, MA 1993.

L. Ku€era: Kombinatorické algoritmy. SNTL, Praha 1983.

R. Hamming: Coding and Information Theory. Prentice-Hall Inc., Englewood Cliffs, NJ
1980.

13



3. Horolezecké algoritmy

3.1 Zakladné stochastické optimalizaéné algoritmy: slepy algoritmus
a horolezecky algoritmus

Uvedieme dva zakladné typy stochastickych optimalizacnych algoritmov, ktoré aj ked
necbsahuju evolu€né rysy, budu sluzit ako zaklad pre formulaciu evolu&nych optimalizaénych
algoritmov. Slepy algoritmus je z&kladny stochasticky algoritmus, ktory opakovane generuje
nahodne rieSenie z oblasti D a zapaméata si ho len vtedy, ak bolo lepSie ako to rieSenie, ktoré
uZ bolo zaznamenané v predchadzajucej historii algoritmu. Z dévodov kompatibility tohto
algoritmu s evolu€nymi algoritmami uvedieme jeho implementaciu pre binarnu reprezentaciu
vektorov - rieSeni (pozri algoritmus 3.1).

procedure Blind Algorithm(input: tn.., k,n; output: Ogin, frin) s
begin f:j,:=0; t:=0;
while t<t,.,. do
begin t:=t+1;
0:=ndhodne generovany bindrny
vektor dlZky kn;
if £(I(a))<fs, then
begin O, :=0; fe:=f(I(a)) end;
end;
end;

Algoritmus 3.1. Pseudopascalovska implementacia slepého algoritmu. Vstupné parametre procediry
sl tmax (Maximalny podet iteracii) a konstanty k a n (dizka binarneho retazca jednotlivej premenne;j,
resp. pocet premennych optimalizovanej funkcie f). Algoritmus zacina inicializaciou premennych fin
(vysledna hodnota najdeného minima funkcie f) a t (poditadlo iteracii). Algoritmus sa opakuje tmax-krat,
potom je ukonéeny a vystupné parametre asn a fin Obsahuju najlepSie hodnoty rieSenia v binarnej
reprezentacii a prisludnu najlepsiu funkéna hodnotu.

Jednoduchymi uvahami sa da dokazat, Ze tento jednoduchy stochasticky optimalizacny
algoritmus poskytuje korekiné globalne minimum optimalizaéného probléemu (2.5)
realizovaného nad ortogonalnou mriezkou bodov z oblasti D za predpokladu, Ze parameter
procedury ty.x asymptoticky rastie do nekonec¢na

lim DOP (tmax | Ofin = Aopt ) =1 (3.1)

max

kde P(tmax|0in=0opt) j& pravdepodobnost toho, ze slepy algoritmus po tmax iteraénych krokoch
poskytne vystupneé riedenie, ktoré je totoZné s presnym rieSenim (globalne minimum).

Uloha 3.1. Ako priklad vysoko multimodainej funkcie budeme pouZivat tato funkciu
f (x) =0.993851231+e " sin (10x)cos (8x)
pre x[]-10,10]. Vysek jej priebehu pre x[-3,3] ma tento tvar
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Prvé tri minima tejto funkcie su: x;=-0.7853024, f(x;)=5.69x10™" (globalne minimum),
X»=2.3559072, f(xp)= 0.047848, x3=-0.4402184, f(x3)=0.11277. Konstanta J, ktor4
charakterizuje miniméalnu vzdialenost medzi dvoma minimami (pozri obr. 2.2), je pribliZzne
rovna o=1/4. To znamena, Ze neexistuje taka dvojica dvoch susednych minim, ktorych
vzdialenost by bola mensia ako d6=1/4. V nasledujicich Glohach sa tato funkcia bude ¢asto
pouZivat tak v jednorozmernej, ako aj v mnohorozmernej verzii pre testovanie schopnosti
najst globalne minimum. Overte uvedené Gdaje o tejto funkcii pomocou programu MAPLE [1]
alebo MATHEMATICA [2]. Kolko lokalnych minim a lokéinych extrémov mé tato funkcia?

Uloha 3.2. Zovseobecnite program z tlohy 3.1 pre funkciu n premennych, pricom kaZda
premenna je vyjadrené binarnym retazcom rovnakej diZzky "k" a vSetky premenné su z
rovnakého intervalu. Ako testovaciu funkciu méZete pouZit zovdeobecnent funkciu z
tlohy 3.1

F (X0, %0 X, ) = Zf (%)
pre [x;,J-10,10]. Aké je globalne minimum tejto funkcie ? Kolko ma lokalnych minim ?

Uloha 3.3. Zov3eobecnite program pre slepy algoritmus (pozri algoritmus 3.1) pre funkciu f(x)
z Ulohy 3.1, ak dlzka binarnej reprezentécie bude k=10, 20, 30. Zostrojte tabulku vysledkov, v
ktorej bude uvedené najlepsie zaznamenané minimum funkcie vzhfadom na pocet iteracnych
krokov tna=700, 1000, 10000. Diskutujte ziskané vysledky vzhladom na dizku "k” binarnej
reprezentacie a pocet iteracnych krokov tiax.

Vo v3eobecnosti méZzeme povedat, Ze slepy algoritmus neobsahuje Ziadnu stratégiu
konstrukcie rie$eni (tj. binarnych vektorov dizky kn) na zéklade predchadzajicej historie
algoritmu. Kazdé rieSenie je zostrojené Uplne nezavisle (t. celkom nahodne) od
predchadzajucich rieSeni. Zaznamenava sa to rieSenie, ktoré v priebehu aktivacie procedury
vystupnym parametrom.

Slepy algoritmus sa mdze jednoducho zoveobecnit na tzv. horolezecky algoritmus (hill
climbing), kde sa iteratne hlada najlepsie lokalne rieSenie v ur€itom okoli a toto rieSenie sa v
dalsom kroku pouZije ako "stred" novej oblasti. Pri formalizacii horolezeckého algoritmu
zavedieme niektoré zakladné pojmy, ktoré su délezité pre jeho jednoduchy popis. Operacia
mutacie stochasticky transformuje binarny vektor a na novy binarny vektor a' , pri¢om
stochasti¢nost’ toho procesu je uréena pravdepodobnostou P

a' =0, (a) (3.2a)
kde a a o' st dva binarne vektory rovnakej dizky kn
o =(0,0,,...0,,) aa’= (a;,05,...0',) (3.2b)
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kde jednotlivé komponenty a' si uréeneé takto

-a, (prerandom <P, )
a =1 (3.2¢)
% o, (ostatné pripady)

kde random je nahodné &islo z intervalu [0,1) generované s rovhomernou distribuciou (pozri
algoritmus 3.2). Pravdepodobnost’ Py, uréuje stochasti¢nost operatora mutacie, v limitnom
pripade ak P, -0, potom operator O, nemeni binarny vektor

lim O, (a)=a (3.2d)

mut ~

Standardné binarne koédovanie

P,=0.1 P

0.5 0.5

0.03

mut
B -1
10 10

® 10 107
-3 -3

. . |
1o . ol U b g o

il
-1.0 -0.5 0.0 0.5 1.0 -1.0 -0.5 0.0 0.5 1.0
T(a)—T(a) C(o)—T(a’)

Grayovo binarne kédovanie
P =0.1 P_=0.03

05 mut 05 it

-1.0 05 0.0 05 1.0 40 05 00 05 1.0
r(a) =T (a’) (o) =T (a’)

Obrazok 3.1. Priebehy pravdepodobnosti Ciselnych hodnét binarnych vektorov, ktoré su generované
mutaciou pre Standardné a Grayovo kédovanie. Binarne vektory maju dizku k=30, pri€om reprezentuju
realne Cisla z intervalu [0,1]. Grafy su zostrojené tak, Ze 10000-krat sa ndhodne vygeneroval binarny
vektor a, aplikovanim mutacie s pravdepodobnostou Pmust Ssa vygeneroval novy binarny vektor
o'=Omut(0). Na horizontalnej osi sa vynasaju rozdiely &iselnych hodndt -1<I(a)-I (a')<1. Na vertikalnej
osi sa vynasaju pravdepodobnosti w vyskytu rozdielu ' (a)-I (a).

Na obr. 3.1 je zndzorneny efekt mutacie (3.2) (pre dve pravdepodobnosti Py,;=0.1 a
Pn.:=0.03) na binarny vektor dizky k=30, ktory reprezentuje realine &isla z intervalu [0,1].
Pouzili sa dva rézne pristupy ku kédovaniu, a to Standardné kédovanie a Grayovo kédovanie.
Z obrazku je vidiet, Ze mutacia pre binarne vektory so Standardnym kodovanim vytvara nove
binarne vektory s &iselnymi hodnotami, ktoré su rozdelené diskrétnym spdsobom okolo
nulovej hodnoty. Ak sa pouzije Grayovo kddovanie, Ciselné hodnoty novych binarnych
vektorov vytvarané mutaciou su rozdelené pomerne "spojito" okolo nulovej hodnoty priblizne
s Gaussovou distribuciou pravdepodobnosti. Mézeme teda povedat, ze mutacia v ramci
Standardného kdédovania poskytuje nové binarne vektory, ktoré vzhfadom na pdvodné (t.j.
nemutovane) binarne vektory maju &iselné hodnoty, ktoré su relativne diskrétne rozdelené
okolo nuly. Tato "diskrétnost rozdelenia" je potlacena, ak sa pouZije Grayov kdd pri binarnej
reprezentacii realnych Cisel. Na zaklade tohto vysledku mozno konstatovat, ze Grayov kéd je
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zrejme vhodnejSi pre binarnu reprezentdciu reélnych premennych, mutaciou vytvorené
binarne vektory sa vyskytuju "spojito” v celej oblasti pripustnych hodnét (pozri obr. 3.1).

Uloha 3.4. Zreprodukuijte grafy z obr. 3.1. Zvolte si dizku "k" binarnej reprezentécie reéinych
¢isel z intervalu [a,b], kde a<b. Binarny retazec a je nahodne generovany, aplikovanim
operatora mutacie Oy, dostanete novy binérny retazec a', a'=On,(a). P6sobenie operatora
mutacie sa realizuje vztahmi (3.2a-c). Zostrojite rozdiel A(a,a")=I(a)-I(a"), ktory je z intervalu
[a-b,b-a], prisom dizka tohto intervalu je 2(b-a). Vypocet reédlneho d&isla priradeného
binarnemu retazcu sa realizuje tak v Standardnej, ako aj v Grayovej reprezentacii. Nech je
tento interval rozdeleny na N podintervalov, pri¢om prvy (posledny) interval je indexovany
1(N), pricom diZka tychto podintervalov je &=2(b-a)/N. Reélnemu &islu z[a-b,b-a] priradite
index podla predpisu

. [z —a+b0O

=1+

index (z) =1 BTH
kde [x]| je celéd &ast reéineho cCisla x. Ak poloZite z=A(a,a’), potom pre tento rozdiel
dostanete
M (a,a')-a+ b0
O U
0 € 0
Frekvencie vyskytu w priradené rozdielom A(a,a’) sa pribliZne spocitaju tak, Ze namiesto
funkénej hodnoty tohto rozdielu sa uvaZuje index tohto rozdielu, tj interval moZnych
funkénych hodnét intervalu [a-b,b-a] sa diskretizuje pomocou N bodov. Algoritmus sa
inicializuje tak, Ze vsetky frekvencie vyskytu su nulové, v priebehu vypocétu sa obnovuju len

tie frekvencie, ktoré su urCené indexom index(A(a,a")). Tento postup je vyjadreny
nasledujucim algoritmom

index (A(a,a'))= 1+

for i:=1 to N do W :=0;

time:=0

while time<time,,, do

begin time:=time+1;
0:= ndhodne generovany bindrny vektor;
a':=0p. (A) ;
Aca,a"):=l(a)-T(a");

A(or,a')—a+b—|

I

i ndex: :1+{

(*)index : :(*)index+ 1 7
end;

for i:=1 to N do W :=w;/N;

Grafy z obr. 3.1 dostanete tak, Ze pomocou vhodného softvéru vynesiete hodnoty frekvencii
w vzhladom na indexy (pre lepSiu néazornost grafu sa namiesto indexu pouZiva prislusna
reéalna hodnota uréené vztahom

real (index) =a —b +(index -1) [

Vypodty pomocou tohto algoritmu realizujte pre rézne hodnoty k (dizky binarnych retazcov) a
Pmut (pravdepodobnost jednobitovej mutacie). Poklste sa diskutovat vysledky.
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Z&kladn& idea horolezeckého algoritmu spociva v tom, 2e vzhfadom na ur¢ité zvolené
rieSenie zostrojime nahodne predpisany pocet novych rieseni tak, Ze vo zvolenom rieSeni sa
nahodne zmenia bitové premenné (hovorime, Ze zvolené rieSenie je stred oblasti z neho
nahodne generovanych rieSeni). Z tejto oblasti vyberieme najlepsie rieSenie (t.j. s minimalnou
funk&nou hodnotou nad bodmi z daného okolia), ktoré sa pouzije v nasledujucom iteraénom
kroku ako stred novej oblasti. Tento proces sa opakuje predpisany pocetkrat, pricom sa
zaznamenava najlepsie rieSenie, ktoré sa vyskytlo v priebehu histérie algoritmu. (Mozna
modifikacia tohto algoritmu spoCiva v prehfadavani vsetkych rieSeni, ktoré sa liSia od
aktualneho rieSenia v jednom bite.)

procedure Mutation Bin(input:0; output a');
begin for i:=1 to kn do

if random<P,,; then

af :=1-a; else qf :=0;;
end;

Algoritmus 3.2. Implementacia mutacie binarneho retazca dizky kn. Pravdepodobnost Pmu uréuje
1-bitovi mutéciu, t.j. zmenu bitu na jeho komplement. Premenna random je ndhodné Cislo s
rovnomernou distriblciou z intervalu [0,1).

Okolie U(a)) binarneho vektora a sa zostroji pomocou vektorov o' =0, (a)
U(a)={a’ =0, (a} (3.3)

pricom budeme predpokladat, 2e kardinalita (pofet elementov) sa rovna predpisanej
hodnote, |U (0()|:c0, kde co je dané kladné celé Cislo. Poznamenajme, Ze v dosledku

stochasti¢nosti aplikacie operacie mutacie na dany binarny vektor a ma zlozenie okolia U(a)
tiez stochasticky charakter. To, ¢i nejaky vektor a' patri alebo nepatri do okolia U(a), je
uréené len pravdepodobnostne, a nie deterministicky. NajlepSie rieSenie v okoli U(a) je
uréené takto

o H r
a“=arg a%‘@)f (r(a)) (3.4)

V horolezeckom algoritme sa takto ziskané rieSenie a” pouzije ako "stred" v dal§om
iteratnom kroku algoritmu (pozri obr. 3.2). Implementacia horolezeckého algoritmu v
pseudopascale je uvedend v algoritme 3.3.

Analbgia vzorca (3.1) zo slepého algoritmu, ktory hovori, Ze tento jednoduchy algoritmus
je asymptoticky schopny najst’ globalne minimum, plati aj v horolezeckom algoritme. V tomto
pripade sa vSak kardinalita okolia co=|U(a)| musi asymptoticky zva&Sovat do nekoneéna

Jim P (co] @y =01y ) =1 (3.5)
Potom je v3ak zbytoCné opakovat iteratné kroky horolezeckého algoritmu pre nové lokalne
optimalne rieSenia, uz v ramci jedného iteratného kroku ziskame globalne rieSenie pre
Co — ©0.

Ako naznacuju jednoduché numerické aplikacie, horolezecky algoritmus, aj ked explicitne
neobsahuje evolu¢nu stratégiu, je pomerne efektivny a robustny stochasticky optimalizacny
algoritmus, ktory je schopny pre jednoduchSie ulohy najst’ globalne minimum. V nasledujuce;j
Casti tejto kapitoly uvedieme dve jednoduché zovSeobecnenia horolezeckého algoritmu, ktoré
sU uz blizke evolu€nym algoritmom a mézu sa povazovat' za urcity prototyp tychto algoritmov.
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Obrazok 3.2. Schematické znazornenie generovania okolia binarneho vektora a a najlepSieho
rieSenia a* v okoli U(a) (diagram A). Pocet binarnych vektorov v okoli je kon$tantny, rovna sa co.
Horolezecky algoritmus je znazorneny na diagrame B, tento algoritmus pozostava z tvorby postupnosti
okoli U(1), U(2), U(3), ..., Stred okolia U(i) je totoZny s najleps§im rieSenim z predchadzajuceho okolia
U(i-1). Algoritmus sa inicializuje rieSenim ao, ktoré sa ndhodne generuje.

procedure Hill Climbing (input:tnax, Co, Paurs output: fein, Oein) s
begin 0:= ndhodne generovany bindrny vektor diZky kn;
feipr=00; t:=0;
while t<t,.,. do
begin t:=t+1;
a’=arg m n)(r(a))

a'0u

if f(r(a”)<f;, then

begin f“nJZfU(GD»;
Orni=0
end;

O
a:=a ;

end;
end;

Algoritmus 3.3. Pseudopascalovska implementacia procedury realizujicej horolezecky algoritmus.
Vstupnymi parametrami sU konstanty tmax, Co @ Pmu, ktoré opisuji maximalny pocet iteracii
horolezeckého algoritmu, kardinalitu okolia U(a), resp. pravdepodobnost 1-bitovej mutécie. Algoritmus
sa inicializuje nahodnym generovanim binarneho vektora a, ktorého dizka je kn (kde k je dizka
binarnej reprezentacia reélnej premennej a n je po€et premennych optimalizovanej funkcie f). Binarny
vektor a* je najlepSie rieSenie najdené v okoli U(a), toto rieSenie sa v nasledujucom kroku pouZzije ako
stred nového okolia. NajlepSie rieSenie ziskané v priebehu celej historie je ulozené vo vystupnych
premennych fin & Ofin.
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Uloha 3.5. Napi3te program pre horolezecky algoritmus (pozri algoritmus 3.3) pre funkciu f(x)
definovanu v Ulohe 3.3 a jej n-rozmerné zovSeobecnenie (pozri Ulohu 3.2). Vektor reélnych
premennych x je binarne reprezentovany tak v Standardnom, ako aj v Grayovom kddovani.
Pokuste sa pre n=1 optimalizovat’ parametre ¢, a Py, tak, aby ste skoro so 100% istotou
dostali globalne minimum s o najmensim poctom iteracnych krokov. PouZite tieto optimalne
hodnoty parametrov aj pre n=2,3,4. Zistite, ¢i dostavate so skoro 100% istotou globalne
minimum. PokuUste sa pre tieto viacrozmerné pripady optimalizovat parametre ¢y a Py, tak,
aby ste s vysokou pravdepodobnostou dostali globalne minimum. Vyneste do tabutky (alebo
grafu) tieto optimalne hodnoty parametrov co a Py pre n=1,2,3,4, diskutujte vysledky
uvedene v tejto tabulke.

3.2 Horolezecky algoritmus s uéenim

Horolezecky algoritmus s u¢enim [3-6] patri medzi jednoduché modifikacie Standardného
horolezeckého algoritmu. Tato modifikacia (podobne ako pri metdde zakazaného hladania)
sa dotyka konStrukcie okolia U(a). Pévodna definicia okolia (3.3) vyuZiva stochasticky
operator mutacie Opy, z0 "stredu” o sa pomocou tohto operatora generuju nové binarne
operatory, pric¢om pravdepodobnost zmeny binarnej hodnoty na jej komplement je uréena
pravdepodobnostou Py (pozri (3.2b-c)). V pripade, Ze pravdepodobnost mutacie je mala
(Pmut=0), potom nové stavy generované mutaénym operatorom su velmi blizke pévodnému
stavu a (tj. stredu okolia U(a)). Opacne, ak sa pravdepodobnost Py, blizi k 1/2, potom
okolie U(a) obsahuje binarne vektory, ktoré su velmi vzdialené od "stredu" a. Tato
jednoducha avaha nas vedie k myslienke konS$trukcie okolia tak, Ze pre kazdu polohu
binarneho vektora mame zadanu zvlast pravdepodobnost. Zavedieme dva nové koncepty,
ktoré zaujimavym spdsobom umoznuju modifikovat horolezecky algoritmus

(1) Pravdepodobnostny vektor w=(w;,W,,...W,)0[0,1]". Jeho jednotlivé zlozky Osw;<1
uréuju pravdepodobnosti vyskytu premennej '1' v danej pozicii. Napr. ak w;=0(1), potom
0;=0(1), pre 0<w;<1 je premenna q; nahodne uréena vztahom

(1 (ak random <w;)
o = (3.6)
Eb (opa¢ny pripad)

kde random je nahodné Cislo z intervalu [0,1) s rovhomernou distribuciou. Tento stochasticky
pristup ku generovaniu binarneho vektora a vyjadrime pomocou funkcie a=R(w). Potom je
okolie U(w) zostrojené z binarnych vektorov nahodne generovanych vzhlfadom k
pravdepodobnostnému vektoru w uréené vztahom

Uw)={a=R(w} (3.7)

Budeme predpokladat, Ze kardinalita tohto okolia je konStantna, co=|U(w)|. Ak v&etky zlozky
pravdepodobnostného vektora su bud blizko nuly alebo jednotky, potom je "priemer" okolia
U(w) velmi maly, kazdy element takéhoto okolia je tesne vztiahnuty k binarnemu vektoru a,
ktory je jednoznacéne uréeny pravdepodobnostnym vektorom w zaokrdhlenim jeho prvkov na
0 alebo 1. V opacnom pripade, ak zlozky pravdepodobnostného vektora su vSetky blizke 1/2,
potom binérne vektory a zostrojené predpisom (3.6) su rozloZzené v celom priestore {0,1}kn
(pozri obr. 3.3).
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A B

Obrazok 3.3. Schematické znazornenie okolia U(w) pre dany pravdepodobnostny vektor w. Za
predpokladu, Ze vSetky zlozky w su blizke 1/2, potom binarne vektory okolia U(w) st "rozmiestnené" v
celom priestore binarnych vektorov {0,1} kn (diagram A). V pripade, Ze zlozky w su blizke bud 1 alebo
0, potom binarne vektory okolia U(w) su rozloZené blizko binarneho vektora oznaceného &iernou
bodkou, ktory vznikne z w zacokrahlenim jeho zloziek (diagram B). Krizik oznacuje rieSenie z populacie
s minimalnou funkénou hodnotou.

(2) Ucenie pravdepodobnostného vektora w. Nech B(w) je mnozina s predpisanou
kardinalitou b=|B(w)|, ktora obsahuje b najlepsSich rieSeni z okolia U(w), formalne

B(w)=arg uH&'{Jv)f (T (a)) (3.8)
Pravdepodobnostny vektor je modifikovany - uéeny pomocou Hebbovho pravidla (znameho z

tedrie neurdnovych sieti [7])
W o« W +A (a-w) (3.9)
alBlw)

W' w

Obrazok 3.4. Geometricka interpretacia Hebbovho ucgiaceho pravidla (3.9). Novy pravdepodobnostny
vektor w '=Aa+(1-A)w lezi bliz8ie k najlepSiemu riedeniu a.

kde A je koeficient u¢enia (malé kladné ¢&islo) a sumacia bezi cez b najlepSich rieSeni z B(w).
Pravidlo u€enia (3.9) ma velmi jednoduchu geometricku interpretaciu. Pre jednoduchost
predpokladajme, Z2e mnoZina B(w) obsahuje len jeden element, potom pravé strana vzorca
(3.9) je konvexna kombinacia dvoch vektorov w a a, mdZe sa prepisat do tvaru w Ao+
+(1-A)w. To znamena, Ze vysledny vektor tejto konvexnej kombinacie musi lezat na usecke,
ktora spaja "body" w a a (A je malé kladné Cislo, 0<A<<1, pozri obr. 3.4). UCenie (3.9)
posunie pravdepodobnostny vektor w smerom k najlepsim riedeniam z mnoziny B(w).

Oba tieto nové koncepty (pravdepodobnostny vektor a u€enie) mbézu byt jednoducho
v€lenené do standardného horolezeckého algoritmu. V tomto pripade, namiesto nahodnej
generacie vektorov okolia pomocou aplikacie mutaéného operatora O, na fixny binarny
vektor, teraz sa vektory okolia generuji pomocou pravdepodobnostného vektora w. Okrem
toho, pravdepodobnostny vektor w sa systematicky obnovuje pomocou Hebbovho ucenia,
ktoré ho postva smerom k najlepSim rieSeniam B(w) z mnoziny rieSeni U(w) generovanej
pomocou pravdepodobnostného vektora w, B(w)OU(w) (pozri algoritmus 3.4).
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Pravdepodbnosti, y(w) a t(w)/n
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Pocet cyklov
Obrazok 3.5. Priebeh jednotlivych pravdepodobnosti vzhladom na pocet iteracii horolezeckého
algoritmu s u€enim v ramci modelového prikladu optimalizacie realnej funkcie s jednou reéalnou
premennou reprezentovanou binarnym retazcom s dizkou k=30. PreruSovand sigmoidna d&iara
odpoveda veli€¢ine x(w), schodova neprerusovana Ciara odpoveda veli¢ine t(w)/n, kde n je pocet
premennych (v naSom pripade n=1) . Funkcie x(w) a t(w) su definované vztahmi (3.10) resp. (3.11),
pricom wex=0.2.

procedure HCwL (input:timeg.x, Co, b, A;output:0si,) 7
begin for i:=1 to n do w;:=0.5;

time:=0;

while time<time,,, do

begin time:=time+l;

B(w) = aLg ar‘ErliJ(Slv)f (M)

W, :W+)\G;VS[)G UK

O:;,:= najlepSie rieSenie z B(w);

end;
end;

Algoritmus 3.4. Pseudopascalovska procedura realizujica horolezecky algoritmus s uc¢enim (HCwL,
Hill Climbing with Learning). Algoritmus sa inicializuje tak, Ze pravdepodobnosti w; sU rovné 1/2.
VonkajSi cyklus while sa opakuje timemax iteracii. V ramci tohto cyklu sa zostroji mnozina B(w) pre
aktualny pravdepodobnostny vektor w, na zaklade znalosti tejto mnoziny sa adaptuje (ui)
pravdepodobnostny vektor. Ako koneéné (vystupné) rieSenie sa berie najlepsie rieSenie z mnoziny
B(w) po skonceni iteratného procesu.

Na obr. 3.5 su znazornené typické priebehy pravdepodobnosti vzhladom na pocet iteracii.
Vo vSeobecnosti moZno konstatovat, Ze hodnoty kazdej pravdepodobnosti v pociatoénej faze
algoritmu fluktuuju okolo 1/2, potom sa monoténne priblizuju bud k 0 alebo k 1. Po uréitom
pocte iteracii su vsetky pravdepodobnosti rovné bud 0 alebo 1. V tejto etape uz nema zmysel
pokracovat v algoritme a ten mdzZe byt zastaveny. Ako vhodna veli€ina na postihnutie tejto
skuto&nosti sa pouziva parameter usporiadania

4 C 2
x(w)=— Z(W. 0.5) (3.10)

Pre pociatocny vektor pravdepodobnosti W(O)=(1/2,1/2,...,l/2) je parameter usporiadania
nulovy. Pre pravdepodobnostné vektory so zlozkami odliSnymi od 1/2 st hodnoty parametra
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usporiadania kladné a mensie ako 1. Kone&ne, ak je pravdepodobnostny vektor rovny
binarnemu vektoru (t.j. jeho komponenty su bud 0 alebo 1), parameter usporiadania sa rovna
1. MéZeme teda povedat, Z?e ak je v priebehu horolezeckého algoritmu parameter
usporiadania vacsi nez urlitd prahova hodnota 1-¢ (kde € je malé kladné &islo), potom
metdda je ukonéena, pretoZe vysledny binarny vektor uréeny ako najlepsSie rieSenie z
mnoziny B(w) sa uz nemeni (pozri obr. 3.5).

©(W,)=0

dim(S(w,))=2" o(W,)=1

dim(S(w,))=2""
T(Wa)=2

dim(S(w,))=2""

S=S(w,)>S(w,)>...oS(w,)

Obrazok 3.6. Schematické znazornenie trajektérie pravdepodobnostnych vektorov v horolezeckom
algoritme s u¢enim. Body obratu zodpovedaji sekvencii pravdepodobnostnych vektorov wg, wa, ..., Wn,
kde w; je pravdepodobnostny vektor, v ktorom je i zloziek uz fixovanych bud na 0 alebo 1. Na zagiatku
procesu ma vektor wo v8etky zlozky priblizne rovné 1/2. To znamena, Ze odpovedajlci priestor rieSeni
obsahuje vSetkych moznych 2" binarnych vektorov dizky n, tj. S(wo)={0,1}". Pre prechodny
pravdepodobnostny vektor w; (kde 0<i<n), ktory obsahuje i zafixovanych zloziek, dimenzia priestoru
rieSeni je 2", kde exponent n-i je priradeny podtu este stale neuréenych zloZiek
pravdepodobnostného vektora. Symbol S(wi) oznaéuje podpriestor zloZzeny z vektorov s troma
zafixovanymi zlozkami, napr. (##011#HEHHE), kde | symbolov # je zamenenych bud za O alebo za 1,
plati dim(S(wj))=2 "". Koneéne, vektor wn ma vsetky zlozky zafixované, preto dimenzia priestoru
rieSeni je 1 (obsahuje prave jeden binarny vektor).

Priebeh horolezeckého algoritmu s u€enim a jeho interpretaciu podstatne ulah&uje tzv.
parameter nasytenia
T(w)=pocet zloZiek w; pravdepodobnostného vektora w, (3.12)
ktoré s menSie ako we alebo ako (1-weg),

kde wer je malé kladné ¢&islo (napr. wes=0.2). Na zaciatku algoritmu vsetky zloZzky
pravdepodobnostného vektora lezia v blizkosti 1/2, preto hodnota parametru nasytenia je
T(w)=0. V priebehu histérie algoritmu sa tento parameter skokovo zvySuje, na zaver histérie
algoritmu sa parameter nasytenia rovna poctu zloZiek pravdepodobnostného vektora, t(w)=n
(pozri obr. 3.5 a 3.6). Tato podmienka sa tieZ méze uvazovat ako alternativne kritérium pre
ukon&enie horolezeckého algoritmu s u¢enim.

Uloha 3.6. Napiste program pre horolezecky algoritmus s uéenim (pozri algoritmus 3.4) pre
hladanie minima funkcie n premennych, kde vektor premennych je reprezentovany binarnym
vektorom dizky kn. Zoptimalizujte parametre timena, Co, b a A tak, aby pre danu funkciu f(x)
bola 95% pravdepodobnost ziskania globalneho minima. Pomocou programu zreprodukujete
obr. 3.5, kde su vynesené pravdepodobnosti v zavislosti od poctu iteranych krokov.
Experimentuje s funkciami x(w) a ©(w), kforé sa definované vztahmi (3.10) resp. (3.11), pre
uréenie vhodného kritéria na zastavenie metédy. Vykreslite priebehy tychto funkcii v
zavislosti od poctu iteracii.
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3.3 Metéda zakazaného hladania (tabu search)

Metbéda zakazaného hiadania (tabu search) bola navrhnuta koncom 80-tych rokov Gloverom
[8,9] ako urcité zovSeobecnenie horolezeckého algoritmu na rieSenie zloZitych
optimalizaénych uloh predovSetkym z operaéného vyskumu. Zakladna myslienka tohto
pristupu je neobyc€ajne jednoducha. Vychadza z horolezeckého algoritmu, kde sa pre dané
aktualne rie$enie generuje pomocou koneénej mnoziny transformacii urcité okolie a funkcia
sa v tomto okoli minimalizuje. Ziskané lokalne rieSenie sa pouZije ako "stred" nového okolia,
v ktorom sa lokalna optimalizacia opakuje; tento proces sa opakuje predpisany pocetkrat. V
priebehu celej histdrie algoritmu sa zaznamenava najlepsie riedenie, ktoré sluzi ako vysledné
optimalne riedenie. Zakladnou nevyhodou tohto algoritmu je, 2e sa po urcitom pocte
iteracnych krokov vracia k lokalnemu optimalnemu rieseniu, ktoré sa vyskytlo uz v jeho
predchadzajucom priebehu (problém zacyklenia). Glover navrhol jednoduchu heuristiku, ako
tento problem odstranit. Do horolezeckého algoritmu je zavedena tzv. kratkodoba pamét,
ktora si pre urcity kratky interval predchadzajucej histérie algoritmu pamata inverzné
transformacie k tym transformaciam rieSeni, ktoré poskytovali lokalne optimalne rieSenia.
Tieto inverzné transformacie su zakazané (tabu) pri tvorbe nového okolia pre dané aktualne
rieSenie. Tymto jednoduchym spdsobom mozZno podstatne obmedzit' vyskyt zacyklenia.
Takto modifikovany horolezecky algoritmus systematicky prehladava celu oblast rieSeni, v
ktorej hfadame globalne minimum funkcie.

Glover [8,9] navrhol dalSie metddy intenzifikacie a diverzifikadcie metddy zakazaného
hladania, predov3etkym pristup tzv. dlhodobej pamaéti, v ktorom sa "pokutujd” (znevyhodfuja)
tie transformacie, ktoré sice nepatria do kratkodobej pamaéti, ale &asto sa vyskytovali v
predchédzajlcej histérii algoritmu. Glover a Laguna v knihe [10] naznaduju teoretické zaklady
metddy. AvSak ich argumenty sa prezentuju vo velmi vagnej a vSeobecnej rovine. Mozno
konstatovat, Zze tato metdda v suCasnosti eSte nema solidne teoretické zaklady, ktoré by
davali odpoved na déleZitu otazku, za akych podmienok méze poskytovat rieSenie, ktoré je
totoZzné s globalnym alebo mu je velmi blizke. Preto je snad lepSie hovorit' o heuristike
zakdzaného hfadania, a nie o metéde zakazaného hladania. Ide totiz viac o subor
algoritmickych trikov a heuristik nez o metdédu so solidnym teoretickym zakladom. Sucasne
v8ak musime konstatovat, Z2e patri medzi numericky velmi efektivne metody rieSenia
globalnej optimalizacie nad diskrétnymi oblastami [11], vysledky poskytuje za zlomok Casu
potrebného pri pouziti bud presnych metdd (typu napr. spatného prehladavania -
backtracking [12]) alebo stochastickych optimalizagnych metéd. Prave v tomto nesulade
medzi neexistujucim teoretickym zakladom a vysokou numerickou efektivnostou vidime
"krasu" tejto metddy, v jej neoby€ajnej flexibilnosti pri modifikovani pre dany problém.

Definujme si mnozinu pripustnych transformacii

S ={tut,....t,} (3.12)
Transformacia tS zobrazuje binarny vektor orD{O,l}"" na iny binarny vektor or'D{O,l}"n
t:{03" -{op" (3.13a)
pre tOS. Jednoducha realizacia tychto transformacii je
t(.0.)=(.1-a,..) (3.13b)

pre i=1,2,...,p=kn. Operator t; zmeni v i-tej polohe binarnu hodnotu na jej komplement. Vo

vSeobecnosti sl transformacie z S ohrani¢ené nasledujucimi podmienkami:

(1)  Nech t1,t,00S sa dve r6zne transformécie, t; #t, , potom pre a0 {0,1}kn plati t;a#t,0.

(2)  Pre kazdu transforméciu t0S existuje taka transformacia t *0S, ktora je inverzna k t,
tt o=t "ta=q, pre @0 {0,1}*".
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(8) Pre kazdu dvojicu al,GZD{O,l}k” réznych binarnych vektorov, a;za,, existuje taka
postupnost’ transformacii t .t ,....t; S, Ze "vychodiskovy" vektor a; sa postupne
pretransformuje na "koneény" vektor a,

i ti tiy

t
=B -pB; ..o 0, =, (3.14)

Okolie U(a) obsahuje obrazy a vytvorené transformaciami t0JS
U(a)={ta; 00 & (3.15)

Pévodny horolezecky algoritmus sa bude teraz modifikovat tak, Ze namiesto okolia (3.3)
generovaného n&hodne pomocou stochastického operatora mutacie pouZijeme
deterministicky definované okolie (3.15) generované pomocou pripustnych transformécii z
mnoziny S. Hlavné obmedzenie tejto jednoduchej modifikacie horolezeckého algoritmu je, ze
po ur€itom pocte iteratnych krokov sa vysledné rieSenia za¢nu cyklicky opakovat. Po
kone¢nom pocte krokov sa tento algoritmus vrati k rieSeniu, ktoré sa uz vyskytovalo ako
lokalne rieSenie v predchadzajucom iteraénom kroku, pri€om najlepSie zaznamenané
rieSenie je obvykle vzdialené od globalneho rieSenia.

Metdda zakazaného hladania [8,9] vyuziva jednoduchu heuristiku ako pokradovat’ v
hladani globalneho minima bez moZnosti navratu do lokalneho minima, ktoré sa uz
zaznamenalo v predchadzajiacej histérii algoritmu. Hlavna myslienka tejto heuristiky je tzv.
zakédzany zoznam T (tabu list) majuci vlastnost’ kratkodobej pamati, ktory do¢asne obsahuje
inverzné transformacie k pouzitym transformaciam v predchadzajucich iteraciach. Zakazany
zoznam transformécii TOS, maximalnej kardinality s, 0<|T|<s, sa zostrojuje a systematicky
obnovuje v priebehu celého algoritmu. Ak transformacia t patri pre danua iteraciu do
zakazaného zoznamu, tOT, potom sa neméze pouzivat v lokalnej minimalizacii v ramci okolia
aktualneho rieSenia a. Pri inicializacii algoritmu je zakézany zoznam prazdny, po kazdej
iteracii sa do zakazaného zoznamu doda transformacia, ktora poskytla lokalne optimélne
rieSenie zostrojené z rieSenia z predchadzajucej iteracie. Po s iteraciach obsahuje zakazany
zoznam uz s transformacii, zo zakazaného zoznamu sa vyluéi transformécia, ktora sa tam
dodala pred s iteraciami. To znamena, Z2e po naplneni zakazaného zoznamu (t.j. po s
iteraciach) je kazdé dodanie novej transformacie sprevadzané aj vylu¢enim "najstarsej”
transformécie (dodanej prave pred s iteraciami); hovorime, Ze zakazany zoznam sa cyklicky

obnovuje
E TO{t*} (prefTk s)
=0

gT D{tt“})\f (pre TE s)

kde t* je transformacia, ktora vytvara lokalne minimalne rieSenie, a*=t* a, a 1 je "najstarsia"
transformacia zavedena do zakadzaného zoznamu prave pred s iteraciami.

Numerické skusenosti s algoritmom zakazaného hladania ukazuju, Ze veflkost s
zakazaného zoznamu je velmi déleZitym parametrom na prehladavanie oblasti {0,1}kn S
moznostou vymanit' sa z lokalnych minim. Ak je parameter s maly, potom sa mézZe vyskytnut
zacyklenie algoritmu podobne ako pri klasickom horolezeckom algoritme s okolim
zostrojenym podla (3.3). Zacyklenie sa sice neopakuje v susednych dvoch krokoch, no
rieSenie sa mbze opakovat po viacerych krokoch. V pripade, Ze je parameter s velky, potom
pri prehfadavani oblasti {0,1}kn s velkou pravdepodobnostou "presko€ime" hlboké Udolia
minimalizovanej funkcie f(a), tj. vynechame nadejné lokalne minima, ktoré mézu byt
globalnymi minimami.

T (3.16)
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Zakazany zoznam T sa pouziva na konstrukciu modifikovaného okolia Ur(a)
U; (a)={a’;08 S\ Ta = at } (3.17)

ktorého kardinalita p-s<|U+(a)|<p, pricom Ur(a)=U(a) pre T=0. Toto okolie obsahuje vektory
o'{0,1}*" vytvorené pouzitim transformacii z mnoziny S, ktoré nepatria do zakazaného
zoznamu T. Lokalna minimalizacia sa vykonava v modifikovanom okoli Ur(a) s vynimkou tzv.
aspiracného kritéria. Toto kritérium poruSuje obmedzenie zakdzaného zoznamu vtedy, ak
existuje taka transformécia tOS , Ze vektor a'=ta poskytuje nizsiu funkénd hodnotu ako
dodasne najlepsSie riesenie. Pascalovsky pseudokod metddy zakazaného hladania je
uvedeny v algoritme 3.5 a jeho diagramaticka vizualizacia je znazornena na obr. 3.7.

o nahodne generovany binarny vektor

Obrazok 3.7. Diagramaticka vizualizacia metdédy zakazaného hladania pre velkost zakazaného
zoznamu s=2. Metdda sa inicializuje nahodne generovanym vektorom a. Pomocou transformacii t z
mnoziny pripustnych transformacii S sa zostroji prvé okolie U(a). NajlepSie rieSenie z tohto okolia je
oznacené 01, v nasledujucom iteraénom kroku sa toto rieSenie pouzije ako "stred" pre konstrukciu

nového okolia. Inverzna transformacia t{‘ sa zavedie do zakazaného zoznamu T, ktory bol pévodne

prazdny. Mensie bloky v pravom stipci odpovedaju zakazanym zoznamom pre jednotlivé iteraéné
kroky.

Ako uz bolo povedané, algoritmus zakazaného hladania je velmi podobny horolezeckému
algoritmu. Pri zakdzanom hfadani nie je okolie rieSenia zostrojené stochastickym spésobom
ako v horeuvedenej verzii horolezeckého algoritmu pomocou operatora mutacie O, ale
systematickym deterministickym spdésobom pomocou pripustnych transformacii z mnoziny S.
Takto realizovany horolezecky algoritmus ma jedno vazne ohranienie, a to cyklicky vyskyt
rieSeni po ur€itom pocte iteratnych krokov. Zakladna myslienka algoritmu zakazaného
hladania na odstranenie tohto problému zacyklenia spociva v zavedeni tzv. zakazaného
zoznamu, ktory obsahuje urcity pocet inverznych transformacii k tym transformaciam, ktoré
boli pouZité v predchadzajucej kratkej historii algoritmu. Tento zoznam sa cyklicky obnovuje
tak, 2e pri zavedeni inverznej transformacie z aktualneho iteraného kroku sa z neho
odstrani aj "najstarsia" inverzna transformacia. Tento jednoduchy algoritmicky trik odstranuje
spolahlivo problém zacyklenia horolezeckého algoritmu s deterministickym generovanim
okolia pomocou mnoziny pripustnych transformacii.
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procedure Tabu Search (input:timey.,,s ; output: e, Ofin);
begin 0:=ndhodne generovany binarny vektor dizky kn;
feipi=00; time:=0; T:=0;
while t<time,,, do
begin time:=time+1l; frip15c:=%;
for tlS do
begin a':=tq;
if (0T and £(Mr(a'))<fri1o.)or £(F(a'))<fs, then
begin Oa*:=0"';
t*i=t;
Fein1oc:=L( ("))
end;
end;
if ffin—loc<ffin then
begin frin:i=frin-100; Opin:=0* end;
a:=a*;
if |T|<s then T:=TO{t*'} else T:=(TO{t*'})\{f };
end;
end;

Algoritmus 3.5. Pseudopascalovska procedura pre metédu zakazaného hladania. Vstupnymi
parametrami sU timemax a S, ktoré uréuji maximalny pocet iteraénych krokov resp. velkost zakazaného
zoznamu T. Procedlra obsahuje dva cykly: vonkajSi cyklus while realizuje iteraéné kroky
zakazaného hladania, zatial o vnutorny for-cyklus slizi na konstrukciu okolia U(a). Poznamenajme,
ze toto okolie nie je explicitne zostrojené, generuju sa len jeho elementy a tie sa hned testuju, &i ich
funkéna hodnota nie je mensia ako lokalne najlepsia funkéna hodnota frin.oc. Vonkajsi cyklus sa ukongéi
operaciou obnovy zakdzaného zoznamu.

Moznosti daldej sofistikacie metddy zakazaného hladania sa obsirne diskutuju v literatare
[8-11]. Pristup zaloZzeny na koncepcii dlhodobej paméati patri medzi zakladné prostriedky
intenzifikacie a diverzifikacie metédy zakazaného hladania. Vyuziva moznost odmietnutia
(pomocou penalizacie) transformacii, ktoré sa v predchadzajdcej histérii algoritmu vyskytuju
naj¢astejsie (tzv. dlhodoba pamat). Hradanie lokalneho minima v modifikovanom okoli Ut (o)
je v tomto pristupe zalozené nielen na zmenach funkcie f(a), ale aj na predchadzajicej
histérii algoritmu. Jednoducha realizacia tejto vSeobecnej idey spo€iva v pouziti frekvencii
transform@cii w(t). Pri inicializacii algoritmu su tieto frekvencie nulové, v kazdom itera¢nom
kroku s vyslednou transforméciou t* sa potom odpovedajica frekvencia zvysi o jednotku,

w(#) « W(F')+1. Po predpisanom potte krokov (obvykle radovo vagsom ako velkost

zakazaného zoznamu T) tieto frekvencie uréuju, ako €asto boli jednotlivé transformacie z S
pouzité v lokalnej minimalizacii. Frekvencie sa pouzivaju ako penalizaéné funkcie pri hladani
minima v okoli Ut (a) . Vektor a'=talU+ (a) , kde t[JS\T, sa akceptuje ako docasne najlepsie
rieSenie, ak je splnena nasledujdca podmienka

f (o) + xoo(t) <f(orE) (3.18)

kde x je empiricky uréena mala kladna penalizagna konstanta. NajcastejSie pouZivané
transformécie su penalizované v désledku vysokych hodnét frekvencii. Pristup dlhodobej
pamati dava prilezitost aj inym transformaciam nez tym, ktoré aj ked poskytuju lokalne niz3iu
funk&nu hodnotu f(a'), su v dbésledku ich frekventovaného vyskytu v predchadzajlcej
dihodobej historii algoritmu znevyhodnené - penalizované.
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Uloha 3.7. Napiste program pre metédu zakazaného hladania. Program hlfadé minima
n-rozmernej funkcie (napr. Specifikovanej v udlohe 3.2), pricom koédovanie binarnej
reprezentacie je Standardné a tieZ aj podfa Graya. Transformacné operatory t z mnoZiny S st
uréené vztahmi (3.13a-b).

3.4 Evoluéné programovanie

Evoluéné programovanie [13-15] patri medzi tie stochastické optimalizacné algoritmy, ktoré
mozno chapat ako jednoduché zov3eobecnenie horolezeckého algoritmu. V tejto kapitole
uvedieme zjednodusenu verziu evolu¢ného programovania, ktora vsSak pokryva vlastnosti
tejto metédy dostatoéne véeobecne.

Zakladna uloha spociva v rieseni nasledujuceho optimalizaéného problému

O, =arg min f(a (3.19)
min (a)

kde f:{O,]} “_R je funkcia, ktora zobrazuje binarne vektory dizky k na realne &isla. Nech P
je mnozina - populacia rieSeni tvaru

P ={a,a,,...a} 0{0.}" (3.20)

Kazdy prvok a z populacie P je ohodnoteny funkénou hodnotou f(a). Z populécie P vyberieme
podmnozninu - podpopulaciu rodi¢ov QOP, ktorej kardinalita je menSia alebo nanajvys rovna
kardinalite pdvodnej populacie P, |Q|<|P|. RieSenia z podpopulacie Q sa transformuju
muta&nym operatorom Oy, (pozri (3.2a-c)) na podpopulaciu potomkov

Q' ={a' =0,,(a);a 0Q (3.21)

pricom kardinality Q a Q' su rovnaké, |Q|=|Q'|. Potomkovia z podpopulédcie Q' sa ohodnotia
funk&nymi hodnotami f(a). Podpopuldcie Q a Q' su zjednotené do spoloénej mnozZiny
obsahujucej véetkych rodi¢ov a ich potomkov

R=QOQ' (3.22)

Z tejto zjednotenej podpopulacie vytvorime novu podpopulaciu nasledovnikov S, priéom
[S|=IQ|=|Q’|. Tento vyber sa realizuje pomocou operéatora "turnaja" Oumament -

Uvedieme niekolko poznamok k realizacii tohto operatora. Najjednoduchsi pristup
spociva v usporiadani prvkov R podla rasticich funk&nych hodnét f(a), potom S je tvorend
prvymi |Q| elementmi takto usporiadanej mnoziny R. Iny pristup je ten, Zze pre |Q| ndhodne

vybranych dvojic a;,a,00R sa realizuje maly "turnaj"; ak plati f(a;)< f(ay) , potom sa rieSenie
a; presunie do mnoZiny S (pozri algoritmus 3.6).

S = Oygymament (R) (3.23)
Pre znamu mnozinu S nasledovnikov obnovime populaciu P takto
P~ (P\Q)OS (3.24)

to znamena, Ze v populacii P je mnozina rodi¢ov Q nahradena mnozinou nasledovnikov S.
Tymto je metdda evoluéného programovania plne uréena (pozri algoritmus 3.7 a obr. 3.8).

Uloha 3.8. Napiste program na evolucéné programovanie (pozri algoritmy 3.6 a 3.7). Program
je uréeny na optimalizéciu reélnej funkcie n premennych, pricom premenné Ssu
reprezentované binarnym retazcom dizky k. Porovnajte efektivnost programu s podobnymi
programami pre horolezecky algoritmus a metédu zakazaného hladania.
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Otournament

Obrazok 3.8. Schematické znazornenie evoluéného programovania. Z populacie P sa nahodne
vyberie podpopulacia rodi¢ov Q, ktord je upravena pomocou operatora mutacie na podpopulaciu
potomkov Q'. Z tychto dvoch podpopulacii sa vytvori zjednotena podpopulacia R. Aplikovanim turnaja
na tuto podpopulaciu R dostaneme podpopulaciu nasledovnikov S. Podpopulacia nasledovnikov sa
vracia do pévodnej populécie P tak, Ze sa pévodna rodi¢ovska podpopulacia Q odstrani.

procedure Tournament (input R; output S);
begin S:=[;
while |R|>0 do
begin ndhodne vyber z R dve riesenia d; a 0,;
R:=R\{d; , O3};
if f(a)<f(d,)then S:=s0{aA;} else

S::SD{G2};
end;
end;

Algoritmus 3.6. Implementécia turnaja pre vyber nasledovnikov zo zjednotenej podpopulacie rodicov
a potomkov. Tento jednoduchy "parovy turnaj" sa méze lahko zovSeobecnit tak, Ze predpisany
poletkrat nahodne vyberame dvojice rieSeni a usporiadame medzi nimi "parovy" turnaj, vitazovi
zvySime skore vitazstva o jednotku. Potom sa mnozina nasledovnikov S vytvori z prvych |Q] rieSeni,
ktoré maju najvysSie skore.
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procedure Evolutionary Programmning (output: Og.);
begin P:= ndhodne generovana populéacia chromozdmov;

stop_criterion:=false;

while not stop criterion do

begin Q:= ndhodne vybrana podpopuléacia z P;
Q'::Omut(Q); R::QDQ'; S::Otournament(R); P::(P\Q)DS;
if konvergenc¢né kritéria su splnené then
stop_criterion:=true;

end;

Uope =argmin £(@);

end;

Algoritmus 3.7. Implementacia evoluéného programovania. Metéda sa inicializuje nahodnym
generovanim populéacie P. Cyklus while sa opakuje tak dlho, pokial neplatia podmienky
konvergencie (napr. populacia je dostatoéne homogénna). Vysledné rieSenie aqp: sa urci ako najlepsie
rieSenie z vyslednej populacie P.
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4. Geneticky algoritmus (GA)

4.1 Evolucia v zivej prirode

Geneticky algoritmus patri medzi zakladné stochastické optimaliza¢né algoritmy s vyraznymi
evolucnymi &rtami. V sucasnosti je najcastejSie pouzivanym evoluénym optimalizanym
algoritmom, so Sirokou paletou aplikacii od optimalizacie vysoko multimodalnych funkcii cez
kombinatorické a grafovo-teoretické problémy az po aplikacie nazyvané "umely Zivot".

V predchadzajucej kapitole bol opisany tzv. slepy algoritmus stochastickej optimalizacie
funkcii. Aj ked je tento algoritmus extrémne jednoduchy, jeho hlavné ohrani¢enie spocgiva v
"slepom" nahodnom generovani nového rieSenia bez vztahu k optimalizovanej funkcii. Je
prakticky nepouZitelny, ¢as potrebny pre najdenie minima bude obrovsky uz pre jednoduché
optimalizacné problemy. Metédy numerickej matematiky obchadzaju tento probléem tak, Ze
bud vyuzivaju poznatky o tvare funkcie v danom bode (napr. gradientové metddy), alebo su
schopné pomocou predchadzajucich riedeni indikovat s velkou efektivnostou nadejny smer
minimalizacie funkcie (napr. simplexova metoda). Ukazuje sa, ze na zaklade analdgie s
evoluénymi procesmi prebiehajucimi v biologickych systémoch existuje alternativna
moznost, ako usmernit nahodné generovanie bodov k hodnotam blizkym optimalnym. Prave
tato analogia sa stala zakladom genetického algoritmu, ktory vylepsuje Cisto stochasticky
slepy algoritmus tak, Ze poskytuje v realnom ¢ase optimalne rieSenie.

Darwinova tedria evolucie [1] sa zaklada na téze prirodzeného vyberu, podla ktore
prezivaju len najlepsie prispésobeni jedinci populacie. Reprodukciou dvoch jedincov s
vysokym fitness dostavame potomkov, ktori budu s vysokou pravdepodobnostou dobre
prispbsobeni na uspesné preZitie. Pri podrobnej analyze (hlavne matematickej) sa ukazuje,
Zze samotné pbsobenie reprodukcie nie je dostatoéne efektivne na vznik dobre
prispdsobenych jedincov s novymi vlastnostami, ktoré vyznamne ulah&uju preZitie. Do
evollcie Zivej hmoty je nutné zapojit' aj tzv. mutacie. Tieto nahodnym spésobom ovplyviuju
(kladne alebo zaporne) geneticky material populéacie jedincov.

Biologicka evollcia je progresivhna zmena obsahu genetickej informacie (genotypu)
populacie v priebehu mnohych generacii. Prv ako pristipime k jej Specifikéacii, zavedieme
pojem fitness, ktory hra kfu€ovu ulohu v nasich uvahach o genetickom algoritme. V bioldgii je
fitness definovana ako relativna schopnost prezitia a reprodukcie genotypu v danom
prostredi. Podobne sa chape aj v umelom Zivote, je to kladné &islo priradené genetickej
informacii reprezentujucej organizmus (obvykle vyjadrenej pomocou bitového retazca), ktoré
reprezentuje jeho relativnu aspesnost plnit si v danom prostredi svoje ulohy (napr. zber
potravy) a vstupovat do reprodukcie, tj. tvorit nove organizmy.

Pojem "povrch fithess" (fithess' surface/landscape) [2] podstatne ulfah¢uje heuristickd
interpretaciu selekcie v populacii po€as priebehu evollcie. Zakladna idea povrchu fitness
spoCiva v grafickej reprezentacii fitness vzhladom na zlozenie genotypu organizmov v
danom prostredi (pozri obr. 4.1A). Populaciu potom méZeme znazornit ako "oblak" bodov na
povrchu (pozri obr. 4.1B), kazdy bod je priradeny organizmu z populacie. V priebehu
mnohych generacii prirodzeny vyber spdsobuje pohyb populacie na povrchu do oblasti s
vacsou hodnotou fitness. Ak je dominantna selekcia, potom sa tento pohyb uskutoCnuje v
smere gradientu, v ktorom fitness najrychlejsie rastie. V opacnom pripade, ak je v evolucii
dominantna nahodnost (napr. mutacie), pohyb bodov na povrchu fithess mé stochasticky
charakter.
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Obrazok 4.1. Znéazornenie 3-rozmerného povrchu fithess (A). VySka jeho jednotlivych vrcholov
odpoveda hodnote fitness genetickej informacie (genotypu) organizmu z danej populacie. Vrstevnicovy
diagram (B) je priradeny povrchu fitness, body reprezentuju organizmy v populacii.

Vo vy88om stupni abstrakcie [3] sa mbZe pojem biologicky jedinec nahradit pojmom
chromozom, ktory reprezentuje linearne usporiadanym spésobom informaény obsah jedinca
(genotyp). Potom hovorime o populacii chromozémov, ktoré sa reprodukuju s
pravdepodobnostou umernou ich fitness, pri€om integralnou sucastou tejto reprodukcie su
mutacie. Mutacie zanadaju do chromozémov novu informaciu, ktora méze zvysit fitness
chromozémov vznikajucich reprodukciou pdvodnych chromozémov. Nové chromozémy
vytesfuju z populacie chromozémy s malou fithess. Tento zakladny reprodukény cyklus sa v
danej populacii chromozémov neustale opakuje. Po ur€itom ¢ase sa teda v populacii s
vysokou pravdepodobnostou objavia chromozémy s novymi viastnostami, ktoré podstatne
zvy8uju ich fitness a vyteshuju pévodné chromozémy bez tychto viastnosti.

Pristipme k formalizacii zakladnych pojmov evollicie tak, ako boli formulované v
predchadzajucej Casti tejto kapitoly. Jedincov populacie reprezentuju chromozémy, €o su
linearne retazce symbolov. Potom populacia P je mnoZina tychto chromozomov

P={a,a,,..a} Ofab,.}" (4.1)
Populacia P obsahuje p chromozémov, ktoré su realizované ako retazce dizky k zloZzené zo
znakov a, b, ... . Obvykle sa tieto znaky rovnaju 0 a 1, chromozémy si potom binarne

retazce, PO {0,1}" (tdto binarna konvencia sa bude pouZivat v celej praci). Kazdy

chromozom alJP je ohodnoteny fitness, ktor4 sa interpretuje ako zobrazenie chromozémov
na kladné realne ¢isla
FiP - R, (4.2)

Proces reprodukcie chromozémov zacina tym, ze z populacie sa kvazindhodne vyberd dva
chromozomy v zavislosti od ich fitness (chromozédmy s vacsim fitness maju vacsiu
pravdepodobnost byt vybrané). Pod reprodukciou budeme rozumiet' taky proces, v ktorom
sa dva pbévodné chromozémy a; a a, reprodukuju (tvoria potomkov) na dva nové
chromozémy aj aaj

(aiva'Z) :Orepro (a11a2) (43)

Konkrétny tvar tohto operatora reprodukcie nebudeme =zatial blizSie diskutovat. Ako
ukaZeme neskorsie, obsahuje dve Casti, a to kriZenie a mutéciu. Tento operator ma
stochasticky charakter, operacie krizenia a mutacie sa vykonavaju len s urcitou
pravdepodobnostou. Mutacia uz bola Specifikovana v kapitole 3.1, operaciu krizenia, ktora
zhamena vymenu ¢asti medzi dvoma chromozémami, budeme Specifikovat podrobnejsie
neskorsie.

32



Vo vdeobecnej rovine sa mdzZe evolucia populacie chapat ako zmena populacie
realizujica sa v Case po jednotlivych krokoch (generaciach). Nech P, je populacia
chromozémov v ¢ase t, potom v nasledujucom ¢ase t+1 je populécia Py, uréena rekurentne
pomocou "reprodukéného” R-operéatora (pozri obr. 4.2)

P.=R(R) (4.4)
R R

P

P P

t-1 t t+1

Obrazok 4.2. Evolucia sa mdze charakterizovat ako postupna rekurentna zmena populacie, formalne
Pw1=R(P:). R-operator popisuje rekurentn zmenu populacie z jednej generacie na druhd. Obsahuje
niekolko zloZiek, akymi su vyber chromozbémov - rodi€ov, krizenie, mutaciu a navrat chromozémov -
potomkov do populécie.

Pristup zaloZeny na v$eobecnej rovnici (4.4) poskytuje velmi vSeobecny pohlad na
evoluciu, av8ak za cenu toho, Ze R-operator nie je blizSie Specifikovany. Nadu pozornost
upriamime na jednoduchl realizaciu R-operatora tak, Ze obsahuje problém vyberu
chromozémov z populacie, reprodukciu (4.3) a navrat novych chromozémov do populacie.
Dostaneme jednoduchy evoluény algoritmus, ktory simuluje evoluciu chromozémov v
populacii, pri€om hnacou fithess tejto evollcie je darwinovsky prirodzeny vyber (pozri
algoritmus 4.1 a obrazok 4.3 ). Diskutuime vztah medzi horolezeckym algoritmom
(algoritmus 3.3) a evoluénym algoritmom (algoritmus 4.1). V ¢om sa tieto algoritmy odliSuju?
Evoluény algoritmus sa zaklada na simultannej optimalizacii celej populacie chromozémov,
zatial ¢o horolezecky algoritmus 3.3 optimalizuje nahodne len jeden objekt - chromozém. Ak
v procese reprodukcie chromozémov uvazujeme len mutacie, tak evoluény algoritmus je
velfmi podobny horolezeckému algoritmu 3.3. MoZnost' uniku z lokalneho minima pomocou
(spociatku malo vyhodnej) mutacie v evolu¢nom algoritme je spojena s potencialnou
nevyhodou, vygenerovany chromozém moze mat mensiu fitness ako pévodny chromozém.
Pri va¢som mnozstve chromozdmov v populacii sa najskéor takyto chromozém nezuastnuje
na reprodukénom procese, no neskorSie mézZe nastat situacia, Ze tieto chromozomy sa
ukazu vhodnymi pre dalSiu evoluciu (optimalizaciu) systému. V evolu€nom algoritme je
lokalne hladanie optimalneho rieSenia horolezeckého algoritmu nahradené efektivnejSim
spésobom simultannej optimalizacie celej populacie chromozémov, pricom jednotlivé
chromozomy si v ramci reprodukcie vymienaju informaciu pomocou krizenia.

Pre€o pri prezentacii evolu¢nych algoritmov neustale zddraznujeme, 2e do
reprodukéného procesu vyberame chromozémy nahodne? Ak by sme do reprodukéného
procesu vyberali len tie chromozomy, ktoré maju najvacsiu fithess, potom by sme s urcitou
pravdepodobnostou podstatne ohranidili oblast D, v ktorej hfadame optimalne riesenie.
Evolu¢ny algoritmus by bol velmi "oportunisticky", za do¢asne lepsi vysledok by sme asi
podstatne ohranicili cely proces evolucie populacie chromozémov smerom k optimalnemu
rieSeniu, a tym sa dostali k hor§iemu kone€nému rieSeniu. Preto evolu€ny algoritmus vybera
chromozomy do procesu reprodukcie kvazindhodne. Obrazne, s "basnickou licenciou"
méZeme povedat, Ze v ramci evoluéného algoritmu nevystupuje deux ex machina, ktory
vopred pozna vysledok evollucie populacie chromozomov a mézZe zasahovat vyberom
chromoz6émov do procesu reprodukcie. Keby sme toto boli schopni realizovat, potom by sme

33



nepotrebovali evoluéné algoritmy, pretoZe optimalne rieSenie uz pozname. Vsetky "Ciasto¢ne
urychlujuce" heuristiky su nielen nedostatocné, no v kone¢nom désledku aj zavadzajuce,
preto ich zabudovanie do evoluéného algoritmu je vo vaésine pripadov velmi problematicke.

procedure Evolution(input tpy output Psin);
begin t: =0;
P: ={ ndhodne generovana popul aci a chronozénov};
while t<t do
begin t:=t+1;, Q =0;
while |Q <| Pl do
begi n kvéazindhodne vyber dva rodicovské
chronozény ag, a,00P s vysokym fitness;

if randomkPiepo then (af,ah)=Qgpo(04,05)
el se (ap,a5)=(@,0,);

Q=Q0f 1o 3} ;
end; P:=Q
end; Psin =P;
end;

Algoritmus 4.1. Pseudopascalovska verzia algoritmu evolucie v zivej prirode zalozenej na
Darwinovskom prirodzenom vybere. Algoritmus sa inicializuje ndhodnym generovanim populacie P.
Vonkajsi cyklus whi | e sa opakuje tmax generécii (iteracii). Vo vnitornom cykle whi | e sa zostrojuje
nova populécia tak, Ze sa kvazinahodne vyber( dva chromozémy z populacie P (pravdepodobnost ich
vyberu je tmerna ich fitness) a aplikuje sa na ne reprodukény operator (4.3). Tento proces reprodukcie
sa realizuje s pravdepodobnostou Prepro, v Opaénom pripade sa vybrané rodi€ovské chromozémy
jednoducho okopiruji do novych chromozémov - potomkov. Takto vzniknuté dva nové chromozémy sa
ulozia do novej populacie Q. Vnutorny cyklus whi | e sa opakuje tak dlho, az je kardinalita novej
populacie Q rovna kardinalite starej populacie P. Populacia P sa potom nahradi novou populaciou Q.

0. generacia

1. generacia

2. generacia

Obrazok 4.3. Diagramaticka vizualizacia evoluéného algoritmu 4.1. Z pociato€nej populacie Py sa
aplikovanim reproduk&ného procesu generuje nova populécia potomkov Qo , ktora do dalSej generacie
vstupuje ako obnovena populécia P1. Tento proces sa iteracne opakuje tmax-krat.
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4.2 Zakladné pojmy genetického algoritmu - populéacia a
fitness chromozémov

Geneticky algoritmus (GA) vynaSiel v polovici 70-tych rokov Holland [3], ale podobne
rozmyslali aj ini [4]. V suCasnosti patri geneticky algoritmus medzi najpopularnejsie evoluéné
optimalizacné algoritmy [5,6]. Zakladné principy genetického algoritmu su urcitou
Specifikdciou vSeobecnych principov evollcie a jej algoritmizacie, ktoré boli uvedené v
kapitole 4.1. Pod chromozémom o budeme rozumiet binarny vektor fixnej dizky k

k
o =(a,a,,....0,)0{0.3 (4.5)

Populécia P obsahuje chromozémy - binarne vektory O
P={a,.a,...a,} (4.6)

kde p je kardinalita populacie P, vyjadruje poc¢et chromozémov v P, p=|P|. Nech f je U¢elova
funkcia definovana nad mnoZinou binarnych vektorov dizky k

f:{0}" - R (4.7)
ktora ohodnoti kazdy binarny vektor O(D{O,l}k realnym cCislom. NaSou ulohou bude hladat
globalne minimum tejto funkcie nad mnozZinou {0,1}k (pozri (2.5))
=arg min f(a) (4.8)

a0 3"

aopt
Funkcia f "reprezentuje prostredie", v ktorom existuju chromozémy populacie. Povedané
pomocou biologickej terminolégie, chromozdm a reprezentuje genotyp organizmu, zatial ¢o
funkéna hodnota f(a) reprezentuje jeho fenotyp. Mierou UspeSnosti chromozdému je jeho
funkéna hodnota. Pretoze hladame minimum ucelove] funkcie, chromozdm je tym
zaviest’ ohodnotenie fithess chromozomov ako zobrazenie (4.2), ktoré vyhovuje nasledujlcej
podmienke (pozri obr. 4.4)

Oa,,a P:f(ag f(af F(m,) F(e,) O (4.9)

Z praktickych dévodov je vhodné, aby numerické hodnoty fithess boli z otvoreného intervalu
(0,1), preto sa zavadza tzv. renormalizovana fitness

) (4.10a)

() = F(a
L)
gp F'(a)=1 (4.10b)

kde 0 <F'(a)<1 pre kazdé aCP.

Akym konkrétnym spdésobom mozZno realizovat zobrazenie hodndt Uéelovej funkcie na
fithess tak, aby bola splnena podmienka (4.9)? Toto zobrazenie sa da uskutoénit mnohymi
spdsobmi, v tejto kapitole ukdZeme dva pristupy zostrojenia sil pomocou hodnét ucelovej
funkcie. Prvy postup sa zaklada na jednoduchom linedarnom zobrazeni funkénych hodnét na
fitness tak, Zze maximalne] (minimalnej) funkénej hodnote je priradena minimalna
(maximalna) fitness, ostatné funkéné hodnoty su linearne interpolované medzi tymito dvoma
limitnymi hodnotami

Fmax
Fa)="

min

~eef(a)+

max min

fin

min Fmax (4113)

B fmax

-f

min

max
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kde fnax (fmin) j&@ maximalna (minimalna) hodnota Gc&elovej funkcie pre chromozdmy
populacie P
foax =max f(a),f,, =minf(a) (4.11b)

abP a P

max

a Frnax (Fmin) je maximéalna (minimélna) hodnota fithess, obvykle sa poloZi F.x=1 a Fnin=¢,
kde € je malé kladné &islo (napr. €=0.01). Dosadenim tychto hrani€nych hodnét fitness do
(4.11a) dostaneme konecny vyraz pre vypocet fithess chromozomov na zaklade ich hodnét
ucelovej funkcie

F(a) :%ﬂl—s)f (a) +fin € ~Fra B (4.11c)
Tento vzorec sa €asto pouziva v réznych implementaciach genetického algoritmu v pripade,
Ze hodnoty Ucelovej funkcie sa velfmi nemenia (napr. su rovnakého radu). V opacnom
pripade, ak sa tieto funkcie menia vo velkom intervale idicom cez mnoho radov funkénych
hodnét, vzorec (4.11¢) priraduje skoro nulovu fitness tym chromozémom, ktoré odpovedaju
funkénym hodnotam blizkym maximalnej hodnote, a tymto sa neopodstatnene zosilhuje
preferencia chromozémov s malou funk&énou hodnotou. Tento nedostatok sa odstrani
nasledujucim alternativnym pristupom k uréeniu sil chromozémov.

Ucelova funkcia f Fitness F

zox‘\‘

Obrazok 4.4. Diagram A znazornuje Ucelovu funkciu v priestore vSetkych moznych binarnych vektorov,
kde binarny vektor je formélne pretransformovany na bod v dvojrozmernom priestore a treti rozmer
(vySka) je dany hodnotou ucelovej funkcie. Kazdému chromozému z populacie P mdézeme priradit
funkéni hodnotu leziacu na povrchu ucelovej funkcie. Diagram B znazorfiuje fitness binarnych
vektorov - chromozémov. V dosledku podmienky (4.9), tam kde mame na povrchu A minimum, musi
byt na povrchu B maximum (pozri Sipku).

Obrazok 4.5. Schematické vyjadrenie rulety pomocou jednotkovej kruznice, na ktorej st vynesené
renormalizované fithess. Obrazne povedané, ¢im vacsia je renormalizovana fitness, tym vaési je obluk
priradeny na kruznici. Rucicka (Sipka) sa timene toci okolo svojej osi (bodu) a chape sa ako generator
nahodnej polohy na kruznici. Po jej zastaveni ukazuje kvazindhodne vybrany chromozém.
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Nech Q=(01,92,....0p) je takd permutéacia |P| chromozémov z populacie P, ktora
usporiada hodnoty uéelovej funkcie do neklesajucej postupnosti

fag)=f(ay )< .. <f(ag,) (4.12a)

Potom chromozému ag (qulp/) priradime maximalnu (minimalnu) fithess Fnax=1 (Fmnin=€)
1 . .
F(aqi):l_—“:"ﬂl—s) +e-|PH (pre i :J,Z,...,|P|) (4.12b)

V tomto pripade je fitness chromozémov z populacie P rovnomerne rozlozena v celom
intervale [g,1], kde € je malé kladné ¢cislo. UrCitym nedostatkom tohto vzorca je, Ze
ohodnocuje chromozémy s rovnakou funkénou hodnotou réznymi fithess, ¢o mdze byt
nevyhodné hlavne pre zaver behu genetického algoritmu, ked je populacia pomerne
homogénna. Z tychto dévodov sa ohodnotenie vzorcom (4.12b) upravuje takto

fag ,)=f(aq )0 R ¢ R o,) (pre+ 23..[P) (4.12c)

Potom su chromozémy s rovnakou hodnotou ucelovej funkcie ohodnotené rovnakou fitness.

Uloha 4.1. V kapitole 4.2 st opisané dve rézne metédy transformécie hodnét ucelovej
funkcie na fitness tak, aby bola splnena podmienka (4.9). Navrhnite iné alternativne spbésoby
tejto transformacie a vykonajte ich interpretaciu v tom zmysle, ako sa liSia od obidvoch
pdvodnych pristupov.

Pomocou renormalizovanych fitness mézeme jednoducho realizovat kvazinahodnost
vyberu chromozémov (€o patri medzi zakladné imperativy evoluénych algoritmov) pomocou
pojmu ruleta [5] (pozri obr. 4.5). Chromozdm s indexom i sa vyberie (kvdzinahodne), ak pre
nahodne generované ¢islo random =z intervalu [0,1) s rovnomernou distriblciou

pravdepodobnosti plati
i-1 i

Zle, <random < ZIFK' (4.13)

Tento vzorec ma jednoduchd graficku interpretaciu znazornenu na obr. 4.6 (pozri tiez
algoritmus 4.2).

function Roul ette_Weel :integer;
begi n aux: =random bound_| ower: =0; bound_upper:=F;
i:=0; criterion:=false;
while (i<|P]) and (not criterion) do
begin i: =i +1;
criterion: =(bound_| ower<aux) and (aux<bound_upper);
bound_I ower : =bound_upper;
bound_upper: =bound_upper +F',;;
end;
Roul ett e_wheel : =i ;
end;

Algoritmus 4.2. Jednoducha implementacia rulety pre nahodny vyber chromozémov podra ich fitness.
V cykle whi | e sa postupne (rekurentne) realizuju suéty renormalizovanych fitness (pozri rov. (4.11) a
obr. 4.5). Sofistikovanejsi pristup k implementécii rulety je zaloZzeny na tom, Ze pred aktivaciami rulety
sa spocitaju dolné a horné hranice podintervalov, na ktoré je rozdeleny interval [0,1]. Potom hfadame,
napr. metédou binarneho vyhladavania [7], do ktorého intervalu premenna aux patri.
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Obrazok 4.6. Jednotkova uUsecka je rozdelena na useky podla velkosti renormalizovanych fithess
chromozémov z populacie P. Nahodne generované ¢&islo z intervalu [0,1) predstavuje polohu na
usecke (reprezentované hrubou vertikalnou &iarou) a podla danej polohy uréuje odpovedajuci
chromozédm. Z konstrukcie tejto realizacie "rulety" vyplyva, Ze &im véacsia je fitness chromozému, tym
vacsia je pravdepodobnost jeho vyberu.

Uloha 4.2. Algoritmus 4.2 implementuje ruletu podla vztahu (4.13) tak, Ze sa postupne hlada
interval [bound_lower,bound_upper], ktory obsahuje nahodne vygenerované &islo 0<aux<l.
Podstatne efektivnejsia je metdéda implementéacie rulety pomocou binarneho vyhlfadavania
[7,14] (porovnaj s detskou hrou urCenia prirodzeného Cisla menSieho alebo rovného ako
100, dobry hra¢ sa pyta oponenta Ci je dané Cislo vacsie (menSie) tak, Ze neustéale deli
nadejné intervaly na polovice). Navrhnite algoritmus rulety pomocou binarneho
vyhladavania, vykonajte jeho implementaciu.

4.3 Krizenie chromozémov

Pre chromozémy z populacie P sa definuja dve zakladné operacie: operacia mutacie a
operacia krizenia. Prva operacia (mutacia) uz bola podrobne diskutovana v ramci
horolezeckého algoritmu (pozri kapitolu 3.1), preto sa teraz budeme podrobne venovat' len
operacii krizenia. Majme dva chromozémy a,BD{O,l}k, operéacia krizenia sa bude formalne
interpretovat’ ako operator - zobrazenie, ktory tejto dvojici chromozdébmov priradi dva nove
chromozémy s rovnakou dizkou ako povodné

(a'B')= Ooss(@.B) (4.14)

kde su r6zne spdsoby realizacie operatora Og,ss Zndzornené na obr. 4.7 (pozri algoritmus
4.3). Tento operator ma tieZ stochasticky charakter podobne ako operator mutacie. Tato
stochasti¢nost’ je zaloZena na tom, 2e pri aplikovani operatora krizenia na dvojicu
chromozémov z populacie sa generuje nahodne tzv. bod (alebo body) krizenia a potom je uz
aplikacia krizenia uplne deterministicka.

procedure Crossover(input: a,f; output: o ,pB');
begi n cross_poi nt: =1+random k-1);

for i:=1 to cross_point do
begin af:=a;; B : =pi end;
for i:=cross_point+l to k do

begin af :=Bi; B/ : =a; end,;
end,

Algoritmus 4.3. Jednoducha pseudopascalovska implementacia krizenia. Premenna cross-point je
nahodne generovany bod krizenia. Po tento bod sa chromozémy a a B jednoducho okopiruji do
novych chromozomov a' resp. B'. Za tymto bodom az do konca chromozému sa do a' kopiruje zvySok
B a do chromozému B' sa kopiruje zvySok a. Funkcia r andom( k- 1) generuje nahodné celé Cisla z
intervalu [0,k-2].
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1-bodové krizenie
lo,...ol o0, lo,...00 B......B, ]

BB P Bl BB o, oct,
2-bodové krizenie

[o.af a0 ]a,..a| [on..o BBy 0, |

_’
|Bl"'Bi Bi—ﬁ“ﬁ/ B/‘H"’Bnl |B|Bz Ol QG ﬁ/‘ﬂ”'Bnl

Obréazok 4.7. Diagramatické vyjadrenie operacie krizenia nad dvoma chromozémami. Vertikalna iara
znazorfiuje tzv. bod krizenia. llustruju sa dve verzie krizenia, v 1-bodovom krizeni sa nahodne
vygeneruje bod krizenia a chromozdmy si vymenia svoje €asti za tymto bodom. V 2-bodovom krizeni
sa nahodne vygeneruju dva rézne body krizenia, chromozémy si vymenia ¢asti medzi nimi.

~V pripade, Ze chromozoém koéduje n realnych premennych pomocou binarnych retazcov
dizky k (celkova dlzka chromozému je kn), operacia krizenia sa méze aplikovat’ zvlast pre
kazdy binarny podretazec reprezentujlici jednotlivd premennu Gc&elove] funkcie (pozri obr.
4.8).

Uloha 4.3. Rozsirte algoritmus 4.3 (realizujici 1-bodové krizenie binarneho retazca dizky k)
tak, aby sa realizovalo Ilm’z'enie znazornené na obr. 4.8, kde sa chromozém sklada z n
binarnych podretazcov diZky k.

Obrazok 4.8. Schematické znazornenie krizenia dvoch chromozémov dizky kn, kde k je dizka binamej
reprezentacie realnej premennej a n je pocet premennych ucelovej funkcie. Operacia krizenia prebieha
v kazdom podretazci zvlast pre nahodne generované body krizenia (vertikalne &iary v hornej Casti
diagramu).

Pomocou operatorov mutacie a krizenia méZzeme pristupit ku konstrukcii operatora
reprodukcie (4.3). Nech o,0P su dva chromozémy z populacie P, pomocou operatora
reprodukcie zostrojime z tychto dvoch "rodi¢ovskych " chromozémov dva nové chromozémy

"potomkov”, formalne (pozri (4.3)) (a',B')= O,p(@,B). V prvom kroku zostrojime pomocou
krizenia dva nové chromozémy

(6.8) = Ourossl(@ B) (4.15)
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V nasledujucom kroku sa tieto dva nové chromozomy modifikuji mutaciou na vysledné
chromozomy - potomkov

0= Opyl(@) @ B'= OpylB) (4.16)

Implementacia reproduk&ného operatora sa vyjadri pomocou algoritmu 4.4.

procedure Reproduction(input:a, ; output:a',p');
begi n Crossover (q, B, d,[g);
Mut ation _Bin( a,a');

Mut at i on_Bi n( fi,B' )
end;

Algoritmus 4.4. V prvom kroku sa aktivuje procedura krizenia (pozri algoritmus 4.3), vystupné
parametre tejto procediry a a [3 sa modifikuju pomocou mutécie (pozri algoritmus 3.2).

Krizenie patri medzi zakladné ¢&rty genetického algoritmu; ak ho odstranime, potom sa
geneticky algoritmus zredukuje na nie¢o blizke horolezeckému algoritmu. PouZivanie
krizenia odliSuje geneticky algoritmus od ostatnych stochastickych evoluénych algoritmov,
ktoré v ramci populacie objektov - rieSeni - chromozémov tiez pouzZivaju reprodukciu
zaloZzenu na ich fitness a aplikuju mutacie na jednotlivé objekty. Medzi odbornikmi
zaoberajucimi sa aplikaciami genetického algoritmu panuje presvedéenie, Ze efektivnost
tychto ostatnych evolu€nych algoritmov je vo vSeobecnosti mensia ako efektivnost
genetického algoritmu hlavne z toho dévodu, Ze nepouZivaju kriZzenie. Toto presvedcenie je
CiastoCne zaloZené na osobnych sklusenostiach s aplikaciami genetického algoritmu a na
analdgiach s evollciou biologickych objektov, ktoré vyustili do formulacie slavnej Hollandovej
vety [3] tvoriacej teoreticky zaklad genetického algoritmu.

Pohlavna reprodukcia je v prirode vSeobecne vyuzivana hlavne medzi vyspelejSimi
biologickymi druhmi nadej planéty. V porovnani s reproduk&nymi technikami, ktoré vyZzaduju
len jedného rodi¢a, pohlavna reprodukcia je neobyc¢ajne zloZity proces produkcie potomkov.
Druh vyuZivajuci pohlavnu reprodukciu musi byt podstatne zloZitejSi ako druh, ktory ju
nevyuziva. Tito jedinci sa musia odliSovat ur€itymi podstatnymi znakmi a musia tiez
vynalozit ur€ity ¢as a energiu, aby sa vzajomne stretli k reprodukénému procesu. PretoZe
pohlavna reprodukcia jednoznacne zvitazila v aréne prirodzeného vyberu, musia existovat’
vazne dbvody, pre€o tento komplikovany spdsob reprodukcie patri medzi zakladneé &rty,
ktoré odliSuju nizsie druhy od vy3Sich druhov.

Jeden z hlavnych dévodov (podporeny dbékladnou matematickou analyzou) vyhodnosti
krizenia je fakt, ze pohlavna reprodukcia umoznuje rychlu vymenu vyhodnych viastnosti,
ktoré podstatne zvySuja fitness jedincov - potomkov, ¢o je len velmi tazko dosiahnutelné
pomocou mutacii.

Vykoname abstrakciu tohto problému (pozri obr. 4.9). Nech a a ' si dva chromozémy a
kazdy z nich obsahuje nejaky podretazec, ktory podstatne zvySuje fithess chromozdému.
Nech su tieto retazce na takych poziciach, Ze keby boli na jednom chromozéme, tak by sa
ani Giastocne neprekryvali. Nech pravdepodobnost vyskytu chromozdmu s jednym z tychto
dvoch vyhodnych podretazcov v populacii je oznacena wp(Q) resp. wp(Q'). Potom
pravdepodobnost wp(a") vyskytu chromozému a", ktory su¢asne obsahuje podretazce z
chromozémov O a q', sa priblizne rovna suginu tychto pravdepodobnosti,
We(a")=wp(a)xwp(d'). Polozme ad-hoc wp(Q)=10° a wp(a’)=10°, potom wp(a")=10"
Moézeme teda konstatovat, Zze si¢asny vyskyt podretazcov z chromozéomov d a d' v jednom
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chromozéme A" len v dosledku mutécii je vysoko nepravdepodobny jav. Situacia sa vSak
dramaticky zmeni, ak pripustime krizenie medzi chromozémami. Vyskyt chromozému a" v

populacii sa stava vysoko pravdepodobnym javom za predpokladu, Zze chromozémy a a '
sa v populacii uz vyskytuju. Pohlavné kriZzenie (alebo v abstraktnej rovine krizenie medzi
chromozémami) je efektivny spésob ako prekonat pravdepodobnostni bariéru tvorby
chromozomov s vysokym informaénym obsahom, a teda aj s vysokym fitness. Ak
nezapojime do prirodzeného vyberu pohlavné krizenie, rychlost’ evollcie sa podstatne zniZi
tak, Ze vznik zlozitejSich druhov v prirode je len malo pravdepodobny.

o= | We(a)
o'=| I ZACY
OL”=E | WP(a"): WP(a)WP(a,)
A
o | [ _la”
, —>>
o ] | 1
B

Obrazok 4.9. Schematické znazornenie vyznamu krizenia v genetickom algoritme. Diagram A
znazorfiuje chromozémy a a a', ktoré obsahuju dva rézne neprekryvajice sa podretazce, tieto
podretazce zvysuju fitness chromozémov. Pravdepodobnost vyskytu tychto chromozémov je oznacena
we(a) a wp(a'). Chromozém a" obsahuje obidva podretazce, pravdepodobnost jeho vyskytu je zhruba
rovna sucinu pravdepodobnosti vyskytu chromozémov a a a’, we(a")=we(a)xwp(a’). Diagram B
ukazuje, ze pouzitim krizenia mézeme zostrojit chromozém a" , pravdepodobnost tejto konstrukcie je
podstatne vy$8ia ako pravdepodobnost sucasného vyskytu dvoch podretazcov wp (a").

VysSie uvedené Uvahy o vyzname krizenia v genetickom algoritme budeme konkretizovat
pre chromozomy reprezentované binarnymi retazcami. Vykonajme nasledujuci jednoduchy
vypodtovy experiment. Nech O je binarny retazec - templat, Specialnou operaciou mutécie
Onf'u)t tento chromozom pretransformujeme na dva nové chromozomy, ulzorgzt (o) a

a, :O(i)

mt (@) . Operator mutécie o) mutuje - preklopi prave i bitov v retazci a.

mut

Stochasti¢nost tohto operatora spociva v tom, Ze bity, v ktorych dochadza k preklopeniu, sa
nahodne vybrali, ich pocet je uréeny parametrom i. Aplikovanim operacie kriZzenia na tieto
dva chromozémy dostaneme (a},a%)= O,.(04,0,). Definujme si nasledujice dva vyrazy:

Ap =real(a)-real(a;) a A, =real(a)-real(as), ktoré vyjadruju rozdiel medzi reainou

hodnotou templatu a a chromozému vzniklého mutaciou a krizenim. V pripade A=0 (pre
i=1,2) operacia krizenia "opravila" mutaciou zmeneny chromozém Q; na pévodny templat. V
opacnom pripade, ak A#0, krizenie produkuje nové chromozémy, ktoré su rézne od
templatu (pozri obr. 4.10). Na obr. 4.11 je uvedeny graf znazornujuci distribuciu hodndt
diferencii A pre mutaciu Specifikovanu tak, ze zmeni v retazci prave jeden bit. Na tomto
grafe vidime vyznamné maximum odpovedajuce A=0, tj. krizenie opravuje mutované
retazce na pdvodny templat. Ako ukazuju nase modelové vypocty, distribacia

41



pravdepodobnosti tohto maxima pre A=0 rychlo klesa s rastucim poétom zmenenych bitov,
pre Styri zmenené bity je tato pravdepodobnost takmer nulova. Ako interpretovat tieto
pozorovania? Operacia krizenia je velmi efektivhou vtedy, ked do procesu krizenia vstupuju
chromozémy, ktoré maju velké neprekryvajuce sa Casti z "cielového" chromozému -
templatu. V tomto pripade operacia kriZzenia produkuje nové chromozomy, ktoré tieto rézne
Casti integruju do jedného chromozému - potomka velmi blizkeho (alebo totoZného) s
cielovym templatom. V opacnom pripade, ak dvojica chromozémov vstupujuca do kriZenia
neobsahuje takéto Casti, operacia krizenia pésobi podobne ako mutacia, produkuje dvojicu
chromozémov, ktorych fitness je v podstate podobny fitness chromozémov vstupujicich do
krizenia.

mutécia krizenie

P S | .

o
o, 11 o, 1(w)
A
mutécia krizenie
o i SN | -
oLl W1 o, T ]

B
Obrazok 4.10. Dva rézne pripady pdsobenia krizenia na dva chromozémy, ktoré vznikli mutaciou (v
tomto pripade zmenili svoje hodnoty prave dva bity) templatu a. V pripade A bol bod krizenia nahodne

vybrany tak, Ze krizenim chromozémov sme dostali jedného potomka, ktory je totoZzny s templatom a.
V pripade B bol bod krizenia vybrany tak, Ze ani jeden z potomkov kriZzenia nie je totozny s templatom.

0.25 A

0.20 +

0.10 ~
0.05 -

N T 1

-0.20 -0.10 ClO‘O 0.10 0.20

Obrazok 4.11. Distriblcia pravdepodobnosti vyskytu rozdielov A medzi templatom (n&hodne
generovanym) dizky 10 a chromozémami z neho tvorenymi mutaciou (jeden bit sa zmeni) a potom
skrizenymi, pricom realne Cisla priradené chromozémom su z intervalu (0,1). Distribacia ma vyznamné
maximum pre A=0, t.j. krizenie vyznamne "opravuje" zmutované chromozémy do tvaru pdévodného
templatu.

Uloha 4.4. Napiste program, pomocou ktorého budete schopni zreprodukovat graf na obr.
4.11. PreStudujte rézne diZky binarneho retazca a rézny pocet zmenenych bitov v binarnych

retazcoch a; a o,.
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4.4 Implementacia genetického algoritmu [5]

Genetické algoritmy sa v su€asnosti vyuZivaju v najrozli¢nejSich vedecko-technickych
aplikaciach [8-13]. Konkrétnu implementaciu genetického algoritmu dostaneme zo
véeobecného evoluéného algoritmu (pozri algoritmus 4.1), ak je operator reprodukcie Orepro
$pecifikovany tak, Zze obsahuje dve Casti: East krizenia a ¢ast mutacie (pozri algoritmus 4.5).
Vyber chromozémov do reprodukéného procesu je realizovany pomocou rulety (pozri
algoritmus 4.2). Pseudopascalovsky koéd genetického algoritmu je vyjadreny algoritmom 4.5
(pozri obr. 4.12).

Populacia chromozémov

Kvazinahodny vyber Navrat potomkov
rodiov pre reprodukciu [ do populacie
——
pomocou rulety ———

krizenie mutacia

Obrazok 4.12. Schematické znazornenie genetického algoritmu (pozri algoritmus 4.5). Pomocou rulety
sa vyberie dvojica chromozémov, ktord vstupuje do procesu reprodukcie s pravdepodobnostou Prepro,
priCom reproduk&ny proces sa sklada z krizenia a mutacie.

Problém zastavenia genetickych algoritmov v tychto implementaciach sa zatial riesi tak,
Ze pocet generacii je zhora ohrani€eny €islom tn.y , €0 je v8ak velmi zjednodudeny pohlad
na tento délezity aspekt genetickych algoritmov. Prediskutujeme dve metddy ukonéenia
genetického algoritmu.

Prva metdéda spoCiva v tom, Z2e v kazdom iteratnom kroku - generacii najdeme v

populdcii chromozém s najvat8ou hodnotou fitness, oznacime ho & ,,,. Nech 0sw(d ,,,)<1
je podiel chromozémov populéacie, ktoré sa rovnaju oTap,. Potom sa geneticky algoritmus
moze ukondit, ak podiel w(éiop,)>wmaX , kde wnax je prahova hodnota podielu (obvykle 0.8-
0.95). To znamena, Ze populacia obsahuje 100><w(oTap,) % chromozdémov, ktoré su identické
s chromozémom oTop,, Cize je uz mala pravdepodobnost, Zze v ramci dalSich generacii
genetického algoritmu vznikna chromozomy s este vacsSou fitness, ako mé chromozém oTap,.

Druhy pristup k zastaveniu genetického algoritmu je zaloZzeny na vypocte analdgu
pravdepodobnostného vektora w=(w,Wy,...,wy) zndmeho z horolezeckého algoritmu s
uéenim (pozri kapitolu 3.2). Nech populacia P v i-tom kroku (generécii) obsahuje

chromozomy P:(a1,a2,...,ap), kde a,:(a(l’),ag_’),...,a(k’)). Potom st zlozky

pravdepodobnostného vektora uréené takto
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1p (/) .
w,=— ) a; re j=12,....k 4.17
) p; ;  (pre ) (4.17)

ktoré vyjadruju "pravdepodobnost” vyskytu "1" v j-tej polohe vo vSetkych chromozémoch
populacie P. V pripade, Zze w;=0 (alebo w;=1), potom 100xw; % chromozémov z populacie P
ma v j-tej polohe 0 (1). Parameter usporiadania (pozri rovnicu (3.10)) definovany pre takto
uréeny pravdepodobnostny vektor ma tvar

4 & 2
X(W):;Z(Wj—05) (4.18)
P&

Tento parameter s funk&énymi hodnotami z intervalu [0,1] ma tu vlastnost, Ze pre nahodne
generovanu populéciu P (prvé iteraéné kroky genetického algoritmu) sa bliZi k nule (je malé
kladné ¢islo). Tak ako evolucia populacie pokrauje, hodnota parametru rastie a
asymptoticky sa blizi k jednotke. Preto mbéZeme zaviest prahovu hodnotu parametra
usporiadania Xcit; potom ak plati x(w)>Xit , geneticky algoritmus sa ukonéi. V tomto pripade
populacia obsahuje chromozomy, ktoré v kazdej polohe maju s velkou frekvenciou bud "0"
alebo "1", takZe mdbZeme povedat, Ze populacia s velkou prevahou obsahuje rovnaké
chromozémy, a preto je mala pravdepodobnost, Ze v ramci pokraovania genetického
algoritmu dostaneme nové lepSie rieSenie.

procedure Genetic_Al gorithn(input ty output Ogpt);
begin t:=0; stop_criterion:=fal se;
P: ={ ndhodne generovana popul aci a chronozénov};
while (t<tm) and (not stop_criterion) do
begin t:=t+1;, Q =0,
kazdy chromozém je ohodnoteny fitness;
while |Q <| Pl do
begi n vyber rul etou dva chronozény ai, a,0P;
i f randonkP, ¢y, then

Reproducti on(a,,a,,0;,a%) el se
begin aj=a,; ay=a,end,

Q=Q0{d4,, a,};
end; P:=Q
i f konvergencné kritérium je splnené
then stop_criterion: =true;
end;

Oopt: =Na@j | epsSi chronozém z P;
end;

Algoritmus 4.5. Pseudopascalovska implementacia genetického algoritmu, ktora vznikla z evolu¢ného
algoritmu 4.1 tak, ze sa Specifikuje reprodukény operator Orepro algoritmom 4.5, t.j. obsahuje krizenie a
mutaciu. VonkajSi cyklus whi | e riadi vymenu generacii - epoch algoritmu, ktorych maximalny pocet je
ur€eny vstupnym parametrom tmax. Vnatorny cyklus whi | e generuje nova populéciu Q tak, Ze sa
opakovane pomocou rulety vyhladaji dva chromozémy a tieto s pravdepodobnostou Prepro Vstupuji do
reprodukéného procesu (v opaénom pripade sa vybrané chromozémy jednoducho skopiruju do novej
populacie Q). Vystup z genetického algoritmu je dopt, ur€eny ako chromozém s najvacsim fitness z
poslednej populacie. Z konstrukcie novej populacie Q vyplyva, Ze populacia P musi mat parny pocet
chromozémov. Geneticky algoritmus obsahuje dve pravdepodobnosti, a to pravdepodobnost
reprodukcie Prepro @ pravdepodobnost 1-bitovej mutacie Pmu, tieto mozZno povazovat spolu s
kardinalitou populacie P za zakladné parametre algoritmu.
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Uloha 4.5. Napiste program pre geneticky algoritmus podfa algoritmu 4.5, pricom ucéelové
funkcia obsahuje n premennych z intervalu [a,b] a tieto realne premenné su v binarnej
reprezentacii aproximované retazcami dizky k. V binérnej reprezentacii sa ma pouzivat tak
Standardné, ako aj Grayovo kddovanie. Vykonajte tieto Studie:

(1) Ucelova funkcia z dlohy 3.2 pre n=1,2,3,4 (pozri dlohu 3.2).

(2) Ugelova funkcia z tlohy 3.3 pre n=1,2,3,4 (pozri tlohu 3.3).
Pre obe tieto funkcie porovnajte efektivnost algoritmu tak pre Grayovo kédovanie, ako aj pre
Standardné koédovanie binarnej reprezentacie reélnych ¢&isel. Fitness chromozémov z
populacie sa bude pocitat vzorcami (4.11) resp. (4.12). Pokiste sa optimalizovat
pravdepodobnosti Py & Prepro pre rézne velkosti populacie, spésoby kédovania a dizku k
binarnej reprezentacie.

;

Uloha 4.6. Implementujte do genetického algoritmu z Ulohy 4.5 kritéria pre zastavenie
genetického algoritmu z kapitoly 4.4. Vykreslite priebeh pravdepodobnosti w; definovanych
vztahom (4.17) vzhlfadom na pocet epoch (iteranych krokov) genetického algoritmu.
Vysledky porovnajte s obr. 3.5.

4.5 Teoria genetického algoritmu

Vacsina teoretickych prac venovana genetickemu algoritmu [3,15] je zamerana na vyznam
tzv. schém, ktoré uréuju celé triedy podobnych binarnych retazcov dizky k (chromozémov) z
mnoziny {0,1}*. Schéma je definovana ako retazec dizky k zostrojeny nad mnozinou
symbolov {0,1,0}, formalne schéma o}{0,1,0}*, kde "' je tzv. volny symbol (wildcard).
Hovorime, Ze retazec aD{O,l}k je prikladom schémy oD{O,l,II}k , formélne aldo, ak v kazdej
polohe schémy o s inym ako volnym symbolom je hodnota znaku retazca a totoZna so
znakom v o. Formalne

aOo- (0 {12..80, {0i=a, ) (4.19)

Zavedeny pojem mdzeme jednoducho ilustrovat schémou o=(110000); prikladom uvedenej
schémy je binarny retazec dizky a=(1101011), prvé dva volné symboly sl nahradené
podretazcom 01, zatial o posledné dva volné symboly podretazcom 11.

MnozZina I(o) obsahuje vdetky mozné priklady a schémy o,

| (o) ={o;a® } (4.20)

Pre schému ¢=(1101000) obsahuje mnozina I(g) 16 binarnych retazcov, ktoré mézu byt
zostrojené tak, ze volné symboly "' systematicky nahradime "0" alebo "1",

I (o) ={(1100000),(1100001),(1100010),...,(1111011} (4.21)
Rad schémy g, oznac¢eny o(0), opisuje poéet symbolov "0" alebo "1"v o
o (o) =[{ i: o 0{o.3} (4.22)

tento vzorec uréujuci rad schémy ¢ ma jednoduchd interpretéciu, rad je definovany ako
kardinalita mnoZiny indexov zlozZiek schemy o, ktoré nie su rovné volnému symbolu. Pre
o=(110m) plati o(c)=3, pretoze schéma obsahuje len tri "nevolné" symboly. Di?ka A
schémy ¢ sa urci ako rozdiel medzi indexom posledného binarneho symbolu v ¢ a prvym
bindrnym symbolom v ¢

A(o) =max{i; o, 0{0,3}- min{ip O {0,3} (4.23)
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Pre o=(11I00) plati A(0)=5-1=4. Velitiny rad a dizka schémy budl uzitoéné pre nas
vypocCet pravdepodobnosti preZitia schémy o v populacii P pdsobenim mutécie alebo
krizenia.

Pravdepodobnost  preZitia schémy ¢ po aplikovani mutacie (urenej s
pravdepodobnostou P, jednobitovej mutacie) je uréena vztahom

(1-Pyy ) © (4.243)

kde pravdepodobnost’ prezitia jedného bitu je (1-Pn.). Pretoze schéma o obsahuje prave
o(o) binarnych symbolov (k-o(g)) volnych symbolov), potom elementarna pravdepodobnost
prezitia jedného bitu musi byt umocnena na exponent o(g) , &im sme dostali (4.24a). V
mnohych praktickych aplikaciach genetického algoritmu je pravdepodobnost P, velmi
mala, preto (4.24a) méZzeme zjednodusit’ takto

1-0(0)Pp (4.24Db)

Vypocet pravdepodobnosti prezitia schémy o v populécii P po aplikacii krizenia je
podstatne zlozitejSi ako predodly postup. Schéma ¢ zanika aplikovanim krizenia s
pravdepodobnostou Py, A(0)/(k —1). Okrem toho, kazdé krizenie s chromozomom aCP,

ktory je prikladom schémy o, aldo, automaticky garantuje zachovanie tejto schémy. Nech
N(o)=|1(c) nP| popisuje podet prikladov schémy o v populécii P, potom len podiel
1-N(o)/|P| z populacie P moze sposobovat destrukciu schémy o krizenim. Minimalna
pravdepodobnost prezitia schémy o v populacii P je ur€ena vztahom

Alo)O N(o)d
1_Pcross_k(_:zﬁl_ |I£|)

(4.253)

Tento vzorec sa da podstatne zjednodusit, ak sa zanedba sucinovy €len, ¢im dostaneme
A(o)
1-P, s (4.25b)
k-1

Upriamime svoju pozornost na problém vyberu chromozémov vstupujucich do
reprodukcie. Zavedieme nasledujuce dve veli¢iny, strednu fithess schémy o

1
F(og)=z—— F(a 4.26
ORTAIPIIG (4.26)
a strednu fithess chromozémov z populacie P
- 1
F=—5 F(a 4,27
P12 (@ (4.27)

Pri prechode z generacie t na nasledujacu generaciu t+1 v genetickom algoritme, ktory
obsahuje len vyber chromozémov podla rulety a reprodukény proces sa uplne ignoruje,
nastane nasledujuca zmena poctu vyskytu schémy G v populacii
F(o
N;+(0) = Ny(0) 19) (4.28)
A
kde dolny index popisuje index generacie populacie, pre ktoru sa dané veli¢iny poditali.
Nech o je schéma, ktorej stredna hodnota fitness vzhladom na strednu hodnotu
chromozémov je uréena vztahom

Flo)=Fx(1+09 (4.29)
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kde konstanta c je malé kladné alebo zaporné ¢&islo. Dosadenim tohto vztahu do (4.28) a
opakovanym pouzitim vysledného vzorca N,.4(0) = N,(0) x(1+¢) t-krat pre pociatocny stav
t=0 dostaneme "idealizovan(" rovnicu

Fi0)= R(0) x(1+ 9 (4.30)

To znamena, Ze pre proporcionalny vyber (realizovany ruletou) stredna hodnota sil schemy
o exponenciélne rastie (klesd) v priebehu mnohych generécii genetického algoritmu pre
1+c>1 (resp. 1+c<1).

Kombinovanim rovnice (4.28), ktora vyjadruje zmenu vyskytu schémy g v dosledku
proporcionalneho vyberu, s pravdepodobnostami preZitia schémy o v désledku mutéacie a
krizenia dostaneme vysledny vztah pre odhad poctu prikladov schémy pre generaciu t+1
populicie P za predpokladu, Ze reprodukény proces obsahuje mutaciu, krizenie a vyber
pomocou rulety

Ft (0) g At (0) O Nt (O')|I| o,(0)
N =N = -P - 1-P 4.31
t+1 (0) t (0) Ft S‘ cross k -1 X |P| % ><( mut ) ( a)
Ked sa zanedbaju "krizove" suciny v hranatej zatvorke, zjednodusena verzia ma tvar
F(o)O A (o O
N, (0) =N, (0)—t£ ) =P, ——~ (9) -P,.0, (o]0 (4.31b)
F 0 k-1 0

Veta (Schema Theorem [3]). Nech pre populaciu P; plati, Ze N,(o) je pocet
chromozdémov, ktoré obsahuju schému o, F(0) je strednd hodnota fitness
chromozémov obsahujlcich schému ¢ a £, je strednd hodnota fitness
v8etkych chromozémov. Potom oc&akavany pocet chromozémov v
nasledujucej populacii, ktoré obsahuju schému o, je zdola ohraniteny
nerovnostou

Fi (o)

Ni. (0) 2 N (0) == (2~ Pranic) (4.32)
t

kde Punk je pravdepodobnost zaniku schemy v désledku mutacie a
krizenia (pozri rovnicu (4.33).

Tato veta hovori, 2e ak plati F(0)>F, (F(0)<F;), potom schéma o sa vyskytuje v
nasledujucej generacii v chromozémoch s rasticou (klesajucou) frekvenciou. Tieto
jednoduché zavery su zaloZzené na predpoklade, Ze pravdepodobnost zaniku

Ao
Pza'n/k = Pcross% -F mulot(o) (4.33)

je malé &islo. Toto je obvykle spinené pre kratke schémy (s malym A(G)), nazyvané stavebné
kamene (building blocks). MoZno konstatovat, Ze tato veta tvori jeden z teoretickych
zakladov genetického algoritmu.

Veta uvedend vysSie predstavuje jeden z hlavnych teoretickych vysledkov genetického
algoritmu, ktory dosiahol Holland v r. 1975 [3]. Naznacuje mechanizmus prace tohto
algoritmu predovsSetkym v prvych iteracnych krokoch, kde schémy - stavebné kamene hrajd
ddlezita ulohu. Teoretické aspekty genetickeho algoritmu, ktoré suvisia s jeho schopnostou
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najst’ globalne minimum u&elovej funkcie aproximovanej realnymi hodnotami z ortogonalnej
mriezky bodov (pozri obr. 2.8), sa $tuduju az v poslednej dobe [16-18]. Uvedieme vetu, ktora
Specifikuje, za akych podmienok je geneticky algoritmus potencialne schopny poskytnat
globalne minimum s jednotkovou pravdepodobnostou.

Veta. Nech je v genetickom algoritme postupnost populacii Py, Py, ...
monoténna, t.j. pre kazdu generaciu t plati
Fla)= F 4.34
max (a) max (a) (4.34)
potom geneticky algoritmus asymptoticky pre t- o dosiahne globalne
optimum
A oo = ;im (arg min F(cx)) (4.35)

alF

]

Ako dosiahnut’ monotdnnost genetického algoritmu? Toto sa mézZe jednoducho dosiahnut
pomocou tzv. elitizmu, ktory je zaloZeny na jednoduchej myslienke, Ze najlepsie rieSenie z
populéacie P; je automaticky prenesené aj do nasledujicej populécie P;. Inaé povedané,
najlepSie rieSenie v populacii Py nema moznost byt nahodne vynechané vyberom
realizovanym ruletou.

4.6 Hammingova bariéra

Uvazujme geneticky algoritmus v ktorom su redlne premenné uéelovej funkcie binarne
kédované Standardnym spésobom (pozri kapitolu 2.2). Dva chromozémy a=(00100...0) a
[3=(000111...1) reprezentuju dve susedné celé ¢isla (ktorym sa priradia dve "susedné" realne
premenné). Co je zaujimavé na tychto chromozémoch, je skutoénost, Ze aj ked reprezentuju
dve "susedne" €isla, ich Hammingova vzdialenost (t.j. po€et r6znych bitovych premennych)
je velka (v limitnom pripade sa méze rovnat az dizke binarneho retazca). Predpokladajme,
Ze optimalne rieSenie odpoveda binarnemu retazcu a=(00100...0) a Ze populacia obsahuje
chromozdémy, ktoré su blizke alebo totozné s binarnym retazcom B=(000111...1). Aka moze
byt v tomto pripade evolucia chromozémov populacie? Chromozémy populacie
(00011[...0) sa vyvijaju smerom k optimalnemu rieSeniu tak, ze po ur€itom pocte iteraénych
krokov bude populacia obsahovat v prevaznej miere chromozomy [(=(000111...1).
Pravdepodobnost zmeny (00011...00) muticiou na (001000...00 je velmi mala, preto sa v
populacii budu s najva¢sou pravdepodobnostou vyskytovat len chromozomy odpovedajluce
schéme (00011[...00. To znamena, Ze evolucia populacie chromozémov, ktora bola
inicializovana chromozémami typu (0001100...00, ma len vefmi malu moznost byt smerovana
do vyslednej populéacie, ktora by obsahovala optimalne rieSenie 0=(00100...0), a s najva¢sou
pravdepodobnostou skonci pri rie$eni B=(000111...1). Tato skutonost sa v genetickom
algoritme nazyva Hammingova bariéra a predstavuje vazne ohraniCenie aplikovatelnosti
genetického algoritmu za predpokladu, ?e sa pouziva Standardné kodovanie binarnych
retazcov.

Ako sa vyhnut Hammingovej bariére v genetickom algoritme? Tento problém sa méze
rieSit dvoma pristupmi. Prvy pristup je zaloZzeny na pouZiti daldieho operatora transformacie
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chromozémov, a to tzv. inverzného operatora. Tento operator zmeni binarny retazec
a =(0,,0,,...,0 ) nainy binarny retazec B =(B,.B,,..-.B)

B=0Opn(a) (4.36)

Obrazok 4.13. Znazornenie evoldcie rieSenia typu 001100 k presnému rieSeniu 010000. V priebehu
evolucie genetického algoritmu bude populacia obsahovat stale viac a viac chromozémov 001111,
ktoré su blizke optimalnemu rieSeniu 010000.

Tato operacia je definovana tak, 2e pre nahodne vygenerované celé gislo 1< a<k (bod
inverzie) su zlozky binarneho vektora pre indexy i>a zamenené za ich komplementy (pozri
obr. 4.14 a algoritmus 4.6)

o, (pre/O[1,4d)
Bi= (4.37)
1-a; (pre /0[& 1,4))

of oyl eeenn. Ol [Olyq eooees o
gnverzia
Bl o] eevnne Ol [Olapq eooeee o,

Obrazok 4.14. Schematické znazornenie operacie inverzie. Pre ndhodne vybrany bod inverzie a
vykoname inverziu binarneho vektora a tak, Ze od bodu a+1 az do konca binarneho vektora nahradime
jeho zlozky komplementami, O, =1-q, .

procedure | nversion(input:d; output:f);
begin if randonxP;,, then
begi n a: =1+random(k-1);

for i:=1to a do [:=a;,;
for i:=a+l to k do [Bi:=1-q;;
end else for i:=1to k do B:=0;;

end;

Algoritmus 4.6. Pseudopascalovska implementacia inverzie binarneho vektora dizky k.
Pravdepodobnost Pi,, (malé kladné ¢islo, napr. Pin,=0.01-0.001) urluje, &i sa vykona inverzia alebo
nie. Funkcia randon{ k- 1) generuje nahodné celé &isla z intervalu [0,k-2], random je n&hodne
generované Cislo z intervalu [0,1).
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Stochasticky operator inverzie odstranuje vznikajuce Hammingove bariéry a dava moznost
genetickému algoritmu evoluciou zostrojit populéaciu, kiora obsahuje chromozdémy
zodpovedajuce optimalnemu rieSeniu. Kde implementovat operator inverzie v genetickom
algoritme? NajjednoduchsSie je ho prezentovat ako c&ast reprodukéného operatora.
Algoritmus 4.4 bude rozSireny o dve operacie inverzie, ktoré sa vykonaju s
pravdepodobnostou Pi,,. V pripade, Z2e chromozém binarne reprezentuje n reélnych
premennych Uc¢elove] funkcie, pricom kazda premenna je koédovana binarnym retazcom
dizky k, operacia inverzie sa vykona zvlast pre kazdy podretazec odpovedajici jednotlivej
premennej u¢elovej funkcie (pozri obr. 4.15).

o] I [ o I

B I I T

Obrazok 4.15. Realizacia operacie inverzie pre binarny vektor reprezentujici n realnych premennych,
pre kazdy podretazec sa vykona operacie inverzie zvlast.

Druhy pristup na odstranenie Hammingovej bariéry je zaloZzeny na pouziti Grayovho kédu
pre binarnu reprezentaciu realnych premennych (pozri kapitolu 2.2). Delenie jednotkového
intervalu [0,1] na podintervaly v rdmci Grayovho koédovania binarnych retazcov je
znazornene na obr. 4.16 a obr. 4.17. V tomto pripade je dblezité, aby susedné intervaly boli
kédované binarnymi retazcami, ktoré nie su diametralne odliSné medzi sebou, ako to méze
byt vtedy, ked je pouzité Standardné kddovanie. Pre lepSie pochopenie tejto mysSlienky sa
vratme k obr. 4.13, kde je znazorneny priebeh ucelovej funkcie s globalnym minimom v bode
1/4, ktory je binarne reprezentovany 0100. V Standardnom kodovani su intervaly [1/8,1/4] a
[1/4,3/8] reprezentované retazcami 001... resp. 010... , pricom optimalne rieSenie ma tvar
001111... Vidime, Ze ked sa blizime k optiméalnemu rieSeniu z pravého intervalu, potom v
ur¢itom momente musi nastat dramatickd zmena zloZzenia binarneho retazca, a to z
010000... na 001111.... . Geneticky algoritmus s normalne nastavenou pravdepodobnostou
mutécie (Pny,:=0.001 - 0.01) nema mozZnost prekonat’ tuto "Hammingovu bariéru”. V pripade,
ak pouzijeme Grayovo kodovanie, sa situacia podstatne zlepsi v tom zmysle, Ze nedochadza
k tak dramatickym zmenam zloZzenia chromozdmov pri prechode z jedného podintervalu do
druhého (pozri obr. 4.17).

| | oo

| | | (] os.x H 155

0 12

|| [ ] [] *0%.x B #1x.x

0 1/4 12 3/4 1

H I B IRV I R

o 1/8 14 38 12 518 34 7/8 1

Obrazok 4.16. Postupné delenie intervalu [0,1] pre binarnu reprezentaciu pomocou Grayovho
koédovania pre rézne schémy. V pravej asti obrazku su uvedené oblasti, ktoré odpovedaju uvedenym
schémam.
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0 1/8 2/8 3/8 4/8 5/8 6/8 7/8 1
1000.)001..]011../010..[110..[111..[101..[100..]

Obrazok 4.17. Delenie intervalu [0,1] na osem podintervalov pouzitim Grayovho kddovania binarnych
retazcov.

Teraz musime odpovedat na otazku, ¢&i je lepSie Standardné kdédovanie alebo Grayovo
kédovanie binarnych retazcov v genetickom algoritme. Dat' odpoved na tuto otazku nie je
jednoduché. V standardnej reprezentacii existuje rychla transformacia binarneho retazca na
realne Cisla, avSak za cenu potencialnej existencie Hammingovych bariér. V prvej ¢asti tejto
podkapitoly sme ukazali, Ze tento problém Standardnej reprezentacie mozno odstranit
zavedenim operatora inverzie do genetického algoritmu ako sucasti reprodukéného procesu.
Grayova reprezentacia odstranuje problém s Hammingovou bariérou, tato je jednoducho
odstranena tym, Ze v tomto koédovani su susedné intervaly realnych c&isel kddované
podobnymi binarnymi retazcami (na rozdiel od Standardného kddovania). Pouzitie Grayovho
kédovania v genetickom algoritme naraza na problém numerickej naro€nosti. Na rozdiel od
Standardného kddovania Grayovo kédovanie pri konstrukcii realnych €isel pozaduje este
medzitransformaciu binarneho retazca do Standardného kédovania. Tato
medzitransforméacia nam méze podstatne predizit as CPU genetického algoritmu, pretoze
transformécia binarneho retazca na realne Cislo patri medzi naj¢astejSie volanu proceduru
algoritmu, &ize uZz malé zvySenie jej Casovej narocnosti mdéZze mat dramaticky désledok na
celkovy ¢as CPU.

4.7 "Messy"-chromozomy (M-chromozémy)

V r. 1989 sa Goldberg so spolupracovnikmi [19,20] pokusal prekonat niektoré problémy
genetického algoritmu pri hladani globalneho minima tzv. deceptivnych acelovych funkcii
(multimodalne funkcie s mnohymi minimami, ale len s jednym globalnym minimom, ktoré je
oddelené od ostatnych minim bariérou) pomocou "messy" genetického algoritmu. Hlavna
myslienka tejto modifikacie genetického algoritmu spociva okrem iného v pouziti
m-chromozémov, ktoré maju premenliva dizku a ich zlozky st 3$pecifikované suéasne
indexom aj hodnotou. Na rozdiel od Standardnych chromozdémov, Specifikovanych ako
binarne vektory fixnej dizky, m-chromozémy mé2u mat premenliva dizku a byt tak
"preuréené”, ako aj "poduréené”. Tato flexibilita m-chromozémov obvykle podstatne zvySuje
efektivitu a robustnost evoluénych algoritmov, ktoré ich vyuzivaju [19,20].

((2,1)(1,0)(2,0)(3,0))  m-chromozom
T X

mm dekadovany chromozom
(1100) templat

Obrazok 4.18. Dekodovanie m-chromozému pomocou templatu. Poloha Specifikovana indexom je
ohodnotena binarnou hodnotou, ktora sprevadza $pecifikovany index. Ked uz dana poloha bola
Specifikovana v predchadzajicom kroku dekddovania, potom sa aktualna Specifikacia ignoruje. V
pripade, ze niektora poloha nie je 3pecifikovana m-chromozémom, potom sa pre 3pecifikaciu pouzije
prislusna hodnota z templatu.

M-chromozém premenlivej dizky je definovany takto: Nech Q={12,...,A} x{01} je
mnozina obsahujuca usporiadané dvojice (u,v), kde pO{12,...,k} je index a vO{0,1} je
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binarna hodnota. M-chromozém dizky | je definovany takto

X= ((ulavl)v(uzavz)v'"v(ul1VI )) |:|Q| (4.38)
Tento m-chromozém je dekodovany na jednoduchy binarny vektor dizky k nasledujicim
postupom (pozri obr. 4.18). ak ideme postupne zlava doprava, prva dvojica (u1,v1)
Specifikuje hodnotu v; v polohe pi, o, =v;. Ak p, #p,, druha dvojica (u,,v,) Specifikuje
hodnotu v, v polohe |, , o, =Vv,.Vo vSeobecnosti plati

a,, =v,; (akOg # T:az a) (4.39)

To znamena, Z2e problém preuréenia sa riesi pomocou pravidla, Ze uréujuca je ta dvojica,
ktora sa vyskytuje prva, ak ideme cez m-chromozém zlava doprava. Problém podurcenia (t.].
niektora poloha v zostrojenom binarnom vektore nie je Specifikovand) sa rieSi pomocou
templatu

t=(t,t,...,t) 0{0 1" (4.40)

Ak p-ta poloha nie je Specifikovana (4.40), t.j. pZa,pre O£ /, potom tato poloha je uréena
p-tou polohou v template t
a, =1, (pre kazdu nespecifikovanu polohu) (4.41)

Problém dekddovania m-chromozému X pre dany templat t méze byt vo vSeobecnosti
chapany ako zobrazenie G:Q' - {0,} “
a = GyX) (4.42)

Pre lepSie pochopenie vySSie uvedeného procesu dekdédovania m-chromozému pozri obr.
4.19, kde je uvedeny jednoduchy ilustraény priklad.

mutacia mutécia
hodnoty indexu
|Pace P....

(1,0)(2,1)(1,1)(3,1) | —zey [ (1,1)(2,1)(4,1)(3,1)

Obrazok 4.19. Mutacia m-chromozému ma dve casti, mutaciu indexu a mutaciu binarnej hodnoty.
Kazda takato mutacia sa vykonava s pravdepodobnostou Pindex resp. Pale..

M-chromozdém ¥ je transformovany na iny m-chromozém X' operaciou mutécie (pozri obr.
4.19)

X' = OpudX) (4.43)

kde X =((k1,v4) (Mg Vo)l oV ) @ X' = ((5,V),(Hp V5)....(1,,V)) . Stochasticky operator
mutacie Op, Ssa realizuje tak, zZe iduc zlava doprava postupne nahodne menime
usporiadané dvoijice, t.j. indexy a binarne hodnoty

i, (ak random< Fy,,)

W, = (4.443)
H; (ostatné pripady)
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kde 1<{l,< k je nahodné celé ¢islo s rovhomernou distribticiou pravdepodobnosti, pri¢om
{i,;#H;. Pravdepodobnost Pigex uréuje stochasticnost zmeny indexovej ¢asti m-
chromozému. Podobnym spdsobom sa meni aj binarna ¢ast’ m-chromozému

1-v, (ak random< F,,,)
= (4.44b)

v, (ostatné pripady)

Pravdepodobnost P,  uréuje stochastiénost zmeny binarnej €asti m-chromozému.
Operaciu mutéacie ilustruje priklad na obr. 4.19. Pseudopascalovska implementacia mutacie
je uvedena v algoritme 4.7.

procedure M Miutation(input:x;, output:x );
begin for i:=1to | do
begin pyf :=w; v:i=vi;
i f randonkP; gex then i :=1+randon(k);
i f randonkPyue then v :=1-vi;
end;
end;

Algoritmus 4.7. Procedira mutacie m-chromozému. Funkcia r andon{ k) generuje nahodné celé Cisla
z intervalu [0,k-1], r andomje nahodne generované Cislo z intervalu [0,1).

Operacia krizenia dvoch rodigovskych m-chromozémov X = ((pl,vl),(pz,vz),...,(plx,le ))

a K:((El,zl),(zz,z2),...,(E|KZ|K)) poskytuje dva nové m-chromozémy - potomkov

X = () (V2o b 9 )) @ = (825 22) 47 )

(X' K')= Opross(X K) (4.45)
Tato operacia sa realizuje tak, Ze v prvom kroku sa nahodne generuje "bod krizenia"
1< a< min{/x,/K} a potom sa tvoria nové m-chromozémy tak, Ze az po "bod krizenia" a sa

jednoducho okopiruju rodi¢ovské chromozémy, za tymto bodom si nové m-chromozémy
vymenia zvysne Casti (pozri obr. 4.20 a algoritmus 4.8).

AT T T krizene ' CI 1T T 1]

KE 1T 1 | I I g N N I

Obrazok 4.20. Operécia krizenia dvoch m-chromozdmov. Tieto si vymenia svoje ¢asti nasledujlce za
nahodne generovanym bodom krizenia. Operacia krizenia vo vSeobecnosti meni dizku
m-chromozémov.

Pomocou proceddr M_Mut ati on a M _Crossover (pozri algoritmy 4.7 a 4.8) mdéZzeme
jednoducho modifikovat” algoritmus 4.4 (procedura Repr oduct i on) realizujici reprodukciu
dvoch rodi¢ovskych chromozémov na dva nové chromozémy - potomkov, staéi vymenit
proceduiry pre mutaciu a krizenie za podobné procedury pre m-chromozomy.
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procedure M Crossover(input: ¥, K; output:X ,K');
begi n a: =1+random(mn(l,, 1) -1);

for i:=1 to a do
begin yf :=w; v:i=vi;
& =&, & =G,
end;
Iyi=lyg Tei=ly
for i:=a+l to |y do begin p :=§; v/:={ end;
for i:=a+l to | do begin & :=w; ¢ :=vi end;

end;

Algoritmus 4.8. Procedura krizenia dvoch rodi€ovskych m-chromozémov X a k na dva nové m-
chromozémy - potomkov X' a K'.

procedure M Genetic_Al gorithn(input:timem; output: dop);
begin tine: =0;
stop_criterion: =fal se;
P: ={ ndhodne generovand popul aci a m chronozénov};
t: =nahodne generovany binarny vektor - tenplat;
while (tine<tinmems) and (non stop_criterion) do
begin tinme:=tinme+l;
Q =0;
kazdy m chronmpbzém je ohodnoteny fitness;
while |Q <P do
begi n vyber ponocou Roul ette_Weel dva
m chronozoény X, KOP;
i f randonxP¢p, then
Reproduction(x, K, X ,K ) else
begin X' :=X; K :=K end,
Q=Q{X . K};
end;
P.=Q t:=arg r)r(1EFr>1f(G[(x)),

i f konvergenc¢né kritéria su splnené then
stop_criterion: =true;
end;
Oopt - =t;
end;

Algoritmus 4.9. Pseudopascalovska implementacia genetického algoritmu (pozri algoritmus 4.5) pre
m-chromozomy. Algoritmus sa inicializuje nahodnym generovanim populacie m-chromozémov a
bindrneho vektora - templatu. Templat sa obnovuje v kazdom iterathom kroku pomocou binarnej
interpretacie najlepSieho chromozému z predchadzajlcej iteracie. Na zaver algoritmu sa templat
pouzije ako vystupné rieSenie ziskané genetickym algoritmom s m-chromozémami.

Zakladny problém, ktory sa musi riesit pri pouziti m-chromozéomov v evoluénych
algoritmoch, je konStrukcia templatu t potrebného pre dekdédovanie m-chromozémov do
tvaru binarnych vektorov (pozri (4.40) a obr. 4.18). Pri inicializacii evolu¢ného algoritmu sa
templat t nahodne generuje ako binarny vektor, zatial o v neskorSich fazach algoritmu je
templat uréeny ako binarny vektor odpovedajdci najlepdiemu m-chromozomu z
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predchadzajlucej iteracie. Na zaver algoritmu sa templat pouzije ako najlepsie vystupné
rieSenie. Po tychto jednoduchych uvahach mézZeme pristupit k modifikacii genetického
algoritmu 4.5 pre m-chromozémy (pozri algoritmus 4.9).

Uloha 4.7. Implementujte geneticky algoritmus podfa algoritmu 4.5, pricom namiesto
chromozémov sa pouZivaju "messy"-chromozémy z kapitoly 4.7. Porovnajte ucinnost takto
modifikovaného "messy" genetického algoritmu s obyCajnou verziou genetického algoritmu.

4.8 Paralelny geneticky algoritmus

Geneticky algoritmus uvedeny v kapitole 4.4 je sekvenény algoritmus. V literature existuje
mnoho verzii tzv. paralelného genetického algoritmu (PGA) [21], v ktorych je populacia
rozdelend na podpopulacie, pricom evolucia prebiecha "nezavisle" nad tymito
podpopulaciami, t.j. dochadza medzi nimi k ob&asnej stochastickej interakcii, v rAmci ktorej si
vymenia chromozémy. Obvykle sa tieto paralelné verzie uvadzaju (a tiez aj aplikuju) ako
spbsob diverzifikacie a intenzifikacie genetického algoritmu.

(P )

=%
FORO
5
%

P
©-0—0-6

(OLOLOLS

OOt

5
5
A B

Obrazok 4.21. Schematické znazornenie (disjunktného) rozkladu populacie P na podpopulacie
P1,Py,...,.Pn , P=P.0P>0...0Pw a PinP;=0, pre i #j. Diagram A znazorfiuje rozklad, kde kazda
podpopulacia ma prave dvoch susedov, "pravého" a "lavého". Diagram B znazorfiuje rozklad
populacie, kde kazda podpopulacia ma prave Styroch susedov, "pravého” a "favého” a "dolného" a
"horného". Zvolené "toroidovské" topolégie 1D (diagram A) a 2D (diagram B) sa zvolili tak, aby
neexistovali "okrajové" efekty, t.j. kazda podpopulacia mala rovnaky pocet susedov.

procedure One_generation_GA(i nput Pj,; output Psip);
begi n Pyin: =0;
whil e | Pfinl <| Pinil do
begi n vyber ruletou dva chronozény ai, a,0P;,;;
i f randonkPep, then
Reproduction(ay,a,,0},05) el se
begin aj=ay; ay=a,end,
Rini=Rin 0{dy, a5},
end;
end;

Algoritmus 4.10. Procedira pre realizaciu jedného kroku genetického algoritmu (pozri algoritmus
4.11). Vstupna populécia Pini sa zmeni na vystupna populaciu Prin.
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Nech je populacia P rozdelena na vzajomne disjunktné podpopulacie
P=POPO O B, (4.46)

Obvykle sa k tomuto rozkladu definuje eSte tzv. topoldgia, ktora opisuje susedov danej
podpopulécie. Formélne sa tato topoldgia rozkladu definuje pomocou neorientovaného
suvislého grafu, ktory obsahuje M vrcholov - podpopulacii. Ak su dva vrcholy spojené
hranou, potom hovorime, Ze podpopulacie su susedné (pozri obr. 4.21). V pripade, Ze
neuvazujeme susednost medzi podpopulaciami, budeme formalne predpokladat, Z?e graf je
uplny, t.j. kazdy vrchol susedi s ostatnymi vrcholmi.

procedure Parall el _GA(input tmy; output Ogpt);
begin t:=0; stop_criterion:=fal se;
for i:=1to Mdo
Pi: ={ndhodne gener ovand podpopul &ci a chronozénov};
while (t<tm) and (not stop_criterion) do
begin t:=t+1;

for i:=1to Mdo

begi n One_generation_GA(P;, P i);
Pii=Pi;

end;

i f randonkPeyn then
begi n ndhodne su vybrané dve
podpopul 4cie P, a Py;
exchange( Py, Py) ;
end;
i f konvergenc¢né kritéria su splnené then
stop_criterion:=true;
end;

Oopt: =Na@j | epsSi chronozém vset kych podpopul aci i

{Pl1 PZ,- !PN},
end;

Algoritmus 4.11. Pseudopascalovska implementacia paralelného genetického algoritmu. Algoritmus
sa inicializuje nadhodnou generaciou podpopulécii P1,P2,...,Pm . Vonkajsi cyklus whi | e sa opakuje
predpisany pocet generacii (tmax) alebo pokial boolovska premenna st op_cri t eri on prestane mat
hodnotu "false". Vo vnutri tohto cyklu sa zvlast pre kazdu podpopulaciu realizuje proces jednej
generécie, v ktorom sa aktuélna podpopulacia reprodukénym procesom (pozri algoritmus 4.10) zmeni
na novl podpopulaciu. Stochasticky sa realizuje (s pravdepodobnostou Pexcn) vymena chromozémov
medzi dvoma nahodne vybranymi podpopulaciami . V tomto bode existuju velké odchylky medzi
réznymi implementaciami paralelného genetického algoritmu. V pripade, Zze rozklad populacie na
podpopulacie je "Struktirovany” (pozri obr. 4.21), potom su podpopulacie Pa a Py susedné. Aktivacia
procediry exchange( P, P,) ma za vysledok, Ze podpopulacie si vymenia chromozémy.

Jednoducha verzia paralelného genetického algoritmu spociva v tom, Ze pre kazdu
podpopulaciu prebieha nezavisla evolucia, pricom s urcitou malou pravdepodobnostou si
podpopulacie vymenia chromozémy (pozri algoritmus 4.11). Vymena chromozémov je v
algoritme 4.11 implementovand pomocou procedury exchange(Pq, Pp). Vysledok jej
aktivacie nie je blizSie popisany, ako priklad uvedieme tuto moznu realizaciu: Podpopulécie
P, a P, sa nahodne vybrali tak, aby boli susedné. V populacii P, kvazinahodne vyberieme
najlepsi chromozém, potom tento vytesni v populécii P, kvazinahodne vybrany najslabsi
chromozom. Akt vymeny chromozémov medzi dvoma podpopulaciami je Uplne stochasticky
a uskutoc€nuje sa s pravdepodobnostou Peyc -
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5. Genetické programovanie (GP)

5.1 Uvodné poznamky

Na prelome 80-tych a 90-tych rokov americky informatik John Koza [1-3] (Stanford
University) navrhol originalnu modifikaciu genetického algoritmu, ktord nazval genetické
programovanie. V tomto pristupe su chromozdémy - znakové retazce nahradené zloZitejSimi
truktarami - funkciami. Co sa rozumie pod pojmom "funkcia"? V najjednoduchsej verzii
genetického programovania sa funkcie rovnaju vyrazom obsahujicim premenné, konstanty,
zakladné aritmetické operacie a elementarne funkcie. Jednoducha funkcia "x[{1+x)" je
reprezentovana pomocou syntaktického stromu (parse tree)

kde horny vrchol (priradeny operacii nasobenia) sa nazyva koref stromu. Interpretacia tohto
syntaktického stromu je jednoducha, pri postupe zdola-nahor, od koncovych vrcholov ku
korefiu stromu sa postupne vykonava vypocet funkcie "x[({1+x)". Prvy problém, ktory musime
riesSit v rdmci genetického programovania, je spésob vyhodnotenia chromozému - stromu.
Toto vyhodnotenie sa forméalne chape ako funkcia y=t(x) priradujica nezavislej premennegj
(vstup) x zavisli premenna (vystup) y. V naSom priklade je tato funkcia uréend vyrazom
t(x)=x01+x). Nech A={(x;y); i1=1,2,...,p} je tréningova mnozina obsahujica p bodov. Nasim
ciefom je n3jst’ taku funkciu t(x) (reprezentovand syntaktickym stromom), ktora minimalizuje
rozdiel (jeho druhi mocninu alebo absolutnu hodnotu) vypocitanych a zadanych hodnét y z
tréningovej mnoziny. Ak je sucet tychto rozdielov cez vietky dvojice vypocitanych a zadanych
hodnét nulovy, funkcia t(x) presne vystihuje body z tréningovej mnoziny. Najst' taku funkciu
sa nam najskér nepodari, no mdéZzeme sa pokusit najst taku funkciu, pre ktort bude tento
sucet minimalny. Hladanu funkciu vyjadrujeme pomocou syntaktickych stromov obsahujucich
predpisané typy vrcholov. Takto formulovana uloha je vefmi blizka regresnej analyze, kde pre
danu tréningovd mnozinu bodov a pre dany typ funkcie hfadame také parametre - koeficienty
funkcie, ktoré minimalizuju ucelovu funkciu. V tomto pripade je "priestor" funkcii podstatne
ohraniceny, ich tvar sa meni len v désledku zmeny parametrov funkcie, ktorej "funkcionalny"
tvar je fixny. John Koza nazval takyto zovSeobecneny pristup k regresii symbolick& regresia.
Symbolicka regresia je len jedna mozZna interpretacia genetického programovania. Iny
pohlad na genetické programovanie je chapanie funkcie t(x) ako "programu" pre spravanie
sa nejakého objektu v prostredi. Tak napriklad pohyb robota v prostredi mbze byt uréeny
funkciou y=t(x), kde x st vstupné informacie (napr. z televiznej kamery) o jeho blizkom okoli
a y su prikazy pre jeho motorické zariadenie. Nasim ciefom je zostrojit' taku funkciu t(x),
ktora ¢o najlepsie popisuje pohyb robota (umelého Zivogicha) a jeho Uspesnost v prostredi. V
tomto pripade uz nemézeme hovorit’ o tréningovej mnozine A ako o mnoZine bodov, ktora je
vopred zadana. Uspe$nost danej funkcie t(x) je dand uspe$nostou robota v prostredi po
ur€itom vopred danom pocte krokov (napr. poctom kuskov potravy, ktoré nazbieral pri
pohybe v prostredi po n krokoch). VysSie uvedeny postup pre ohodnotenie funkcie f(x) je
vhodny pre rieSenie Sirokej triedy problémov adaptidcie pomocou genetického
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programovania. MéZeme teda konstatovat, Ze pristup genetického programovania je vhodny
na rieSenie dvoch tried problémov, a to symbolickej regresie a adaptacie (alebo ucenia) [4-8].

Pre GspeSnu a hlavne efektivnu implementéaciu genetického programovania hré
vyznamnu Ulohu metdda kdédovania stromovych Struktdr. John Koza implementoval genetické
programovanie v jazyku LISP (funkcionalny logicky orientovany jazyk), ktory ma ucinné
programovacie prostriedky pre kédovanie stromov a manipulaciu s nimi. Napriek
jednoduchosti napisanych programov v LISP-e je ich efektivnost necbyéajne mala, redlne
aplikacie vyZaduju pracovné stanice riscovského typu. Na prvy pohlad sa zda, Ze genetické
programovanie je tak zlozita aplikacia, Ze a-priori vyZaduje pracovné stanice riscovského typu
a na pocitaoch triedy PC nie je (alebo je len velmi obtiazne) realizovatelna. V dal3ej casti
tejto kapitoly ukazeme jednoduchy spdsob kddovania stromovych Struktar pomocou tzv.
Readovho linearneho kédu a naznalime jeho implementaciu v pseudopascale. Jeho
vyhodou je, Z2e namiesto funkcionalnych jazykov umoZnuje implementovat genetické
programovanie pomocou Standardnych proceduralnych jazykov (Pascal, C/C++, Fortran,
atd.) na pocitacoch triedy PC, pricom vysledny kod je dostatoéne efektivny, takze su lahko
implementovatelné aj netrivialne aplikacie.

5.2 Korenové stromy a Readov linearny kod
Nech G=(V,E) je strom (sGvisly acyklicky graf [9]), kde V={vy,v5,...,v,} je neprazdna mnoZina

vrcholov a E={ey,e»,...,eq} j& mnoZina hran (pozri obr. 5.1). Kardinality tychto dvoch mnozin
splfiaju podmienku

[\/|:|E|+1 (5.2)
strom korefiovy strom
koren
odlieny
vrchol
—_—
A B

Obrazok 5.1. Diagramaticka reprezentacia stromu (A) a koreriového stromu (B). Ak sa jeden vrchol v
strome odliSuje od ostatnych vrcholov, potom sa strom nazyva koreriovy strom a odliSeny vrchol sa
nazyva koreri.

Nech vOV je vrchol stromu G, valencia (stupef) tohto vrcholu, oznaena val(v), je
nezaporné celé Cislo, ktoré uruje pocet hran incidentnych s vrcholom v. Sucet valencii
v8etkych vrcholov splita podmienku [9]

;val (v)=2g9=2(p-1) (5.2)

\

Koreriovy strom je strom, ktory ma jeden vrchol Specidlne odliSeny od ostatnych vrcholov,
tento vrchol sa nazyva korer (pozri obr. 5.1, diagram B). Korenovy strom je formalne uréeny
ako usporiadana trojica

T=(V.Ev) (5.3)
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kde vOV je koreft. Dva korefiové stromy T =(V,E,v) a T'=(V',E' V') st izomorfné [9] vtedy
a len vtedy, ak existuje také jedno-jednozna¢né zobrazenie @V - V' (T =T') , ktoré
zachovéava susednost vrcholov a zobrazuje korer stromu T na koreh stromu T', t.j. @(v)=V".

Uloha 5.1. Dokazte vztahy (5.1) a (5.2).

Nech 7; je mnoZina obsahujuca v3etky mozZné korefiové stromy, ktoré su zloZzené z i
vrcholov (pozri obr. 5.2). Zjednotenie tychto mnozin
7T=7,070 .. (5.4

obsahuje vietky moZné neizomorfné korenové stromy.

r={e} T2={T} T~ /'\}‘

A

Obrazok 5.2. Prvé $tyri mnoziny 7:-7 , ktoré obsahuju vSetky mozné neizomorfné korefiové stromy s
poctom vrcholov 1 az 4.

Metoda Readovho linearneho kddovania korenovych stromov sa ¢asto pouziva v tebrii
grafov na kon&truktivhu enumeraciu stromovych struktur [10,11]. V poslednej dobe sa tiez
pouZila na kbédovanie stromov pre potreby takej ich konStrukcie, aby mali poZadované
vlastnosti [12].

Readov kod pre korehové stromy je retazec (sekvencia) celych Cisel, ktoré su priradené
bud valencii korefha alebo valencii zniZzenej o jednotku pre ostatné vrcholy (pozri obr. 5.3).
Linearny koéd korefloveho stromu T bude oznaleny code(T); ak strom T obsahuje jeden
vrchol (pozri korefiovy strom na obr. 5.2 patriaci do mnoziny 7;) , potom jeho kéd je code(T)=

'0". Studujme korefovy strom obsahujuci dva alebo viac vrcholov a predpokladajme, Ze jeho
koren je incidentny s r hranami, odstranenim korena zo stromu dostaneme tzv. stromy prve
generacie. Tieto stromy prvej generacie sa znovu uvazuju ako korefové stromy, koreh je
identifikovany s vrcholom, ktory bol susedny s korefiom pévodného stromu. Nech su
vzniknuté korefiové stromy oznacene Ty, Ty, ..., T;, potom Readov kéd pévodného stromu T
je definovany vztahom

code(T) ="r'+code(T,) +code(T,) +... +code(T, ) (5.5)
kde '+ reprezentuje operaciu zretazenia. Ak prava strana (5.5) obsahuje korefiovy strom
obsahujuci dva alebo viac vrcholov, potom je jeho kdd uréeny vzorcom, ktory je podobnym

vzorcu (5.5); tato rekurzivna procedura sa zastavi vtedy, ked vyskytujuce sa korefiové stromy
obsahuju len jeden vrchol (ich kody su jednoducho uréené retazcami '0'). Vysledny kéd

code(T) ma tvar retazca - postupnosti a = (011,0(2 o p) , jeho diZka je oznagena |0(| =p.
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Obrazok 5.3. Konstrukcia Readovho linearneho kédu. Diagram A znazoriuje korefiovy strom, na
ktorom je kazdy vrchol ohodnoteny celym nezapornym ¢islom, ktoré je bud valenciou vrcholu alebo
valenciou zniZenou o jednotku pre ostatné vrcholy. Vysledny Readov kéd sa zostroji (diagram B) tak,
Ze iddc postupne zdola nahor spajame ohodnotenie daného vrcholu a kody nizSich vrcholov. Korefiovy
strom je reprezentovany kdédom, ktory je priradeny korenu.

Uloha 5.2. Zostrojte Readov kod pre niekolko nahodne vybranych koreriovych stromov.

Zakladny problém pre efektivnost Readovho koédu je tzv. analyza (parsing) kodu, ktora
spodiva v jednoznatnom preklade koédu do tvaru, v ktorom su vrcholy a hrany grafu
identifikované. Na toto sa pouzije jednoduchy back-track algoritmus, ktory zostroji postupne
tzv. sled obsahujuci véetky vrcholy korefiového stromu (spanning walk). Tento sled navstivi kazdu
hranu dvakrat (v opa¢nych smeroch), pricom pociato€ny a koneény bod tohto sledu je koreh
(pozri algoritmus 5.1 a obr. 5.4).

procedure Parsing Code (input:d; output:V,E);
begin E:=[; V:={1};
index0:=1; branch0:=al; d:=0; i:=1;
while d=0 do
if branchd>0 then
begin branchd:=branchd—l; i:=1i+1; d:=d+1;
branchd:=ai; indexd:=i;
V:=VD{indexd};
E:=ED{[indexd{,indexd]};
end else d:=d-1;
end;

Algoritmus 5.1. Pseudopascalovskd implementacia analyzy Readovho linearneho kédu, ktory
vyhovuje podmienkam (5.6a-b), tj. k analyzovanému koédu existuje korefiovy strom. Vystupné
parametre V a E sU vrcholova, resp. hranova mnozina. Hibka algoritmu "back-track" je uréena
celociselnou premennou d. Algoritmus postupne navstivi vSetky vrcholy korenového stromu (pozri obr.
5.4). Po ukonéeni algoritmu obsahuju mnoZiny V a E v8etky vrcholy, resp. hrany, pric¢om koren je
indexovany 1.

Teraz uvedieme niekolko poznamok k jednoznacnosti Readovho kédu. Ako vyplyva z
vyssie uvedenej konstrukcie kodu, tato sa mdze realizovat mnohymi spésobmi, t.j. korefiovy
strom T je reprezentovany mnohymi kdédmi. Ina povedane, dva rézne kody mézZu
reprezentovat korefiové stromy, ktoré su izomorfné. Toto ohrani¢enie Readovho kédu sa
jednoducho odstrani tak, Zze vzorec (5.5) sa aplikuje takym spésobom, Ze prislusné
"podkédy" sa usporiadaju pred ich zretazenim do nerasticej alebo neklesajuce] postupnosti.
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Tymto jednoduchym spésobom ziskame tzv. kanonicky Readov kod, ktory mé tu viastnost,
Ze ak dva kanonické kody su rézne, potom odpovedajuce korenové stromy nie su izomorfné.
V nadich daldich dvahach nebudeme pouzivat kanonicky Readov kéd, pre potreby
genetického programovania je uplne postacujuci oby&ajny Readov kod.

Uloha 5.3. Pre koreriové stromy z tlohy 5.2 indexuijte vrcholy pomocou algoritmu 5.1.

Obrazok 5.4. KonStrukcia "back-track” sledu obsahujaceho vSetky vrcholy korefiového stromu, ktory
zadina a kon¢i v koreni stromu. Vrcholy su postupne indexované tak, ako su v slede navStevované.

Obratme teraz nasu pozornost na problém, za akych podmienok je postupnost p
nezapornych celych &isel priradena Readovmu kodu. Takato postupnost sa nazyva grafova,
ak existuje korenovy strom obsahujuci p vrcholov, ktorého Readov kod je totozny s
postupnostou.

Veta 5.1. [10,11]. Nutné a postacujuce podmienky k tomu, aby postupnost
nezapornych celych &isel (0(1,0(2,...,0( p)D {0,12,.}° bola grafova (tj.
existuje korefiovy strom s rovhnakym kédom) maja tvar

Zaizj (i=12,....p-1) (5.6a)

iai =p-1 (5.6b)

Druhu vlastnost (5.6b) mozZno jednoducho dokézat pouzitim vztahu (5.2). Tato veta ma
velky vyznam pre nahodné generovanie korefiovych stromov a pre hladanie podstromov v
korefiovych stromoch, ¢o su ddlezité operacie pre jednoduchu implementaciu mutacie a
krizenia nad stromami.

Uloha 5.4. Pomocou obr. 5.5 ndhodne vygenerujte niekofko kédov a priradte im koreriové
stromy.

Uloha 5.5. Nahodne vygenerujte kédy pomocou nerovnosti (5.6a-b) a verifikujte ich pomocou
grafu na obr. 5.5.
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Obrazok 5.5. Diagramatické znazornenie podmienok (5.6a-b), jednotlivé zlozky kodu (22010210200)
sa interpretuju ako dizky vertikalnych ¢Casti hrubej lomenej &iary. Prerusovana dCiara vyjadruje
nerovnosti (56.6a-b), hruba Ciara musi lezat nad touto Ciarou.

Definujme rekurentne tieto veli¢iny

d=p-1 (5.7a)
d =d_-a._,(j=23..p) (5.7b)
ktoré ohraniguju zhora zlozky kédu (a,,a,....0, )
1<a;<d,(if d;=p-}j) (5.8a)
o<a; <d(ifd, <p-j) (5.8b)

pre j=1,2,...,p. Tieto ohraniCujuce podmienky su velmi vyhodné pre nahodnu generaciu
Readovych kdédov tak, aby boli splnené podmienky (5.6a-b) (pozri obr. 5.5). Implementécia
nahodnej generacie Readovych linearnych kédov sa uskutoéni pomocou algoritmu 5.2.

procedure Generation Code (output:p,d);
begin p:=pyi,trandom(Pupax—Puintl) ;
. :=1+random(p-1); di:=p-1;
for j:=2 to p-1 do
begin dj:=d; 1-0;_:;
if dj=p-j then 0qj:=l+random(d;)
else Oy:=random(d;+1);

end;

Algoritmus 5.2. Pseudopascalovska implementacia nahodného generovania Readovho linearneho
kodu dizky p, ktory je automaticky grafovy, t.j. vyhovuje podmienkam (5.6a-b). Funkcia random (1) je
nahodny generator celych Cisel z uzavretého intervalu [0,T-1]. Algoritmus je zalozeny na podmienkach
(5.7-8). Dizka generovaného kodu je ohraniéena podmienkami pmin <P < Pmax.
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Obrazok 5.6. llustrativny priklad mutacie korefiového stromu. V prvom kroku je nahodne vybrany
nekorefiovy vrchol, ktory je zakruzkovany na lavom koreriovom strome. Prislusny korefiovy podstrom
je nahradeny inym nahodne generovanym korefiovym podstromom. Pociatoény a vysledny kéd
prisludnych korefovych stromov su uvedené pri korefiovych vrcholoch.

Pre mozZnost pouZitia kédovania korenovych stromov pomocou Readovho pristupu v
ramci evoluénych algoritmov je potrebné implementovat’ v ramci tohto pristupu operacie
mutacie a krizenia [12-14]. Operacia mutacie priradi korefiovému stromu stochasticky iny
korefiovy strom, pricom oba stromy mézu mat rézny poclet vrcholov (podty vrcholov su
obvykle ohrani¢ené intervalom [pmin,Pmax])- AK sU stary a novy linearny kéd oznacené a a a',
potom mutéaciu formalne piseme ako operator transformujuci retazec a na retazec a'

a' =0, (a) (5.9)

kde |a],|a| D[P+ Prax] - Podla Kozu [1] sa mutacia korenového stromu realizuje tak, ze v

prvom kroku sa nahodne vyberie nekorefiovy vrchol a prisludny podstrom sa nahradi inym
nahodne generovanym podstromom (pozri obr. 5.6).
Alternativna reprezentacia procesu mutacie sa méze formulovat nasledujicim spdsobom.

Nech je kéd a rozdeleny na tri podkédy, a =(a,,a,,a,), kde podkéd @, odpoveda
nejakému podstromu stromu vyjadrenému kédom a (pozri obr. 5.6 a 5.7). Podkdéd «, sa
nahradi novym n&hodne generovanym podkédom @, potom dostaneme novy kod
interpretovany ako mutacia kédu a, a' = (al,a'z,or3) . Dizka podkédov 01, a O}, je ohrani¢ena
nerovhostami
pmin _|a| +|a2| S|a'2| = pmax _|a| +|a2| (510)
Podkdd d, kédu d sa ur€i tak, Ze najprv nahodne uréime tzv. mutaény bod 2<t< |or|—1,
ktory Specifikuje polohu v kdéde a, od ktorej za¢ina podkdd d, . Ako efektivhe stanovime
dizku podkédu o, ? Na tento ugel je vhodné pouzit nerovnosti (5.6a-b): hovorime, 2e podkéd
0, ma dizku r, ak st splnené nasledujice podmienky
i

Zam_lzj (i=12,..,r-1) (5.11a)

r

Zam_l =r-1 (5.11b)
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Uloha 5.6. Pre kédy vygenerované v Ulohe 5.4 uréte podkddy pomocou nerovnosti (5.11).
Vykonajte graficku interpretaciu podkédu.

Pseudopascalovska implementacia mutacie Readovho linearneho kédu je uvedena v
algoritme 5.3.

procedure Mutation (input:p,d;output:p',a');
begin T:=2+random(p-1);
ri=dlzka podkdéddu A, kédu A, ktory zadina
v bode T;
' i =Ppin—ptrtrandom (Pupay—Pmintl) 7
Generation Code(r', d;);
G'Z(GDGEH3); p':=p-r+r';

end;

Algoritmus 5.3. Implementacia mutaéného procesu aplikovaného na kdd a, pricom vysledny kéd je
a'. Algoritmus sa inicializuje nahodnym generovanim mutaéného bodu 1, dizka podkoédu, ktory zacina
v bode 1 je vyjadrena premennou r. Dizka nového nahodne generovaného podkédu je oznaéena r'.

procedure Crossover (input:p, f,d,B;output p', ', a',B');
begin T:=2+random(p-1); T:= 2+random(r§ —1)

a’ :(Gl,az,ag); B:(B11B21B3);
p'i=p- | +IB2l; P'i= PoIBaltlaz];
end;

Algoritmus 5.4. Implementacia operatora kriZenia dvoch rodi€ovskych linearnych kédov a a 8, ktoré
st modifikované na nové linearne kédy - potomkov a' a B'. Nahodny vyber bodov krizeniata T sa

realizuje tak, ze dizky novych linearnych kédov vyhovuju nerovnostiam Prmin s|c(’|5pmax a

pmm S |B,| < pmax .

Nech a a 8 su dva (rodi¢ovské) linearne kody korefiovych stromov, aplikovanim operacie
krizenia dostaneme dva nové linearne kody (potomkov) a'a f'

(a',B) = Oposs (a1,B) (5.12)

Tato operacia sa realizuje podla Kozu [1,2] tak, Ze v rodi¢ovskych kédoch - chromozémoch a
a B nahodne vyberieme dva body krizenia a prislusné podkddy, ktoré zadinaju v tychto
bodoch, sa vymenia (pozri obr. 5.7).

Alternativna reprezentacia operatora kriZzenia je nasledujuca: nech rodi¢ovské kody a a B
korefiovych stromov maju tvar a = (a,,a,,a,), resp. B=(B..B,.B;), kde pociato&né body
podkodov a, a B, boli nahodne generované. Aplikacia operacie krizenia na rodi¢ovské kddy
a a B spociva vo vymene podkddov a, and B, , potomkovia maju potom tvar

o :(al'B21a3) ap :(B11a21ﬁ3) (5.13)

Dizka potomkov je uréena vztahmi |o'|=|al-|oa|+|B2] @ |B'[=IBI-IB2l+|az| , pricom tieto dizky su
ohrani¢ené nerovnostami p., <|a'|< Py, reSP. P <|B|< Pna - Pseudopascalovska
implementacia operatora kriZzenia je uvedena v algoritme 5.4.
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Obrazok 5.7. llustrativny priklad operacie krizenia dvoch rodi¢ovskych korefovych stromov, ktoré sa
modifikované na dva nové koreriové stromy - potomkov. Zakruzkované vrcholy oznaduju nahodne
generované body krizenia. Operacia krizenia spociva v tom, Ze podstromy sa medzi korefiovymi
stromami vymenia.

Posledny problém, ktory budeme 3$tudovat v tejto kapitole, je tzv. kompresia Readovho
kodu, ktord uzko suvisi s pristupom ADF (Automatically Defined Function) pouZivanym
Kozom na zvy3enie efektivnosti genetického programovania [2]. Nech je korefiovy strom T
reprezentovany kddom a. Ak vyberieme v tomto strome podstrom, potom kéd a méze byt

vyjadreny rozkladom o :(0(1,0(2,0(3), kde a, odpoveda kodu vybraného podstromu (pozri

obr. 5.8). Proces kompresie spociva v substiticii podkédu a, tzv. komprimovanym kédom
typu (n00...0), kde n je pocet koncovych vrcholov v podstrome (alebo polet zloZiek '0' v
podkdde a; ).

a = (a,,0,,a,) ™= q= (0,0, Zmpress (n00...0),015) (5.14)

compress

Ako realizovat inverzny proces ku kompresii? Nech kéd 3 obsahuje vrchol interpretovany
ako "komprimovany" vrchol. Potom sa koéd B mdze dekomprimovat tak, Ze odpovedajuci
podstrom priradeny komprimovanému vrcholu sa nahradi korefiovym podstromom, ktory
indukuje dany komprimovany vrchol, pri¢om niektoré koncové vrcholy sa mézu substituovat
podstromami (pozri obr. 5.9).

Uloha 5.7. Podrobne prestudujte priklady kompresie a dekompresie znazornené na
obrazkoch 5.8 a 5.9. Navrhnite iné pripady kompresie a dekompresie.
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Obrazok 5.8. |llustracny priklad kompresie Readovho linearneho kdédu. Korefiovy strom
reprezentovany diagramom A sa komprimuje na menSi korefiovy strom reprezentovany diagramom B.
Tento proces sa vykona tak, Zze vybrané podstromy (ich korefiové vrcholy su zakruZkované) v
diagrame A sa nahradia novymi vrcholmi (Stvorcovym alebo ovalnym), ktoré sa incidentné len s
koncovymi vrcholmi, priCom ich pocet je rovhaky ako poc€et koncovych vrcholov v pdvodnych
podstromoch.

32(01200)00(E00202000) 32(12101200)00(3001212020010)

200202000
#©01200Q,

A B

Obrazok 5.9. llustrativny priklad dekompresie Readovho linearneho kédu. Korefiovy strom A obsahuje
dva komprimované vrcholy reprezentované Stvorcovym a ovalnym vrcholom, pri€om vrcholy oznacené
Stvorcom (pdvodne koncové) su nahradené retazcami 1200, resp. 20200. Ak su komprimované
vrcholy "dekomprimované" odpovedajucimi korehovymi podstromami (pozri obr. 5.8), potom sa
pévodny strom A dekomprimuje na vacsi strom B, ktory uz obsahuje len Standardné vrcholy.

5.3 Symbolicka regresia

Symbolicka regresia patri medzi zakladné aplikacie genetického programovania. Ako uz bolo
spomenuté v Gvodnej kapitole 5.1, symbolick& regresia spo€iva v hladani takej funkcie
reprezentovanej syntaktickym stromom s predpisanymi operaciami, ktora &o najlepsie
aproximuje udaje z tréningovej mnoziny.

Co je syntakticky strom? Pod syntaktickym stromom t budeme rozumiet korefiovy strom
T, ktorého vrcholy su ohodnotené symbolmi aritmetickych (alebo inych) operacii a cely strom
sa modze ohodnotit realnym &islom reprezentujucim hodnotu funkcie, ktora je priradena
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stromu pre danl vstupni hodnotu nezavislej premennej (alebo nezavislych premennych).
Vrcholy v syntaktickych stromoch klasifikujeme takto (pozri obr. 5.10):

wkoref
(A— funkcionalne vrcholy

(J (D
\ OO
koncové vrcholy (listy)

Obrazok 5.10. Klasifikacia vrcholov syntaktického stromu na funkcionalne a koncové (listy).

(1) Koncové vrcholy odpovedaju nezavislym premennym X.y,... alebo
nezpornym celo€iselnym konstantam 0,1,2,....

(2) Funkcionalne vrcholy odpovedaju jednoduchym operaciam, ktoré su
unarne, binarne, ternarne,... .

Formalne méZzeme syntakticky strom vyjadrit’ ako usporiadanu dvojicu
t= (T,(p) (5.15)

kde T je korefovy strom ur&ujuci Strukturu syntaktického stromut a @ je zobrazenie vrcholov
korefiového stromu na "aritmetické" symboly, premenné alebo konstanty

oV - {0~ Xy, 12,0} (5.16)
fu(a) a,b) Ift(a,b,c)
@ @ @ ® ©
A B C

Obréazok 5.11. Klasifikacia funkcionalnych vrcholov na unarne (A), binarne (B) a ternarne (C). Unarny
vrchol méa jedného predchodcu, ktorého hodnota a sa zobrazuje na funként hodnotu fy(a). Binarny
vrchol ma dvoch predchodcov, ich funkéné hodnoty a a b s zobrazené na fy(a,b). Ternarny vrchol
ma troch predchodcov, hodnoty a, b a ¢ su zobrazené na fi(a,b,c). Vo vSeobecnosti plati, Ze binarne,
unarne, ... vrcholy nie st "komutativne”, t.j. napr. pre binarny vrchol plati f; (a,b)#f: (b,a).

Kazdému syntaktickému stromu t priradime funkciu t(x.y,....), kde X.y,.... sU nezavislé
premenné, nasledujucim rekurzivnym spdsobom: Nech je kazdy vrchol syntaktického stromu
oznaceny indexom, toto indexovanie je realizovatelné pomocou algoritmu 5.1 (pozri obr.
5.12). Potom sa i-temu vrcholu mézZe predpisat’ "aktivita" x; tak, Ze koncové vrcholy pre tieto
aktivity su rovné ohodnoteniam tychto vrcholov (t.j. konStantdm alebo nezavislym
premennym), pri postupe zdola nahor tieto aktivity postupne pocitame tak, Ze na zaklade
topologie syntaktického stromu pocitame aktivity tych vrcholov, ktoré maju predchodcov s uz
znamymi hodnotami aktivit. Tento proces koné&i v koreni stromu, jeho "aktivita" sa rovna
hodnote funkcie t(x,y,...) priradenej syntaktickému stromu t (pozri obr. 5.12)
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x, =t(x,y,...) (5.17)

)2 ()3 X=X 4X,=1+X
X,=X

(Ja (5 x,=t(x)=x,*X,=x*(1+X)

Obrazok 5.12. llustrativny priklad interpretacie jednoduchého syntaktického stromu, jednotlivé
"aktivity" sa pocitaju "doprednym Sirenim" po strome, zacina sa od koncovych vrcholov a koné&i sa v
koreni stromu, jeho "aktivita" priamo odpoveda hodnote funkcie.

Pre dany subor funkcionalnych a koncovych vrcholov méZzeme definovat mnozinu 7
obsahujucu v8etky moZzné neekvivalentné syntaktické stromy, ktoré maju pocet vrcholov z
predpisaného intervalu a ktoré st ohodnotené symbolmi z predpisanych suborov

7 ={t,t,..} (5.18)

Budeme pouzZivat konvenciu, ?e kaZdy syntakticky strom tOZ7 sa identifikuje so svojou

interpretaciou - funkciou t(x,y,...). To znamena, ze mnozina 7 sa méze tiez alternativne
chapat ako mnozina funkcii, ktorych tvar je ohrani¢eny podmienkami kladenymi na
syntaktické stromy.

Ako kodovat syntaktické stromy? Podfa (5.15) je syntakticky strom definovany ako
korefiovy strom, ktorého vrcholy su ohodnotené zobrazenim (5.16), t=(T,@). Nech Readov
linearny koéd stromu T je code(T)=a=(0y,0,...,0p), potom sa linearny kéd syntaktického
stromu t méze zostrojit' tak, Ze Readov kéd korefioveho stromu sa rozsiri o zobrazenie @

code(t):((al,cpl),(az,cpz),...,(ap,(pp)) (5.19)

kde @ je ohodnotenie i-teho vrcholu bud funkcionalnym alebo koncovym symbolom. Tymto
spo6sobom sme dostali jednoduchy prostriedok na kédovanie syntaktickych stromov pomocou
Readovho linearneho kddovania korefiovych stromov, pozri obr. 5.13.

korefovy strom T syntakticky strom ¢
1 ()1
2 OF (D3
4 5 0 4 e 5
code(T)=(20200) code(t)=((2,%),(0,x),(2,%+),(0,1),(0,x))
A B

Obrazok 5.13. Tvorba kédu syntaktického stromu t pomocou Readovho linearneho kédu priradeného
korefiového stromu T. Kéd syntaktického stromu ziskame z pévodného kédu korefiového stromu tak,
Ze kazdu jeho zloZku sprevadza aj ohodnotenie prislusného vrcholu.

Majme tréningovu mnozinu obsahujucu n bodov (regresnu tabulku)
Atrain :{Xi / y|1| :Lzr---an} (520)
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Ciefom Standardnej regresnej analyzy je najst’ také optimalne parametre modelovej funkcie
G(x;w) , kde w su parametre funkcie G, Ze nasledujuca ucelova funkcia sa minimalizuje

E(w)= ZIG(Xi W) -yl (5.21)
Této funkcia ma minimum v bode

W o =arg minE (w) (5.22)

Hovorime, Ze adaptovana funkcia G(x,w,;) modeluje tréningovi mnozinu Again .
Symbolicka regresia ide dalej ako Standardna regresna analyza, hlada v mnoZine 7 taku
funkciu, ze nasledujuca ucelova funkcia (funkcional) sa minimalizuje

E(t)= Z|t(xi )=y (5.23)
pricom tato ucelova funkcia ma minimum v "bode"
to =arg mink (t) (5.24)

Symbolicka regresia je hlavnym cielom Kozovho genetického programovania s
obmedzenim, Ze povolené su len tie funkcie, ktoré mézu byt reprezentované syntaktickym
stromom obsahujicim povolené funkcionalne a koncové vrcholy.

RieSenie minimalizacného problému (5.22) sa realizuje pomocou genetického algoritmu
prezentovaného v predchadzajucej kapitole. Stochastické operacie mutacie a krizenia su
definované podobnym spdésobom ako pre korenové stromy. Operacia mutacie zmeni
syntakticky strom t na iny syntakticky strom t', formalne

t' =0, (t) (5.25)

urCitd Cast syntaktického stromu (t]. syntakticky podstrom) sa nahradi n&hodne
generovanym syntaktickym podstromom (pozri obr. 5.14).

mutacia

nahodne vybrany
syntakticky podstrom

nahodne generovany
syntakticky podstrom

Obrazok 5.14. llustraény priklad mutacie syntaktického stromu t na iny syntakticky strom t' . V prvej
etape mutédcie sa nahodne vyberie podstrom a tento sa v druhej etape zameni za nahodne
vygenerovany podstrom. Formalne mbéZzeme povedat, Ze stochastickou operaciou mutacie sa funkcia
t (x) priradena pévodnému stromu zamenila za novu funkciu t' (x) .

Kazdému syntaktickému stromu méZeme jednoznacéne priradit funkciu t(x,y,...), potom

mutaciu méZzeme formalne chapat ako stochasticku transforméciu funkcie na ind funkciu, v
pripade ilustraéného prikladu na obr. 5.14 tieto funkcie maju tvar
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t(x)=(2+x)0(x- 1)
t'(x) = (x O(+ x))0(x 1)
Operacia krizenia pre dva syntaktické stromy je definovana analogickym spésobom ako
pre korefiove stromy. Majme dva syntaktické stromy t; a t, , stochastickou operaciou krizenia
sa tieto dva stromy transformuju na dva nové stromy t; a t,
(tll’t'Z) = ocross (tl!tz) (527)
Tato operacia sa realizuje tak, Ze v stromoch nahodne vyberieme dva podstromy a tieto
navzajom vymenime (pozri obr. 5.15).

(5.26)

nahodne vybrany

nahodne vybrany podstrom
podstrom z
N
[}
3.
t' ® !
1 2
< ©
(+ © & ©
SRS CEO g v d B
&g & B

Obrazok 5.15. llustraény priklad krizenia dvoch syntaktickych stromov. V prvej etape v kazdom
strome sa nahodne vyberie podstrom, v druhej etape sa tieto podstromy vzajomne zamenia. Formalne
mobzeme povedat, Ze operaciou krizenia sa dve funkcie t1(x) a t2(x) pretransformovali na nové funkcie

t(x)at(x) .

Podobne ako v predchadzajucom priklade mutacie aj pre krizenie mbézeme hovorit, Ze
stochasticka operacia krizenia nam transformovala vychodiskové funkcie t;(x) a t;(X) na nové

funkcie t;(x)a t; (x) . Pre pripad syntaktickych stromov na obr. 5.15 maju tieto funkcie tvar
t,(x) = (1+2x) E(x— x2)

(5.28)

Uloha 5.8. Implementujte geneticky algoritmus (pozri algoritmus 4.5) tak, Ze chromozémy
buda uréené ako Readove linearne kédy s ohodnotenim vrcholov podia (5.18-19). Toto
ohodnotenie vykonajte tak, Ze syntaktické stromy budid odpovedat bud raciondinym
polynémom (t.j. funkéné vrcholy st +,-,* a /, koncové vrcholy sa celo¢iselné konstanty alebo
premenna x) alebo boolovskym funkciam (t.j. funkéné vrcholy st operéacie and, or, xor, a not,
a koncové vrcholy su jednotlivé boolovské premenné).
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Uselovi funkciu (5.24) rozsirte o penalizaény ¢&len, ktory bude uprednostriovat’ syntaktické
stromy s men8&im poctom vrcholov

E(t):i|t(xi)—yi|+5|t|

kde o je mala kladna konstanta a symbol |{| vyjadruje poCet vrcholov v strome t. Modifikujte
napisant implementaciu tak, Ze bude odpovedat horolezeckému algoritmu alebo evoluénému
programovaniu. Porovnajte efektivnost tychto troch rozdielnych metéd pri konStrukceii funkcii,
ktoré reprodukuju predpisanu regresnt tabutku.

5.4 llustrativne priklady symbolickej regresie - parita a symetria
binarnych vektorov

Nech a = (al,cxz,...,un)je n-rozmerny binarny vektor. Hovorime, Ze tento vektor ma parnu
(neparnu) paritu, ak obsahuje parny pocet (neparny poclet) jednotiek, parna parita sa
definitoricky pouZije aj pre binarny vektor obsahujuci samé nuly. Tato charakteristika
binarnych vektorov sa méze chapat ako boolovska funkcia, ktord zobrazuje nezavislé binarne
premenné a,,d,,...,a,na binarnu zavisli premennud (1 pre parnu paritu a 0 pre neparnu
paritu)

y = parity (o,a5,...,0,) (5.29)

Pre n=2,3,4 je funkcia parity() vSetkych mozZnych binarnych vektorov uréena regresnymi
tabulkami uvedenymi v tab. 5.1. Parita binarneho vektora sa mdze formalne vyjadrit’ takto

parity (o) =1+ Ei a, ﬁh (5.30)

To znamena, Ze parita binarneho vektora a sa uré¢i ako jeden plus modulo 2 poétu jednotiek v
bindrnom vektore a. Napriklad ak a obsahuje parny pocet jednotiek, potom modulo 2 tohto
poctu je nula, &ize podla vyssie uvedenej definicie parita je rovna parity(a)=1+0=1.

Symetria bindrneho vektora a = (011,0(2 ,...,an) je definovana nasledujucim spdsobom

O (ak a;=0a,,, prei=12,..k)
symmetry (a) = % (5.31)
E) (ostatné pripady)

kde n=2k alebo n=2k+1. Binarny vektor a ma jednotkovi symetriu vtedy, ak m& "stred
symetrie”. Pre n=2,3,4 je funkcia symetrie vSetkych moznych binarnych vektorov urcena
regresnymi tabulkami uvedenymiv tab. 5.1.

Boolovsku funkciu parity méZzeme vyjadrit pomocou negacie (not) a vylu¢ovacieho alebo
(exclusive or, xor) (pozri tab. 5.2 pre definiciu tychto funkcii) nasledujucim jednoduchym
spbsobom

arity (a,,a,,...,a , )= not (o, xora , Xor...xora |,
parity (o, ) (@,xora, ) (5.32)
= (a,xor a,xor...xor a,_, ) xor (nota )
Pre n=2,3,4 dostaneme

arity (a,,0, )= not (o, xor o
parity (a,,a,) (a, 2) (5.333)
= a, xXornota,
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parity (0,005 )= not (&, xora , xora ;) (5.33b)
= (a,xor a, ) xor (nota)

parity (a,,0,,0,.0, )= not (o, xora , xord , xom ) (5.33¢)

= (a,xora,xoras ) xor (nota,)

Diagramaticka vizualizacia tychto vyrazov pomocou syntaktickych stromov je znazornena
na obr. 5.16.

) o)
o) () )

n=2

n=4
Obrazok 5.16. Syntaktické stromy pre boolovsku funkciu parity vyjadrend vyrazmi (5.33a-c).

Tabulka 5.1. Regresné tabulky pre paritu a symetriu binarnych vektorov dimenzie n=2,3,4

n=2 n=3 n=4
No. o1 | 02 Ypar Ysym a1 | O2 | O3 Ypar Ysym 01 Oz | O3 | Q4 Ypar Ysym
1 0 0 1 1 0 0 0 1 1 0 0 0 0 1 1
2 0 1 0 0 0 0 1 0 0 0 0 0 1 0 0
3 1 0 0 0 0 1 0 0 1 0 0 1 0 0 0
4 1 1 1 1 0 1 1 1 0 0 0 1 1 1 0
5 1 0 0 0 0 0 1 0 0 0 0
6 1 0 1 1 1 0 1 0 1 1 0
7 1 1 0 1 0 0 1 1 0 1 1
8 1 1 1 0 1 0 1 1 1 0 0
9 1 0 0 0 0 0
10 1 0 0 1 1 1
11 1 0 1 0 1 0
12 1 0 1 1 0 0
13 1 1 0 0 1 0
14 1 1 0 1 0 0
15 1 1 1 0 0 0
16 1 1 1 1 1 1
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Tabulka 5.2. Hodnoty unarnej funkcie not a binarnych
funkcii or, xor a and.

X1 | Xo not X X1 0r Xo | X1 XOr X, : X; and X
0 0 1 0 0 0
0 1 1 1 1 0
1 0 0 1 1 0
1 1 0 1 0 1

Boolovské funkcia symmetry je uréena pomocou (5.31), prepis pomocou logickych funkcii
ma jednoduchy tvar

symmetry (0a,0,,...,0, )=

éhot ((a, xor @y )or (@, xor a,_)or..or @, xora,.,)) (pre n= 2k+ 1)

(5.34)
=0
%mt ((a,xor oy, )or (@, xor a,,)or..or @, xora,,)) (pren= 2k)
Pre n=2,3,4 mé tato funkcia tvar
symmetry (a,,a,)= not (a,xora ,) (5.35a)
symmetry (a,,a,,0 ;)= not (o, xora ;) (5.35b)
symmetry (o,,0,,05.0 , )= not (@, xor , ) or @ ,xo0 5)) (5.35¢)

Syntaktické stromy priradené tymto vyrazom maju tvar zndzorneny na obr. 5.17.

) )
o) o)

(%) D ® OO,
n=3

n=2

Obrazok 5.17. Syntaktické stromy boolovskych vyrazov vyjadrujacich symetriu binarnych retazcov
podla vyrazov (5.35).

V désledku toho, Ze binarna operacia xor je komutativna a asociativna, boolovské funkcie
(5.32) a (5.34) su invariantné vzhladom na fubovolnu permutéciu binarnych premennych ay,
a,, ..., 0. Napriklad to znamenad, Ze syntakticky strom pre n=4 na obr. 5.17 definuje rovnaku
boolovsku funkciu pre v3etkych 4!=24 permutécii premennych ay, o, 03, 04 .

Nech mnoziny povolenych vrcholov maju toto zloZenie:

(1) koncové vrcholy { a4, 0y, a3, 04},

(2) unarny vrchol { not } ,

(3) binarne vrcholy { and , or , xor } .

Potom mnoZina 7 obsahuje také korenové stromy, ktorych vrcholy patria do vysSie

uvedenych troch mnozin vrcholov. Geneticky algoritmus (pozri algoritmus 4.5) je teraz
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modifikovany tak, Ze populacia chromozémov obsahuje syntaktické stromy z mnoziny 7,

ktoré sa nahodne generovali pri inicializacii algoritmu. Kazdy syntakticky strom - chromozom
odpoveda boolovskej funkcii, pricom hodnota ucelovej funkcie (funkcionélu) (5.21) priradena
tomuto syntaktickému stromu sa pocita pre danu regresnu tabulku (pozri tab. 5.1).

epocha=100,

t|=14 epocha=170,

t|=12  epocha=350,

t|=10 epocha=420),

t|=8

Obrazok 5.18. Znazornenie syntaktickych stromov produkovanych genetickym programovanim pre
symbolickd regresiu parity binarnych vektorov dimenzie n=4. VSetky tieto stromy maju nulovi
hodnotu ucelovej funkcie (5.23), penalizaény &len z uUlohy (5.8) zvyhodriuje tie stromy, ktoré maju
mensi polet vrcholov. Posledny strom je totoZzny so stromom na obr. (5.16), takze mdzZzeme
konstatovat, Ze v tomto Specialnom pripade symbolickej regresie poskytuje genetické programovanie
optimalny vysledok.

and

not

XOr,

XxXor xor

epocha=125, |t|=12 epocha=205, |t|=10 epocha=570, |t|=9 epocha=3820, |t|=8

Obréazok 5.19. Syntaktické stromy pre symetriu binarnych vektorov dimenzie n=4. Posledny strom je
totozny so stromom na obr. 5.17. V tomto Specialnom pripade genetické programovanie opét
poskytuje spravny vysledok.
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Geneticky algoritmus obsahoval populaciu zloZzenu zo 100 chromozomov (syntaktickych
stromov zakodovanych pomocou Readovho kédu). Pravdepodobnost operacie krizenia
Paoss=0.5, operacia mutacie sa aplikuje na kazdy strom vstupujuci do krizenia s
pravdepodobnostou P,,=0.1. Ugelova funkcia mala modifikovany tvar z ulohy 5.8, pricom
penalizacna konstanta $=0.01. Vysledky ziskané touto verziou genetického programovania
pre boolovské funkcie parity a symetrie st uvedené na obr. 5.18 a 5.19.
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v 7

6. Simulované zihanie

6.1 Uvodné poznamky

Metdda simulovaného zihania [1,2] (Simulated Annealing - SA) patri medzi tie stochastické
optimaliza¢né algoritmy, ktoré, ako naznacuje uz ich nazov, maju zaklad vo fyzike (na rozdiel
od inych stochastickych optimaliza¢nych algoritmov, ktoré maju svoj zaklad vaésinou v
biologii). Algoritmus simulovaného Zihania je zaloZzeny na analogii medzi Zihanim tuhych
telies a optimalizaénym problémom. Pociatkom 80-tych rokov Kirkpatrick, Gelatt a Vecchi [3]
(Watson Research Center of the IBM, USA) a nezavisle Cerny [4] (p6sobiaci ha Katedre
teoretickej fyziky MFF UK v Bratislave) dostali genialny napad, Zze problém hladania
globalneho minima sa moézZe realizovat podobnym spdsobom ako Zihanie tuhého telesa.
Tento novy pristup k hfadaniu globalneho minima funkcie bol nazvany simulované Zihanie.

—

Obrazok 6.1. Znazornenie fyzikalnej realizacie zihania. Teleso sa vlozi do pece (lavy blok), ktora je
vyhriata na vysoku teplotu Tmax. Teplota sa programovacim zariadenim (pravy blok) pomaly znizuje na
teplotu Tmin. Tymto spdsobom sa odstrania Struktirne defekty vyskytujuce sa v telese.

Zihanie vo fyzike oznaduje taky proces, v ktorom je teleso umiestnené do pece vyhriatej
na vysoku teplotu a postupnym pomalym zniZovanim teploty (pozri obr. 6.1) sa odstraruju
vnutorné defekty telesa. Pri vysokej teplote su Castice telesa (atomy alebo molekuly)
nahodne usporiadané v priestore, takZe teleso je roztopené. Potom sa teplota postupne
zhizuje, vsetky Castice telesa maju moznost’ dostat’ sa do rovnovaznej polohy, €ize energia
telesa sa znizuje. Budeme predpokladat, Ze proces ochladzovania je dostato¢ne pomaly,
potom pre kazdu teplotu T je Zzihané teleso v tepelnej rovnovahe, ktora je opisana
boltzmannovskym rozdelenim pravdepodobnosti, Ze pri teplote T je teleso v stave i s
energiou E;

1 0 E DO
w; (E;) = Wexp T (6.1a)

kde k je Boltzmannova konStanta a Q (T) je normalizacny faktor nazyvany partiéna funkcia

Q(T)= 3 exp ErkE—Tiﬁ (6.1b)
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kde séitanie obsahuje vSetky stavy i telesa. Ak teplota T klesa, potom boltzmannovskéa
distribucia uprednostiiuje stavy s mensou energiou. V pripade, Ze sa teplota blizi k nule, stav
s minimalnou energiou ma nenulovl (jednotkovl) pravdepodobnost. Zial, ako je dobre
zname, ak je ochladzovanie telesa prili§ rychle (telesu nie je umoznené ziskat tepelnu
rovhovahu pre kazdu teplotu T ), defekty v telese méZu "zamrznut" za vzniku metastabilnych
Struktur, ktoré su vzdialené od mriezkovej Struktury s najnizSou energiou.

Ako simulovat fyzikalnu evoluciu systému (napr. mnohocasticového krystalu) smerom k
tepelnej rovnovahe pre danu teplotu T ? Metropolis a spol. [5] navrhli metédu Monte Carlo,
ktora simuluje evoluciu systému tak, Ze generuje postupnost’ stavov systému nasledujucim
spdsobom: Nech je dany aktualny stav systému (uréeny polohou Castic telesa), potom sa
mala nahodna porucha generuje tak, Ze ¢astice su "jemne" posunuté. Poznamenajme, Ze
tato porucha musi byt "symetricka", tj. pravdepodobnost’ toho, Ze malou poruchou sa stav A
zmeni na stav B, musi byt rovnaka ako pri zmene malou poruchou stavu B na stav A. Ak je
rozdiel AE=Epenubed = Ecurent Medzi poruSenym stavom a aktualnym stavom negativny
(Eperturbed < Ecurrent ), potom proces pokracuje s novym porusenym stavom. V opacnom
pripade, ak AE =0, pravdepodobnost Pr(perturbed —current) akceptovania poruSeného
stavu urguje exponenciala exp (~AE / kT) (pozri obr. 6.2)

Pr (perturbed — current) = min (1, exp (-AE / kT )) (6.2)

J )
I\

0.2
\[ \ =20
=0.1\|1=0. 1=1.0

0.0
0 2 4 6 8 10
funkéna hodnota f’

pravdepodnost Pr

Obréazok 6.2. Priebeh Metropolisovho kritéria Pr=min(1,exp(-(f-f )/T)) pre rozne teploty T, kde f je fixna
funkéna hodnota (f=4) a f' je nezavisla premenna z intervalu [0,10]. Pre klesajuce hodnoty teploty T a
pre f>f pravdepodobnost Pr - 0,ak T -0.

Toto pravidlo akceptovania poruseného stavu sa nazyva Metropolisovo kritérium. Podla
tohto kritéria aplikovanim velkého poctu poruch a ich akceptovanim do dalsieho procesu s
pravdepodobnostou (6.2) dostaneme systém v tepelnej rovnovahe, pricom distribacia
pravdepodobnosti rozloZenia stavov sa asymptoticky blizi k boltzmannovskej distribucii (6.1).
Tento tvar metddy Monte Carlo sa v Statistickej fyzike nazyva Metropolisov algoritmus [5]. K
tomu, aby sme formalizovali Metropolisov algoritmus (pozri algoritmus 6.1) zavedieme
nasledujici formalizmus (ktory je vhodny pre aplikaciu simulovaného Zihania na
minimalizaciu funkcii): nech je stav systému uréeny stavovou premennou X (Vo vSeobecnosti
vektor obsahujici mnoho nezavislych realnych premennych) a energiou f(x). Proces
poruSenia stavu x na iny stav x’ je formélne reprezentovany stochastickym operatorom,
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X' =Operur(X) . Stochasticky charakter tohto operatora spo€iva v ndhodnej zmene stavu x na
stav x’.

Ako uz bolo poznamenané, Metropolisov algoritmus [5] produkuje distribuciu
pravdepodobnosti stavov, ktor4 sa asymptoticky bliZi k boltzmannovskej distribtcii (6.1)

1 0 f(x)O

w; (x) = Q(T)expg—?g (6.3a)
)D

(6.3b)
Z D T D

kde sucet obsahuje vsetky stavy x. Pre jednoduchost sa Boltzmannova konStanta k teraz
vynechala (pozri rovnice (6.1a-b), forméalne bola tdto konstanta zahrnuta do teploty T.

procedure Metropolis_al gorithm(input: Xjni, Knax, T; Out put : Xout) ;
begi n k:=0; X:=Xjni;
whil e k<kpx do
begi n k: =k+1;
=Qertur(X) ;
Pr:=min(l, exp(-(f(x)-f(x))/T));
i f randonxPr then x:=x";
end;
Xout = =X;
end;

Algoritmus 6.1. Implementacia Metropolisovho algoritmu. Procedudra sa inicializuje tak, Ze pociatoény
stav sa polozi rovny vstupnému stavu Xin, opakuje sa kmax -krat (toto €islo musi byt dostato¢ne velké,
aby sa dosiahla tepelna rovnovéaha). Symbol Opernur modifikuje aktualny stav x na x'. Akceptovanie
nového stavu sa rieSi pomocou Metropolisovho kritéria realizovaného pre teplotu T. Po skon&eni
Metropolisovho algoritmu je vystupnym stavom Xqy: posledny stav x.

Metropolisov algoritmus sa méze pouzit na pocitatovl simulaciu Zihania. V tomto
pristupe sa simulované zihanie chape ako postupnost Metropolisovych algoritmov
realizovanych pre postupnost vhodne sa zniZujucich tepldt, pricom vystupny stav Xou 2
posledného Metropolisovho algoritmu sluzi ako vstupny stav x;, pre nasledujici Metropolisov
algoritmus. Tato procedura sa inicializuje tak, ze teplota T sa polozi rovna maximalnej
teplote Tyax @ Metropolisov algoritmus sa aplikuje tak dlho (kmax -krat, kde kinax je parameter
Metropolisovho algoritmu), az sa dosiahne tepelna rovnovaha. Potom sa teplota zniZi (napr.
pravidlom T:=aT , kde 0<<a<1) a znovu sa aplikuje Metropolisov algoritmus, pricom sa
predpoklada, Ze sa dosiahne tepelna rovnovaha. Algoritmus sa ukongi vtedy, ked teplota T
dosiahne minimalnu hodnotu Ty,,, pre ktorl uz ziadny stav s vy$3ou funkcionalnou hodnotou
nie je akceptovany (skoro nulova pravdepodobnost akceptovania). "Zamrznuty" stav X, sa
potom chépe ako vysledné rieSenie (pozri algoritmus 6.2).

Jeden zo z&kladnych problémov simulovaného zihania je $pecifikacia teplot Trax, Tmin @
pravidla pre znizovanie teploty T. V literatdre boli navrhnuté rézne schémy, ako urit' tieto
parametre simulovaného Zihania [1,2,6]. PretoZe naplhou tejto kapitoly nie je podrobne
Studovat' tedriu simulovaného Zihania, budeme pouZivat najjednoduchsi pristup pre
ochladzovanie (multiplikativny pristup pomocou parametra o) a pociato¢na teplota je zvolena
tak, aby priblizne 50% porudenych stavov bolo akceptovanych Metropolisovym algoritmom.
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procedure Sinul at ed_anneal i ng(i nput : Tnin, Thax, Kmax, O; OUt put : Xept ) ;
begi n Xin:=nahodne vygenerovany stavovy vektor;

T: =Trax;

while T>Ty, do

begin Metropolis_algorithm Xini, Xout, Knax, T) ;

Xini - =Xout
T: =a*T,
end;
Xopt - =Xout

end;

Algoritmus 6.2. Implementacia simulovaného Zihania, vstupné parametre sU Tmin, Tmax, Kmax, O,
vystupny parameter je Xopt. Algoritmus sa inicializuje nahodnym vygenerovanim pociato€ného stavu Xini
a maximalnou teplotou Tmax. Cyklus whi | e sa opakuje tak dlho, pokial plati T > Tmin, teplota T sa
znizuje pomocou parametra a podla vztahu T:=alT. Po ukon&eni cyklu whi | e sa vysledny stav Xout
povazuje za vysledné riedenie oznacené Xopt.

Uloha 6.1. Implementujte algoritmus simulovaného Zihania (pozri algoritmus 6.2). Algoritmus
Specifikujte pre funkciu n premennych, ktoré st reprezentované bindrne. Operator mutacie
Onut je potom ftotoZny s rovnako pomenovanym operatorom z genetického algoritmu (pozri
(3.2) a algoritmus 3.2).

Hlavny ciel simulovaného Zihania je ngjst’ globalne rieSenie optimalizatného problemu
Xopt = arg min f (x) (6.4)

kde f(x) je realna funkcia definovana nad oblastou D (ktora je obvykle kone¢na a diskrétna)
a Xopt j© hodnota vektora nezavislych premennych, ktora odpoveda globalnemu minimu
funkcie f(x) nad doménou D. Premennd x sa teraz chape ako stavovy vektor hypotetického
fyzikdlneho systému a hodnota funkcie f(x) vyjadruje jeho "energiu". Potom sa vySSie
uvedeny optimalizacny problém (6.4) méZe uspesne Studovat metdédou simulovaného
Zihania. Parameter "teplota" bude v tomto pristupe hrat’ ulohu riadiaceho parametra metody.

6.2 Vzt'ah k Statistickej fyzike

V predchadzajucej Casti tejto kapitoly bola naznagena blizka analdgia medzi Zihanim tuhého
telesa (vo vSeobecnosti fyzikalneho systému obsahujuceho mnoho &astic, ktoré medzi
sebou interaguju) a rieSenim optimalizaéného problému (6.4). Fyzikalny proces Zihania sa
moZzZe uspesne modelovat na pocitaéi pomocou Metropolisovho algoritmu. Tento algoritmus
je zalozeny na Statistickej fyzike, ktora sa méze chapat ako centraina disciplina pre fyziku
tuhej fazy. Ukazeme, Ze existuje velmi tesny vztah medzi optimalizaénym problémom (6.4) a
Statistickou fyzikou. Tato aplikacia simulovaného Zihania nie je zaujimava len ako urcita
analdgia, ale aj ako vhodny rdmec pre Studium konvergenénych vlastnosti simulovaného
Zihania.

Zakladny predpoklad Statisticke] fyziky [7] je, Ze fyzika mnohocCasticovych systémov je
kompatibilnd so Statistickymi subormi a Ze Casové stredné hodnoty mechanickych veli€in
systému v rdmci mikroskopickej rovnovahy su rovné odpovedajicim strednym hodnotam
nad subormi. V Statistickej fyzike sa definovali vhodné veli€iny popisujuce fyzikalne viastnosti
systému, a tiez sa ukazalo, ako pocitat' tieto veli¢iny pomocou rovnovazneho rozdelenia
stavov systému. Ukazuje sa, Ze v tepelnej rovnovahe je rozdelenie pravdepodobnosti uréené
boltzmannovskym rozdelenim (6.1a-b). Vztah medzi $tatistickou fyzikou a optimalizaénym
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problémom (6.4) sa méZe teraz Studovat vo velmi Specifickej rovine. Predpokladajme, Ze
mame hypoteticky fyzikalny systém v tepelnej rovnovahe, ktorého vnatorné stavy x
(premenné z oblasti D) maju distribuciu podfa vztahu (6.3a-b) (formalne ekvivalentny s
(B8.1a-b)), potom pre tento optimalizacny problém mézeme definovat rézne fyzikalne veli¢iny
podobnym spdsobom ako v Statistickej fyzike.

Uvazujem funkciu f definovanu nad diskrétnou a konecnou oblastou D

f:D - AOR, (6.5)

kde A je oblast (diskrétna a kone&na podmnozina R. obsahujuca nezaporné realne Cisla)
funkénych hodnét f. Rozdelenie pravdepodobnosti stavu x (t.j. premennej x z D), ktoré je
vysledkom Metropolisovho algoritmu realizovaného pre teplotu T, je uréené vztahmi (6.3a-
b). Pre nase dalSie uvahy bude vhodné poznat hustotu funkénych hodnét y =f(x), ktord je
uréena takto

P) . oyo
. A 6.6
W (y) Q( ) XpB_TE (6.6a)
0 yd
; D(y exp T (6.6b)
kde D(y) O D je mnozina obsahujica vsetky x 0D, pre ktoré plati y =f(x)
D(y):{xDD;y: f(x} (6.6¢)

a |D(y)| je jej kardinalita. Je jasné, Ze veli¢ina Q(T) uréena (6.6b) je identicka s jej analbgom
(6.3b). Nasledujuce "makroskopické " veli€iny su definované takto

(1) Stredna hodnota funkcie f(x)
= ;wa (v) (6.7)
y

(2) Stredna hodnota funkcie f %(x)
= ;yzwT (y) (6.8)
y

(3) Disperzia funkcie f(x)
“(1)= 3w ()0, =) =(), () (6.9)

(3) Entropia

O 0
S(r)=-3 w: (y)infig ((yy)?ﬁ (6.10)
(4) Specifické teplo
’ d
cn) :aiT<f>T ) GT(ZT) -7 Sag) (6.11)

Tento posledny vztah sa mdZe jednoducho odvodit derivovanim bud (6.7) alebo (6.10)
podla teploty T.
Hustota funk&nych hodnét (6.6a-b) vyhovuje tymto asymptotickym podmienkam

lim (y)=w,(y)= y)| (6.12a)

1
ﬁ|D(
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O (pre y =You)

lim w, (y)=wo(y)=5(y,y0,n)=Ep ore y £,y (6.12b)

kde you=f(Xop) j€ Optimalna hodnota funkcie f(x) odpovedajuca bodu uréenému vztahom
(6.4) ako globalne minimum. Druhy asymptoticky vztah (6.12b) je velmi ddlezity pre metddu
simulovaného Zihania; ak sa podla tohto vztahu teplota T blizi k nule (cez rovnovazne
stavy), potom pravdepodobnost vyskytu stavu odpovedajicemu globalnemu minimu je
jednotkova.

Parcialna derivacia <f )T podla teploty T je ur€ena vztahom (6.11), potom

f 2
o)y _o (ZT) >0 (6.13)
oT T
To znamena, Ze stredna hodnota <f>T klesa, ak aj teplota T klesa, pomocou (6.12a-b)
dostaneme
: 1
lim (f)_ =(f) =—3Y D 6.14a
fim {f)y =(1). =5 2 /PO W (6.14a)
li[rg <f>T =(f)y =Yopt (6.14b)
Stredn& hodnota <f2>T vyhovuje podobnym asymptotickym podmienkam
. 1
lim (f?) =(f?) ==S|D 2 6.15a
fim (1), =(%). =g 2, POy (6.15a)
i (1), =(1%), =2, (6150
Pre disperziu (6.9) dostaneme
. 2 _ _ 2 _ 2
lim o (T) =0 () = () —(f). (6.16a)
lim o® (T) =0 (0) =(*), ~(f); =& ~(You) =0 (6.16b)
Entropia (6.10) vyhovuje dvom dobre znamym asymptotickym podmienkam

lim S$(T) =S () =In[D| (6.17a)
lim S(T)=5(0) =In[D(Yop )

=In1=0 (pre |D(yOpt )| :1)

Dokaz tychto podmienok sa jednoducho uskutoéni substituciou (6.6) do (6.10) a potom
asymptotickou zmenou teploty bud T -, alebo T-0. Druha viastnost (6.17b) je vo fyzike
znama ako treti zakon termodynamicky. V pripade simulovaného Zihania sa entropia méze
interpretovat’ ako kvantitativna miera stupria optimality.
V dbsledku platnosti (6.11) sa parcidlna derivacia entropie podfa teploty T urci takto
2
os(r) _o°(T) . (6.18)
oT T
Potom s klesajlcou teplotou T (cez rovnovazne stavy) musi klesat’ aj entropia S, S(T)-0
pre T-0 (pozri rov. (6.17b)). V okoli bodu T=0 sa entropia S(T) mbze aproximovat
mocninnym rozvojom teploty T

(6.17b)
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S(T)=A, +AT +AT? +... (6.19)

kde Ao=In(ID(Yop)l), @ A1>0. Potom sa tepelna kapacita C(T) v okoli bodu T=0 (pozri rov.
(6.11)) aproximuje takto
oS (T)

c(T)=T =T (A +2A,T +..) (6.20)
V désledku platnosti tohto vztahu a asymptotickej vlastnosti (6.16a) disperzie spifia tepelna
kapacita C(T) tieto dve asymptotické podmienky

lim C(T)=limC(T)=0 (6.21)

To znamena, Zze C(T) musi mat pre 0<T<eo aspofi jedno maximum a ak sa teplota
asymptoticky blizi k nule alebo k nekoneénu, tepelna kapacita C(T) sa blizi k nule.

6.3 Modelové vypocty

Nech je zobrazenie f:D :{O,i}N - AOR, s definicnym oborom obsahujucim binarne
vektory dizky N definované takto
X[+ 1 (pre [x|< p)
f(x)=f (X, Xp0o0s Xy ) = | X
-|x|  (pre|x|>p)

kde |x|=2X; je norma L, vektora x{0,1}", 0<|x|<N. Parameter p je ohrani¢eny podmienkou
O0<p<N. Pre p<N m4 tato funkcia dve minim4, prvé minimum je f(x)=1 pre [x|=0, druhé
(globélne) minimum je f(x)=0 pre |x|=N. Pre p=N ma funkcia len jedno (t.j. globéalne)
minimum f(x)=1 pre |x|=0. Mnozina A funk&énych hodndt obsahuje nezaporné celé gisla,
pricom A={0,1,2,...,fnax}, kde fmax=max(p+1,N-p-1). Priebeh tejto funkcie je pre N=10 a pre
p=4 a p=7 znazorneny na obrazku 6.3. Parameter p ur¢uje stupen deceptivnosti (faloSnosti)
tejto funkcie. Ak je p o trochu menSie ako N, potom funkcia obsahuje dlhé "Upatie"
zadinajuce v |x|=0 a kondiace v [x|=p, za tymto Upéatim (pre p+1<|x|<N) funkcia rychle klesa
k nule (pozri obr. 6.3, diagram B). Tato vlastnost funkcie f(x) sa nazyva deceptivnost,
predstavuje tazku ulohu pre evolué¢né metody, ak maju hlfadat’ globalne minimum.

Operator Openury Z Metropolisovho algoritmu transformujici binarny vektor x{0,1}" na iny

binarny vektor x'0{0,1}" sa v tomto pripade realizuje pomocou operatora mutacie On(qu"')

(terminoldgia je prevzaté z genetického algoritmu)

(6.22)

X' = (X, X, Xy ) = Q) (x) = Pr) (X1 X e Xy ) (6.23)

mut mut

kde su jednotlivé zloZky x’ uréené takto
A- x, (ak random< P,,)

Oi @ x=
5 X, (ostatné pripady)

i (6.24)
kde Pnu je pravdepodobnost "mutacie” premennej x; (pre 0i) na jej komplement (ak
random<P,,,) alebo zostane nezmenena (ostatné pripady) a random je nahodné dcislo z
intervalu [0,1) s rovhomernym rozdelenim pravdepodobnosti. Pravdepodobnost P. je
velmi mala (0<P,,<<1), v opaénom pripade by mutaény operator produkoval stavy, ktoré su
velmi vzdialené od pévodného stavu x.
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Obrazok 6.3. Priebeh funkcie (6.22) pre N=10 a p =4, 7. Pre p=7 funkcia obsahuje "dIhé" Upétie, za
ktorym je oblast prudkého spadu do globalneho minima.

Aby sme mohli vypocitat makroskopické veli€iny definované v predchadzajlcej kapitole
6.2, musime poznat' kardinality mnozZin D(y) pre funkciu (6.6). Tak napr. pre N=10 a pre p=4
a p=7 su tieto kardinality uréené takto

p=4:|D(0)]=1, |D(1)|=11, |D(2)|=55, |D(3)|=165, |D(4)|=330, |D(5)|=462
p=7:|D(0)]=1, |D(1)|=11, |D(2)|=55, |D(3)|=45, |D(4)|=120, |D(5)|=210,
ID(6)|=252, |D(7)|=210, |D(8)|=120

Priebehy makroskopickych veli¢in pre funkciu f(x) Specifikovand konStantami N=10 a
p=1,4,7,9 st znazornené na obr. 6.4, diagramy A - E. Ako z tohto obrazka vyplyva, su
splnené v3etky asymptotické vlastnosti, ktoré boli predpovedané v predchadzajucej Casti
tejto kapitoly pre makroskopické veli¢iny. Predovsetkym stredna hodnota 3 - 0 pre T O.
To znamena, Ze pre malé teploty je s jednotkovou pravdepodobnostou vyskytu dominantny
stav s nulovou funkénou hodnotou.

Pre simulované Zihanie realizované na pocitali sa vypofet makroskopickych veliin
mbze uskutonit pomocou pribliznych hustét funkénych hodndt, ktoré su aproximované
vyskytom funkénych hodnét akceptovanych Metropolisovym algoritmom pre konStantnd
teplotu T. Nech x(y) je pocet vyskytov stavu x, ktory odpoveda funkénej hodnote y a ktoré
sa vyskytuju v Metropolisovom algoritme pre danu teplotu T. Potom mé&Ze byt hustota wr(y)
priblizne ur€ena takto

w, (y)= =YL ) (6.25)

y;xT (v")

Pre dostatoCne velké kmax by tato aproximacia mala poskytovat vysledky, ktoré sud velmi
blizke k presnym hodnotam w+ (y). Priebehy makroskopickych vlastnosti (6.7-11) s hustotami
aproximovanymi vztahom (6.25) su znazornené na obr. 6.5, diagramy A - E. Parametre
simulovaného Zihania pouzité vo vypoctoch mali tieto hodnoty
Kmax=10", Prut=0.1, Tmax=3, Tmin=3/50, a 0=0.95 (6.26)
Vidime, Ze simulované zZihanie pre p=1,4 a 7 poskytuje spravne vysledky pre strednu
hodnotu @3 (t.j. @3 -0 pre T-0), ale pre p=9 (funkcia f(x) ma najvacsi stupen
deceptivnosti) metdoda simulovaného Zihania nie je schopna poskytnut korektny vysledok
(dostali sme @3 -1 pre T- 0). To znamena, Ze pre p=9 je simulované Zihanie schopné
najst' len suboptimélne rieSenie x=(0,0,....,0), |x|=0, pre ktoré plati f(x)=1. Existuje interval
kritickych tepl6t [0.7,0.9], nad ktorym metdda poskytuje hustoty stavu y=0, ktoré su blizke
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teoretickym hodnotam, avSak vo vnatri intervalu bol vyskyt stavov s y=0 skoro nulovy. To
znamena, Ze pre nizsie teploty nie je Metropolisov algoritmus schopny vytvarat' stavy s y=0
(v dosledku Sirokej bariéry funkcionalnych hodndt, pozri obr. 6.3, diagram B). Tuto
skuto€nost’ indikuju napr. vysoké maxima pre disperziu a Specifické teplo, ktoré sa modzu
fyzikalne interpretovat’ ako "fazové prechody” medzi konfiguraciami, ktoré su oddelené
vysokymi bariérami funkénych hodnét. To znamena, ze tieto dve makroskopické veli€iny sa
mézu pouzit' ako vhodny indikator tych tepelnych intervalov, kde zniZovanie teploty T musi
byt velmi pomalé, aby sa uspedne prekonal vy$&ie spominany "fazovy prechod".
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Obréazok 6.4. Priebehy makroskopickych veli¢in vypogitanych teoreticky pomocou vzorcov (6.7-11) pre
parametre p =1,4,7, 9 (diagramy A - E).
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Obrazok 6.5. Priebeh makroskopickych veli¢in vypocitanych metédou simulovaného zihania, ktora je
$pecifikovana parametrami (6.26). Pre pripad s najvd¢3ou deceptivnostou (p =9), odpoveda finalny
stav Xopt jednotkovej funkénej hodnote (lokalne minimum), tj. metéda nebola schopna poskytnut
globalne minimum.

Uvedieme niekolko vysvetlujucich poznamok k simulovanému Zihaniu aplikovanému na
deceptivnu funkciu f (x) s hodnotou parametra p =9. Ukazali sme, Ze simulované Zihanie s
parametrami (6.26) nie je schopné najst spravne riesenie. Vo vseobecnosti sa tato
neschopnost méze jednoducho prekonat tak, ze pravdepodobnost P, sa podstatne zvysi,
napr. P,=0.5. Av8ak potom sa simulované Zihanie nembze chapat ako evoluéna
optimalizatna metdda, prehladavanie priestoru rieSeni je viac nahodné ako systematické.
Simulované Zihanie je pre vysoké hodnoty pravdepodobnosti Pn, redukované na "slepé"
hladanie. Pre malé dimenzie mézZe byt tento pristup uspesny, pre velké dimenzie je tento
pristup uplne beznadejny. V nasledujucej Casti tejto kapitoly uvedieme také dve modifikacie
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Standardnej verzie simulovaného Zihania, ktoré budu schopné poskytnut spravne rieSenie aj
pre vysoko deceptivne funkcie a su€asne bude zachovany evoluény charakter metody.

6.3.1 Simulované Zihanie s elitizmom

V originalnej verzii simulovaného Zihania sluZi vysledny stav z aplikacie Metropolisovho
algoritmu (realizovaného pri teplote T) ako pociato¢ny stav nasledujuceho Metropolisovho
algoritmu (realizovaného pri znizenej teplote aT ). Tento zakladny predpoklad simulovaného
Zihania bude teraz modifikovany tak, Zze Metropolisov algoritmus sa inicializuje najlepSim
rieSenim, ktoré sa ziskalo v priebehu predchadzajlcej histérie metédy (t.j. pre epochy
simulovaného Zihania s vy3simi teplotami ako suc¢asna teplota); takuto jednoduchu
modifikaciu simulovaného zihania budeme nazyvat simulované Zihanie s elitizmom [8].
Modifikacia proceddr Metropolis_al gorithm a Sinmul ated_anneal i ng, ktoré boli
uvedené v predchadzajlucej Casti tejto kapitoly, sa realizuje algoritmami 6.3 a 6.4.

procedure Elitism Metropolis_algorithn(input :Xin Knpax, T;
out put : Xept) ;
begi n k:=0; X:=Xin; Xopt:=Xin;
whi l e k<kyax do
begi n k: =k+1;
X' :Opertur(x) ;
Pr:=mn(l, exp(-(f(x)-f(x))/T));
i f randonxPr then
begin x:=x";
if f(x)<f(Xept) then Xepi:=Xx";
end;
end;
end;

Algoritmus 6.3. Implementacia Metropolisovho algoritmu so zahrnutym elitizmom. Vstupné parametre
sU Xin, kmax, T. Algoritmus sa inicializuje vstupnym vektorom xi, najlepSie rieSenie je ulozené do Xopt,
vysledna hodnota tohto vektora sluzi ako vystupny parameter procedury.

procedure Elitism Sinulated_annealing(input : Tnhn, Trex, Kmex, O;
out put : Xept) ;
begi n Xqp: =ndhodne vygerovany stavovy vektor;
T: =Trax;
while T>Ty, do
begin ElitismMetropolis_algorithnXep, Knax; T) ;
T.= a*T,
end;
end;

Algoritmus 6.4. Implementacia simulovaného Zihania s elitizmom. Vstupné parametre do procediry
SU Tmin, Tmax, Kmax, @ @ vystupny parameter je Xoqpt. Nahodne inicializovany stav Xopt Zaznamenava
najlepsie rieSenie vyskytujlce sa v celej historii algoritmu.

Vo véeobecnosti nespifia simulované Zihanie s elitizmom délezitd podmienku metédy, ze
konStanta kn.x je dostato¢ne velka a Ze pre diskrétne kroky teploty je Metropolisov
algoritmus v tepelnej rovnovahe (t.j. stavy maju distribuciu podla Boltzmanna (6.3)). PretoZe
v kazdom kroku zniZenia teploty sa Metropolisov algoritmus inicializuje najlepSim rieSenim,
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ktoré bolo zaznamenané v celej predchadzajucej histérii algoritmu, mdze nastat taka
situacia (predovsetkym pre niZsie teploty), Ze vysledné rieSenie produkované poslednym
behom Metropolisovho algoritmu odpoveda lokalnemu minimu, ktoré je podstatne odliSné od
globalneho minima.
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Obrazok 6.6. Priebeh strednej hodnoty @0 a S$pecifického tepla, ktoré sa spocitali pomocou
simulovaného Zihania s elitizmom. Pre vSetky hodnoty parametra p odpoveda vysledny stav Xopt
globalnemu minimu s nulovou funk&nou hodnotou (pripomefime, Ze $tandardna verzia simulovaného
zihania poskytuje pre p =9 len lokalne minimum s jednotkovou funkénou hodnotou).

Numerické vysledky ziskané simulovanym Zihanim s elitizmom pre funkciu (6.22)
Specifikovand hodnotami N=10 a p=1,4,7, 9 pre strednu hodnotu [¥[Ja Specificku teplotu, su
znazornené na obr. 6.6, diagramy A a B. Vidime, Ze pre p =9 (najdeceptivnejsi tvar funkcie)
sU zmeny na priebehu velmi dramatické. Pre stredné teploty nebol Metropolisov algoritmus
schopny udrzat nenulovu distribuciu stavu s nulovou funkénou hodnotou. PretoZze najlepSie
rieSenie s nulovou funkénou hodnotou sa zaznamenalo uz v prvych etapach simulovaného
Zihania, Metropolisov algoritmus produkuje pre malé teploty (T<0.6) akceptované stavy s
nulovou funk&nou hodnotou, ktoré odpovedaju globalnemu minimu.

Slabsia verzia simulovaného Zihania s elitzmom je zaloZzena na poZiadavke, aby sa
Metropolisov algoritmus inicializoval najlepSim rieSenim ziskanym len v predchéadzajucom
kroku, a nie v celej predchadzajucej histérii algoritmu. Zial, tento pristup k najdeceptivnejsej
forme optimalizovanej funkcie pre p =9 nebol uspedny pri prekonavani velkej bariéry so
spadom do lokalneho minima (s jednotkovou funk&nou hodnotou).

6.3.2 Paralelné simulované Zihanie

Tato verzia simulovaného Zihania sa s uspechom pouzila na rieSenie komplikovanych
kombinatorickych  grafovo-teoretickych  problémov [9,10], kde Standardna verzia
simulovaneho Zihania nie je schopna poskytnut' spravne globalne riedenie. Zakladna idea
paralelného simulovaného Zihania spocéiva v su€asnom aplikovani simulovaného Zihania na
mnozinu P stavov x,x',X”,... ktoré su "synchronizované" tak, Zze Metropolisove algoritmy
beZiace nad nimi maju rovnaku teplotu. Aby stavy medzi sebou interagovali, zaviedla sa
operacia krizenia medzi stavmi podobnym sp6sobom ako v genetickych algoritmoch. Nech
x,X'OP su dva nahodné vybrané stavy, operacia krizenia vytvori z tychto dvoch
“rodicovskych" stavov dva nové stavy - potomkov

(2,2 )=Ocross(X,X" ) (6.27)
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Formalne, nech X =(Xy,Xz,...xn) and X' =(X;,X;,...X, ) su dva rodi¢ovské stavy vyjadrené
ako retazce znakov dizky N, potom potomkovia st definovani takto
Z = (Xyseen X X agreeen Xy ) (6.28a)

Bk S R o

kde r je nahodne vybrany bod kriZzenia, 1<r<N.

Z' = (X} X X1 Xy ) (6.28b)
(_ — d}
Q_ — i}
Obrazok 6.7. Schematické znazornenie paralelného simulovaného Zihania. Na jednotlivé stavy

(znazornené Ciernymi blokmi) sa aplikovali nezavislé Metropolisove algoritmy s rovnakou teplotou T.
Sipky znazorfiuju, Ze stavy medzi sebou interaguju s malou pravdepodbnostou Pcross.

procedure Parallel _Metropolis_algorithn(input: Pin, Kpex, T;
out put: Poy);
begi n k:=0; P:=P;
whi | e k>kex do
begi n k: =k+1;
i f randonmkPgqss then
begi n vyber nahodne x0OP;
X" :Opertur(x) ;
Pr:=min(l, exp(-(f(x)-f(x))/T));
i f randonxPr then P:=(P\{x})0O{x };
end el se
begi n vyber n&hodne x, x’ OP;
(2,2"):=Cross(X, X" ) ;
Pro:=min(l, exp(-(f(z)-f(x))/T));
Pro:=min(l, exp(-(f(z')-f(x))/T));
i f randonkPr; then P:=(P\{x})O{z};
i f randonkPr, then P:=(P\{x’})0O{z'};
end;
end;
Pout: =P;
end;

Algoritmus 6.5. Implementacia paralelného Metropolisovho algoritmu. Vstupné parametru sU Pini
(pociatoéna mnozina stavov), kmax, T, Vystupny parameter je Pou (koneéna mnozina stavov). Vonkajsi
cyklus whi | e sa opakuje kmax-krat. Pravdepodobnost Pcross uréuje nahodny vyber jednoduchej poruchy
vybraného stavu x, alebo &i sa vykona krizenie nad dvojicou nahodne vybranych stavov x a x’ . Dvojica
novych stavov, ktoré su produkované krizenim, je akceptovana do mnoziny stavov pomocou
Metropolisovho kritéria aplikovaného nezavisle nad dvoma dvojicami stavov (x,z) a (x,z").
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Proces interakcie dvoch nahodne vybranych stavov x,x’OP je v ramci Metropolisovho
algoritmu uréeny pravdepodobnostou 0<P..ss<<1. Tato pravdepodobnost uréuje proces
vymeny , t.j. namiesto mutacie stavu xOP sa uskuto¢ni interakcia dvoch stavov x,x'0OP
pomocou operatora krizenia (6.27). Potom sa otazka, &i su nové stavy z a z' akceptované,
rieSi pomocou Metropolisovho kritéria (6.2) aplikovaného zvlast pre pary (x,z) a (x,2).
Napriklad, ak Metropolisovo kritérium akceptuje novy stav z , potom sa mnozina P obnovi
tak, Ze stary stav x sa nahradi novym stavom z, formélne P:=(P \{x})0{z}. Vysledné rieSenie
sa urti ako najlepsie riesenie z mnoziny P

Xop = arg minf (x) (6.29)

kde P je mnozina rieSeni rezultujica z dokon¢eného simulovaného Zihania. Procedury
Metropolis_algorithma Simulated_anneal i ng sa mézu jednoducho modifikovat
pre potreby paralelného simulovaného Zihania (pozri algoritmy 6.5 a 6.6).

procedure Parall el _Sinul ated_anneal i ng(i nput: Tuax, Trins Knax, O
out put: Xopt);
begi n P: =ndhodne generovany subor stavov x,x',... ;
T: =Trax:
while T>Ty, do
begin Pi,: =P;
Parall el _Metropolis_algorithm P, Knax, T, Pout) ;
P: =Pout;
T: =a*T,
end;
Xopt:=arg mn {f(x),xOP};
end;

Algoritmus 6.6. Implementacia paralelného simulovaného Zihania. Vstupné parametre s Tmax, Tmin,
kmax, O, Vystupny parameter je xopt. Algoritmus sa inicializuje nahodnou generaciou mnoziny stavov z P.
Po skonceni algoritmu je vystupom najlepdi stav z P oznaceny Xopt.

Uloha 6.2. Formuldciou simulovaného Zihania sme zavfsili celi plejagdu evoluénych
optimalizacnych algoritmov: (1) horolezecky algoritmus (rézne verzie, s u¢enim, metéda
zakdzaného prehladavania, evoluéné programovanie), (2) genetické algoritmy a (3)
simulované Zihanie. Zvolte si urCité modelové tlohy a na tychto testujte efektivnost’ vyssie
uvedenych metdd a porovnajte ich.
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7. Kombinatorické optimaliza¢né problémy

7.1 Formulacia zakladnych kombinatorickych
optimalizaénych problémov

Jeden z prvych velkych uspechov evolu¢nych algoritmov bolo ich pouZitie na rieSenie
tazkych kombinatorickych problémov [1], ktorych ¢as CPU rastie bud faktorialovo alebo
exponencialne s rastom dimenzie problému (hovorime, Z2e su NP = "Nondeterministic
Polynomial" tazké [2]). Budeme Studovat dva typy kombinatorickych problémov:

Typ 1. Funkcia f je definovand nad symetrickou grupou Sy zloZzenou zo vsetkych
permutacii N objektov

f:8 - R (7.1)
kde permutacie z Sy su definované ako N-tica celych réznych Eisel
P =(puPssnr Py ) (7.2)
Optimaliza¢ny problém, ktory je podobny problému (2.2) alebo (2.5), ma tvar
Py =arg ggjngf (P) (7.3)

Riedenie tohto optimalizagného problému je obvykle velmi tazké v dbésledku skuto€nosti, Zze
symetricka grupa Sy obsahuje N! permutéacii a je potrebné preskumat hodnoty pre vsetky

mozné argumenty. Z tychto dévodov méze nastat’ situacia, ze pre velké N €as CPU rastie
zhruba ako N! .

Typ 2. Nech Re={1,2,...,r} je mnozina obsahujluca prvych r prirodzenych &isel, jej priamy

su¢in RY, obsahuje N-tice
m=(1, F... T) RY =Ry ¥Ry %o xRy, (7.4)
Jednotlivé zloZky tohto vyrazu su celé &isla z uzavretého intervalu [1,r]. Funkcia
f:RY - R (7.5)

N
set

zobrazuje N-nasobny kartezidnsky produkt R
problému (2.5) ma tvar

na realne gisla, analégia optimalizacného

T, =arg nr‘gqjg{f (n) (7.6)

V dosledku toho, Ze kardinalita mnoziny RY, je ", optimalizaény problém méze patrit medzi

tazké problémy s exponencialnym rastom ¢asu CPU pre velké N. Poznamenajme, ze pre
r=2 sa tento optimalizany problém redukuje na oby&ajny binarny problém (2.5).

Typ 1 kombinatorického problému budeme ilustrovat znédmou ulochou obchodného
cestujuceho (TSP, Traveling Salesman Problem) [2]. Jeho grafovo-teoreticka formuléacia je
nasledovna: nech G je Uplny graf obsahujici N vrcholov a N(N-1)/2 hran (spojov). Kazda
hrana [i,j] spajajuca i-ty vrchol s j-tym vrcholom (mestom) sa chodnoti kladnym ¢&islom d(i,j),
ktoré sa interpretuje ako vzdialenost medzi danymi vrcholmi - mestami. V pripade, Ze by
priamy spoj v skutocnosti neexistoval, vzdialenost d(i,j) dvoch vrcholov sa méze definovat
ako dizka najkrat$ej cesty medzi nimi prechadzajlcej aj cez ostatné vrcholy. Sluzobna cesta
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obchodného cestujuceho (hamiltonovsky cyklus) navstivi kazdé mesto len raz, pricom sa
vracia do vychodiskového mesta. Tato cesta je jednoducho urlena ako permutacia N
objektov - miest (7.2), odpoveda ceste, ktora sa zalala v meste p,, potom pokracuje
postupne cez mesta p,, ps, ..., Py, & Na zaver sa vrati do vychodiskového mesta p; (pozri obr.
7.1). Kazdej ceste je priradena jej dizka

f(P)=d(p1,pN)+id(pi_1,pi) 7.7)

Hlavnym ciefom ulohy TSP je najst taku cestu - permutaciu Py , ktora poskytuje minimalnu
dizku cesty fop=f(Popo).

4
P=(1,2,4,3,5,6)

Obrazok 7.1. Cyklicka cesta (hamiltonovsky cyklus) na Gplnom grafe, ktory obsahuje 6 vrcholov.
Cestu reprezentuje permutacia P=(1,2,4,3,5,6).

procedure Permutation Mutation (input: P; output P');
begin for i:=1 to N do P/ :=p:;

for i:=1 to N do

if random<P,,; then

begin j:=1l+random(N) ;

aux:=p/; P/ :=p/; pj:=aux

end;

end;

Algoritmus 7.1. Procedura pre realizaciu stochastickej transformacie permutacie P na permutéaciu P
tak, aby platili podmienky (7.8a-b). Premenna random je nahodné €islo z intervalu [0,1) generované s
rovnomernou distribdciou pravdepodobnosti. Podobne je random (N) nahodné celé Cislo z intervalu
[0,N-1] s rovnomernou distriblciou.

Cesta P sa mdze zmenit na novu cestu P' pomocou stochastického operétora mutacie
Omut Specifikovaného pravdepodobnostou P, Budeme poZadovat, ?e ak je cesta P
permutacia, potom aj nova cesta P' je permutacia, a navySe, ak pravdepodobnost P -0,
potom su permutécie P a P' identické

POSO B O, (P) S, (7.8a)
lim Oy (P)=P (7.8b)

mut ~
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Ako algoritmicky zrealizovat tieto dve podmienky? Jednoducha metéda algoritmizécie
stochastickej transformacie permutacie na permutaciu je vyjadrena pomocou algoritmu 7.1,
ktory "mutaciu” cesty realizuje ako jednoduchu transpoziciu permutacie, ktora danu cestu
reprezentuje.

Na to, aby sa tento typ kombinatorickych uloh mohol Studovat genetickym algoritmom,
musime zaviest eSte operaciu krizenia medzi dvoma permutaciami [3]

(P"Q') =ocross (P,Q) (79)

ktoré zachovava ich charakter permutacie, t.j. P' a Q' sU taktie? permutacie. Studujme dve
permutacie P a Q n objektov, vyberme bod krizenia a tak, Ze 1<a<n

P = (Pyse-PasPasises Pn) (7.10a)
Q = (-G s Ao+l ) (7.10b)
Ked vymenime segmenty, ktoré nasleduju za bodom kriZzenia, dostaneme dva nové objekty
P = (P, PasGastroerCn ) (7.11a)
Q =(th-Ga s PassrosPy) (7.11b)

Zial, takto vytvorené objekty nemusia byt uZ permutacie. MéZe nastat situécia, Ze nejaké
celé ¢&islo sa v objektoch P alebo Q vyskytuje dvakrat. Z tohto dévodu je potrebné aplikovat
"opravny proces" [3] (nazyvany Ciasto&né priradenie - partial matching), ktory z objektov P a
Q vytvori normalne permutacie (poznamenajme, ze v literatire [3] je opisanych mnoho
réznych druhov krizenia dvoch permutacii a spdésobov ich oprav). Definujme zobrazenie fpq
tak, Ze zlozky permutacie P , ktoré sa vymenili, st zobrazené na komponenty permutacie Q,
ktoré sa tiez zu¢astnili vymeny

foo 1P - 0 (pre i >a) (7.12)
Druhé zobrazenie fop je uréené ako inverzné zobrazenie k fpq , fyp =Tfog. Pomocou tychto

dvoch zobrazeni budeme opravovat "pdvodné" ¢asti v P a Q , 1.]. tie, ktoré leZia pred bodom
krizenia. Ak zloZka p; (pre 1<i<a) nepatri do definicného oboru zobrazenia fop (to tiez
znamena, Ze p; sa vyskytuje v P prave raz), potom p; zostava nezmenené. V opachom
pripade, ak sa p; nachadza v definicnom obore zobrazenia fop , potom sa p; zameni za prva
hodnotu iteracnej schémy xq.1=fop (Xx), ktora je mimo definicnej oblasti funkcie fop (iteracné
rieSenie sa inicializuje xo=p;). Podobny postup sa aplikuje aj pre opravu pdvodného segmentu
v Q , av8ak teraz sa pouzije zobrazenie fpq .
Pre ilustraciu studujme krizenie medzi dvoma permutaciami

P =(3,4,5126,10,8,9,7) a Q =(12,6,10,8,3,4,5,7,9)
a predpokladajme, Z?e bod krizenia je a=4. Ak vymenime medzi dvoma permuticiami
segmenty za bodom kriZzenia, dostaneme

P =(3,45,18,34,57,9) a Q=(126,10,2,6,10,8,9,7)

Vidime, Ze objekty P a Q nie su permutacie, pretoze obsahuju niektoré indexy dvakrat. Na
opravu tychto objektov na permutacie zostrojime zobrazenia fop a fpg
(26108970 B34 5790

fop = a f, =
P~ tB3 457907 * 6108971

Objekt P opravime pomocou zobrazenia fop a objekt Q pomocou zobrazenia feg . Prvé tri
indexy v P' zamenime za 3-6, 410 a 5-8 - 2. Podobne zamenime prvé indexy 2, 6 a 10 v
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Q' za2-8-5, 653 a 10-4, takto dostaneme opravené objekty, ktoré uz su permutacie a
povaZuju sa za vysledok vymeny medzi permutaciami P a Q

P'= (6,10,2,l8,3,4,5,7,9) a Q'= (L5,3,4,2,6,10,8,9,7)
Kombinatorické ulohy typu 2 budeme ilustrovat ulohou znamou pod nazvom problém
rozkladu &isla (NPP, Number Partitioning Problem [4]). Nech Q={q:,02,...,.On} j&€ MnoZina
obsahujuca N kladnych realnych isel a nech Ttje zobrazenie Q na mnozinu Rg={1,2,...,r}

m:Q - R, (7.13)

Toto zobrazenie TlméZe byt jednoznaéne vyjadrené ako N-tica 1 =(1, 7,..., ) Ry

. Jej
set
jednotlivé zloZky sa interpretuju tak, Ze celé Cislo 1 OR,, je priradené objektu g, 0Q .
Vzhladom na toto zobrazenie sa mnozina Q méze rozlozit' na disjunktné podmnoziny

Q=Q UQLU I Q (7.14a)
kde

Q ={q00Qm (a)= i (7.14b)

Podmnozina Q; obsahuje vSetky elementy - &isla mnoziny Q, ktoré s zobrazené funkciou TU
na celé Cislo i. Definujme Uéelovu funkciu

£ (1) = _mi 7.15
(m) miaxq;lq mimﬁ%q (7.15)

Vyjadruje rozdiel medzi maximalnym a minimalnym su¢tom &isel z podmnozin Q,,Q,,....Qy .
Ciefom ulohy NPP je najst také zobrazenie m, ktoré minimalizuje u¢elovu funkciu f

T, =arg nrg?igtf (n (7.16)

Ako nazorne interpretovat tuto ulohu? Predstavme si, Ze mame kopu obsahujucu N veci,

pricom kazdej veci je priradena cena qq,qy,...,gn. Cielom je rozdelit’ tuto kopu veci na r kép

tak, aby ich ceny (suéty cien jednotlivych veci patriacich do danej kopy) vykazovali medzi
sebou minimalne rozdiely (pozri obr. 7.2).

(YT L X
odkuévVveoO

Obrazok 7.2. Ciefom ulohy NPP je rozdelit kopu (mnozinu) Q na r kép Q1,Qz,...,Qr tak, aby rozdiely
medzi ich cenami boli minimalne. Predstavme si partiu r zlodejov, ktord nakradla kopu Q veci, pricom
kazda z tychto veci ma uréitu cenu. Po Case si zlodeji chcu nakradnuté veci rozdelit tak, aby kazdy
dostal veci s priblizne rovnakou hodnotou [4]. Tato Gloha je totozna s ulohou NPP.
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K zobrazeniu Tt mdéZeme pomocou operatora mutacie, T=0On,(T) priradit iné zobrazenie 1t
podobnym spésobom ako pri binarnej reprezentacii (pozri algoritmus 7.2), pricom pre
Pmut —» 0 sa vytvori zobrazenie 1t totozné s pévodnym zobrazenim 1. Operacia krizenia je pre
tento typ chromozémov velmi jednoducha a méze sa priamo stotoznit' s podobnou operaciou
pre binarne vektory (pozri kapitolu 4.3).

procedure Mapping Mutation(input:T; output:m');
begin for i:=1 to N do
if random<P,,; then

Tl :=1+random(r) else T§ :=TL;
end;

Algoritmus 7.2. Pseudopascalovska procedura realizujica mutéciu zobrazenia 1t na nové zobrazenie
1. Premenné random a random (r) su definované podobne ako v algoritme 7.1.

Uloha 7.1. V tejto kapitole sa opisuje pristup k rieSeniu kombinatorickych Gloh pomocou
permutacii a n-tic prirodzenych C&isel, ktory sa lisi od Standardnej binarnej reprezentacie
rieSeni. UkaZzeme, Ze aj v tomto pripade je binarna reprezentacia stale pouZitelna.

Permutacia N objektov (kombinatorické tlohy typu 1) sa mbZe zadat ako binarny vektor
dizky kN, kde k je také celé &islo, ktoré zabezpeduje, aby binarny vektor dizky k bol schopny
reprezentovat &islo N. Takyto binarny vektor sa fahko pretransformuje postupom z kapitoly
2.2 na vektor N celych éisel z intervalu [0,2k-1 ]. Potom je permutéacia P definovana tak, Ze
celoCiselné zloZky su usporiadané do nerasticej alebo neklesajicej postupnosti. Nech N=5,
k=3, binarny vektor (101|011|001|111|101), jeho celociseina verzia mé tvar (5,4,1,7,5) (pozri
tab. 2.1). Nech je permutdcia P uréena tak, Ze preusporiada tGto N-ticu do rasticej
postupnosti, potom P=(3,2,1,5,4). Nevyhodou tohto pristupu ku kédovaniu permutacii je, Ze
rovnaka permutacia je uréena réznymi bindrnymi retazcami, ¢o méze spésobovat’ pomerne
mali efektivnost evoluénych algoritmov aplikovanych na riesenie kombinatorickych
algoritmov. NapiSte program, ktory binarny vektor pretransformuje na permutaciu N objektov.
Kritickym miestom programu bude podprogram na usporiadanie N-tice ¢isel klesajicej alebo
rastucej postupnosti, preto pouZite nejaky efektivny algoritmus na usporiadavanie (napr.
quicksort).

Binarna reprezentacia N-tic celych &isel z mnoziny R :{1,2,...,r}N(kombinatorické

set

ulohy typu 2) sa méze priamo reprezentovat bindrnym vektorom dizky kN, kde k je uréené
podmienkou r<2“-1. Nech binarny podretazec dizky k reprezentuje reéine &islo z intervalu
[1.r], k redlnemu C&islu x z tohto intervalu priradime celé Cislo z intervalu [1,r] operaciou [X[]
ktora sa nazyva "zaokruhlenie" (napr. [1.1(#1 a [1.8[F2. Na ilustraciu uvaZzujme N=5, k=3 a
r=4 a rovnaky binarny vektor (101]|011]|001|111|101) ako v prechadzajicej tlohe. Vektor s
realnymi zloZzkami vytvoreny pomocou transforméacie (2.9) méa tvar (3.143, 2.286, 1.429,
4.000, 3.143). Aplikovanim operacie zaokrihlenia dostaneme vektor celych &isel (3,2,1,4,3).
NapiSte program, ktory binarny vektor pretransformuje na N-ticu celych &isel z intervalu [1,1].

Uloha 7.2. Napiste programy pre vybrané evoluéné algoritmy opisané v predchadzajicich
kapitolach, ktoré rieSia Ulohu obchodného cestujuceho (Traveling Salesman Problem).
PouzZite oba pristupy na kddovanie cesty, teda priamo pomocou permutacie aj pomocou
binarneho retazca (pozri ulohu 7.1). Porovnajte efektivnost tychto dvoch réznych pristupov.
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1 2 3 4 5 6 7 Verifikacia vysledkov pre problém obchodného

1 cestujuceho nie je jednoduchou zéleZitostou. Preto
sa navrhuju také priklady, kde sme schopni presne
2 odhadnat dizku optimainej cesty. Casto sa $tuduje
ortogonélna mrieZka bodov typu NxN, pricom
3 o380 o vzdialenost medzi jednotlivymi bodmi sa pocita

pomocou vzdialenosti typu Manhattan (L; metriky,
teda suctu  absolatnych  hodnét  rozdielov

4 jednotlivych suradnic dvoch bodov). Na obrazku je
63) 4 znézornena mrieZzka typu 7x7, ktora obsahuje 49
5 T > 3 bodov. Vzdialenosti typu Manhattan (D;) medzi
dvoma bodmi s riadkovymi-stlpcovymi indexami
6 (5,3) a (3,6) je |5-3]+|3-6|=5. Dva susedné body
leziace na rovnakom riadku alebo stlpci maju

7 Jednotkovi vzdialenost.

Pre tento Specialny pripad je optimélna vzdialenost
S N? (pre parneN)
for =0
HNZ +1 (pre nepameN)

Tento vzorec sa mbZe jednoducho verifikovat pomocou matematickej indukcie. Dva
jednoduché ilustrativne priklady st znazornené na nasledujicich obrazkoch.

16

N=4, f

opt

N=5, f, =26
Optimalizujte parametre metéd pre rézne N=4,5,...,10 tak, aby vypod&itand minimalna dizka
cesty na ortogonalnej mrieZzke bodov bola rovna teoretickej minimélnej vzdialenosti sa skoro
100% pravdepodobnostou.

Uloha 7.3. Napiste programy pre vybrané evoluéné algoritmy, ktoré riesia tlohu rozkladu

Cisla (Number Partitioning Problem). PouZite oba pristupy na kédovanie zobrazenia TTpriamo
pomocou N-tice celych ¢isel, ako aj pomocou binarneho retazca (pozri tlohu 7.1). Porovnajte
efektivnost tychto dvoch réznych pristupov.

Podobne ako v predchéadzajlicej tlohe pouZijeme jednoduché zadanie umoZriujace priamu
verifikaciu spravnosti (optimalnosti) ziskanych rieSeni. Nech je Uloha uréena parametrami
N=100 a r=10. To znamena, Ze podet vsetkych moznych zobrazeni TTje 10'®. Na to, aby sa
nam podarilo ur¢it optiméine riesenie, predpokladajme, Ze Q obsahuje 10-krét &islo 1 aZ 10.
Optimalny rozklad Q na 10 podmnoZin Qi, Qo, ..., Q1o jé taky, Ze kazda z tychto podmnoZin
obsahuje Cisla 1 aZ 10 prave 1-krat. Potom cena kaZdej podmnoZiny je
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; q=1+2+.. +10 =55

pre i=1,2,...,10, preto f(7Gy)=0. Optimalizujte parametre metdd tak, aby ziskana hodnota
Ucelovej funkcie bola nulova so skoro 100% pravdepodobnostou.

Uloha 7.4. Napiste program pre metédu zakézaného hladania (pozri kapitolu 3.3) aplikovanii
na rieSenie problému obchodného cestujuceho (TSP), pricom cesta nech je vyjadrena
pomocou permutacie. Transformacéné operatory t[JS sa realizuju ako permutacie transpozicii
dvoch objektov. Operator t; pdsobi na permutéciu P ako transpozicia objektov i a j

4P =t (pl,...,pi Y J pN) =P'= (pl,...,pj v P ,...,pN)
pre i<j. MnoZina S potom obsahuje N(N-1)/2 transformacii. Inverznéa transformécia tij‘lk
transformécii t; je totoZzna s touto transformaciou, tij‘lztijA Okolie U(P) priradené rieSeniu -
permutécii P obsahuje N(N-1)/2 elementov
u(P)={pP' =tP; 00 g

Ako testovaciu tlohu pouZite ortogonélnu mrieZzku bodov - miest, kde sa vzdialenost’ pocéita
pomocou Ly metriky (pozri Glohu 7.2). Pokuste sa o optimalizaciu velkosti "s" zakazaného
zoznamu T (tabu listu) a maximalneho poctu iter&cii timena, pre ré6zne hodnoty N dimenzie
ortogonélnej mrieZky bodov, N=4,5,...,10, tak, aby ste s 95% pravdepodobnostou dostali
korektny vysledok (Specifikovany v tlohe 7.2). Podobné Gvahy vykonajte aj pre suboptimalne
vysledky, ktoré sa lisia len o niekolko malo jednotiek od optimalneho vysledku. Zistite, Ze
metdda zakazaného hladanie poskytuje velmi rychlo suboptimalne vysledky, ktoré st velmi
blizke optimalnym.

Uloha 7.5. Metéda zakézaného hladania (a nielen tato metéda) sa v literature asto ilustruje
znamou jednoduchou kombinatorickou Glohou najst na Sachovnici s rozmermi NxN
postavenie N dém tak, aby v kaZzdom riadku, stlpci a diagonéle bola umiestnené préve jedna
déma (tj. neexistuje kolizne postavenie medzi damami). ZloZitost riesenia tohto problému
velmi zavisi od zvolenej reprezentacie postavenia dam na $achovnici. Jednoduchéa
reprezentacia postavenia dam je pomocou permutacie P=(pi, pz, ..., py). Potom damy na
$achovnici st umiestnené takto: v 1. stlpci na py-tom riadku, v 2. stlpCI na p,-tom riadku, atd.
Tato jednoducha reprezentacia rozmiestnenia dam na Sachovnici pomocou permutacii ma
vyhodu v tom, ?e v kazdom stlpci a riadku Sachovnice sa nachadza préve jedna déma.
KazZdej permutacii N objektov priradime celé nezaporné éislo col(P), ktoré odpoveda podtu
diagonalnych kolizii. RieSenie problému je potom taka permutacia P, ktord ma nulovy pocet
kolizii, col(P)=0. Funkcia col(P) je ur¢ena vztahom

col ( z@(p. +j=ip) +3p i +.p, B

kde &(i,j) je Kroneckerovo delta, 6(|,J):1, pre i=j, &i,))=0, pre i#j. Vypolet zmeny poctu kolizii
pri prechode od permutacie P k novej permutacii P'=t;P v ramci metddy zakazaneho
hladania uréuje vzorec

col (P')-col (P) = g [3(p +i —k,p;) +pc — *.p;) +&qp H kp) +fo T kp)

k=1{K%i.j)

_6(pk +i _kvpi)_dpk =i 'H(vpi) _E(pk +j -kapj) _épk _f 'kapj)]
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Numerickd néarocnost vypoctu tohto vzorca je podstatne mensSia ako predchadzajuceho
vzorca. Preto je vyhodnejSie pocitat pocet kolizii col(tjP) pomocou tohto vzorca za
predpokiadu, Ze je znamy pocet kolizii col(P).

Program z predchadzajlcej Ulohy 7.4 upravte tak, aby rieSil tlohu N dam. Na ilustraciu
tohto algoritmu uvadzame prvé tri iteracné kroky zakazaného hladania pri rieSeni tlohy pre
N=5. V nultom kroku sa nahodne vygenerovalo postavenie dam na Sachovnici, ktoré ma 4
kolizie. Nova permutacia P v 1. kroku vznikla z predchadzajucej permutacie pouZitim
transpozicie ty3, pocet kolizii sa znizil na 2. V 2. kroku dostaneme pouZitim transpozicie tys
novi permutéciu, ktord ma uz nulovy pocet kolizii, &ize je rieSenim problému.

0. krok 1. krok 2. krok
o [, kolizie: < kolizie: v kolizie:
V] |e° 1 2:4,34,35,45 o 2-4,45 |[o %)
o collp)=4 ) cop2 | coliP=o
_7| __fq 2 o
P=(1,5.2,3.4) P=(2,5,1,3.4) P=(2,4,1,3,5)

Uloha 7.6. Napiste program pre metédu zakézaného hladania, ktoré riesi tlohu N dam na
Sachovnici NxN, pricom permutacia P je reprezentovand binarne (pozri tlohu 7.1).
Porovnajte efektivnost tohto programu s programom z predchadzajicej tlohy 7.5.

Uloha 7.7. Rieste problém obchodného cestujiceho pomocou genetického algoritmu, pricom
cesta obchodného cestujuceho je zadana pomocou permutacie. Ako cviéné ulohy rieste
konStrukciu optimalnej cesty na ortogonalnej mrieZzke bodov s L, metrikou (pozri Ulohu 7.2).
Pokuste sa navrhnut novu operéaciu krizenia medzi dvoma permutaciami, tak, aby vysledné
objekty - potomkovia boli znovu permutaciami.
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8. Evoluc¢né stratégie

8.1 Historicky avod

Evolu¢na stratégia patri historicky medzi prvé uspesné stochastické algoritmy. Bola
navrhnuta uz pociatkom 60-tych rokov Rechenbergom a Schwefelom, aj ked knizne
publikovana bola aZz neskorsie [1-3]. Podrobny popis mozZno najst v poslednej Schwefelovej
knihe [4], ale dobry prehlad poskytnu aj ¢asopisecké &lanky, konferencie a spravy [5-10].
Evolu¢na stratégia vychadza zo véeobecnych predstav prirodzeneho vyberu, avéak omnoho
vagnejsich ako napriklad pri genetickom algoritme. Na rozdiel od vacsiny ostatnych
stochastickych optimalizaénych metdd nie je evolu¢na stratégia zaloZena na binarnegj
reprezentacii premennych, ale manipuluje priamo s "realnou" reprezentaciou premennych
(ako vSade, aj tu existuju vynimky, diskrétnu optimalizaciu pouZil napr. Herdy [11], ktory
smerodajnt odchylku nahradzoval réznymi parametrami uréujucimi “velkost” mutacie - pri
probléme obchodného cestujuceho je to dizka podretazca permutacie uréujucej poradie
miest, ktory bude invertovany).

Budeme studovat minimalizaciu funkcie f(x), kde x O R", teda nezavislé premenné
funkcie predstavuje n realnych &isel zoradenych do vektora x. Pripustné hodnoty jednotlivych
premennych vektora x mozu byt napr. ohrani¢ené su¢asne zdola aj zhora, x;[J[a,b], potom
xO[a,b]"0OR",

Ingo Rechenberg, Hans-Paul Schwefel (teraz uZ obidvaja profesori) a Peter Bienert sa
zacali ako Studenti na Technickej univerzite v Berline v r. 1963 zaoberat experimentmi v
aerodynamickom tuneli, kde optimalizovali tvar telies tak, aby tieto mali ¢o najmensi odpor vo
vzdusnom prudeni. PretoZe intuitivny pristup ani gradientové metdody neboli velmi Uspesné,
zacali sa zaoberat myslienkou nahodnych zmien parametrov definujucich tvar (podobne ako
je to pri mutaciach) v priebehu stochastického optimalizaéného procesu.

Evoluéné stratégie patria v su¢asnosti medzi dobre rozvinuté stochastické optimalizacné
metddy, ale stale ostavaju spojené predovsetkym s technickymi aplikaciami v inzinierskych
oblastiach a pouZivaju sa najviac v Nemecku. Prvé evolu¢né stratégie, ktoré teraz opiseme,
pouZivali jediny rekombinany operator — mutaciu a iba jedno rieSenie v populacii s
maximalne dvoma “jedincami” uchovavanymi sucasne - rodi¢ a navrhovany potomok. Taky
pristup sa nazyva dvojélenna evoluéna stratégia alebo (1+1)-ES.

Zakladom evolu¢nej stratégie je nasledujuci predpis, ktory "mutuje” aktualne rieSenie x na
noveé rieSenie x' (vid obr. 8.1 a 8.2),

x'=x + N(0,0), (8.1)
kde N(0,0) je vektor nezavislych nahodnych ¢&isel s nulovou strednou hodnotou a
Standardnou odchylkou o. Jednotlivé ¢&isla su nahodne rozloZzené podfa gaussovskej
distriblicie, mensie &isla sa objavia pravdepodobnejsie ako vadésie &isla. Standardna
odchylka je mierou rozptylu generovanych hodndt, mierou varidcie ndhodnej premenne;.
Uréuje Sirku dvojrozmerného “kopéeka pravdepodobnosti”, ktorého zakladniu tvori os
moznych hodnét vygenerovanych dcisel a ktorého vyska v danom bode odpoveda
pravdepodobnosti, s akou bude Cislo vygenerované. Tento “‘kop&ek pravdepodobnosti” sa
nazyva funkcia hustoty rozdelenia nahodnej premennej a pre normdalnu gaussovsku
distribuciu je opisany ako

_ 1 -0.5(x—)* /o
f(x)= e (8.2)
( ) 210°
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kde p je strednd hodnota premennej X a o je standardna odchylka. Vacsia Standardna
odchylka zvacsuje (v priemere z viacerych pokusov) vzdialenost medzi rodi¢om a
vygenerovanym potomkom.

premenna X,

A
vrstevnice optimalizovanej funkcie

«— optimum

rodi¢
vrstevnica pravdepodobnosti
umiestnenia potomka

.

premenna x,

Obréazok 8.1. Znazornenie optimalizicie funkcie f(x1, x2) dvoch premennych. Rovnaké funkéné hodnoty
sU na obrazku znazornené nepreruSovanymi vrstevnicami. Optimalna hodnota funkcie sa nachadza v
pravom hornom rohu. PreruSovana kruznica oznacuje vrstevnicu pravdepodobnosti vyskytu potomka.
Polohy blizSie k rodi¢ovi maju podla gaussovskej krivky normalneho rozdelenia vadcsiu
pravdepodobnost’ umiestnenia potomka. Nahodne vygenerovany potomok €. 1 zodpoveda horSiemu
rieSeniu ako rodi¢ (€o vidno z vrstevnic funkcie). Preto namiesto neho vygenerujeme dalSieho potomka
€. 2. Ten zodpoveda lepSiemu rieseniu ako rodi€, rodi¢a teda nahradime potomkom ¢&. 2 a dalSich
potomkov uz generujeme z potomka €. 2.

gaussovska distriblcia
pravdepodobnosti
so stredom v nule

a odchylkou 0.5

1.5

nahodne generované
hodnoty podfa tejto
distribucie

-0.81 -0.64 -0.26 -0.22 -0.14 -0.03 0.18 0.25 0.34 0.77

-0.22 -0.03 -0.26 0.18 0.25 -0.64 -0.14 0.77 0.34 -0.81 vektor mutacie
-8.04 9.60 -3.71 1.88 -6.85 2.99 -8.47 -9.57 -7.67 6.04 poOvodny vektor

-8.26 9.57 -3.97 2.06 -6.60 2.35 -8.61 -8.80 -7.33 5.23 mutovany vektor

Obrazok 8.2. Priklad mutacie vektora s realnymi premennymi za pouzitia gaussovskej distriblcie
pravdepodobnosti na urenie malej nahodnej zmeny (nie vZzdy je nutné mutovat vSetky hodnoty
vektora, staci si nahodne vybrat, ktory prvok sa bude mutovat).
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Akceptovanie nového rieSenia x' je striktne deterministické, rieSenie x' je akceptované
(uspesné), ked f(x') < f(x). Z rodi¢a generujeme jedného potomka, ktory sa od rodi¢a lisi len
malo. Ked potomok zodpoveda horSiemu rieSeniu ako rodi¢, vymaZzeme potomka a
generujeme iného. To robime tak dlho, az potomok zodpoveda lepSiemu rieSeniu ako rodi€ a
nahradi rodi¢a. Tento pristup sa podoba gradientovym metédam alebo horolezeckému
algoritmu.

8.2 Stratégia (1+1) — jeden rodi¢ a jeden potomok

Stratégia, v ktorej sa do dalSej generacie vyberu lepsi jedinci (tu iba jeden jedinec) tak z
populacie rodi¢ov, ako aj z populacie potomkov, sa vola stratégia PLUS. Pre jedného rodi¢a
a jedného potomka sa tento pristup oznaduje stratégia (1+1). Rechenberg Studoval vlastnosti

tejto metody pre dve zakladné funkcie. Pre prva, “sférickd” funkciu f(x)= zin=1xi2 tvoria

vrstevnice rovnakych funkénych hodndt sustredné kruznice (sféry). Pre druhu funkciu
f(x):—zinzlxi, nazyvanu koridorovy model, tvoria tieto vrstevnice rovnobezné Cdiary

(pridané ohranienia tvoria obdiznik, na ktorého dihsiu stranu su vrstevnice kolmé). Pretoze
ide o zjednoduSenu stratégiu [7] aplikovanu na jednoduché funkcie, mohol Rechenberg [1]
odvodit’ predpis na zmenu velkosti “mutacie” - teda vzdialenosti potomka od rodi¢a - a na
“zmenu tejto zmeny”. Standardna odchylka o sa v priebehu evoluénej stratégie meni podia
pravidla 1/5 uspeSnosti. Nech ¢(k) je koeficient uspesnosti definovany ako pomer poétu
Uspednych mutécii v priebehu poslednych k iteracii k poctu k iterdcii, z ktorych bola
uspesnost merana, potom

T, (9(k)<1/5)
o= Ep, o (9(k)>1/5) (83)

© (6()=1/5)

kde c; >1 a c4 <1 riadia zva¢3ovanie resp. zmenSovanie Standardnej odchylky, v literatire
[1,3,4] su tieto koeficienty Specifikované ¢4=0.82 a ¢;=1/cy=1.22.

Intuitivnym zdévodnenim pravidla 1/5 uspechu je zvySenie efektivnosti prehlfadavania. Pri
akceptacii viac ako jednej patiny potomkov bude prehladavanie pokracovat vo vacsich
krokoch, pri neuspesnosti by mali byt kroky kratSie. Toto pravidlo pévodne odvodené pre
uvedené dve jednoduché funkcie sa pouZiva aj pre iné funkcie, pretoZze sa empiricky zistilo,
Ze pre mnohé problemy zabezpe&uje jeho pouzivanie najrychlejsi postup k optimu. Metéda
evoluénej stratégie v pseudopascale je vyjadrend algoritmom 8.1.

Ako pre kazdy algoritmus, aj pre algoritmus 8.1 existuju drobné modifikacie. Napriklad
zmena smerodajnej odchylky sa méze robit po kazdych n generacidch (prvd zmena sa
vykona aZ po 10 n generaciach). VZdy spocitame, kolko uspesnych potomkov, ktori nahradili
rodi¢a, sa vygenerovalo za poslednych 10 n generacii. Ak je to menej ako 2n, vynasobime
velkost smerodajnej odchylky tak, aby sa zmensila (napr. ¢islom 0.82), ked bolo viac ako 2n
pokusov uspesnych, potom vynasobime smerodajnu odchylku tak, aby sa zvacésila (napr.
Cislom 1.22).

Je v8ak vzdy potrebné ohrani¢it zmeny smerodajnej odchylky tak, aby nedosiahla nulovu
hodnotu pre danu presnost.

Ked niektora hodnota x; nezapada do svojho vymedzeného intervalu po pripocitani
vektoru mutécie k pévodnému vektoru, t.j. x;Ma,bl] je potrebné pouZit opravny proces, aby
sa zaistilo, Ze opravena hodnota spada do vymedzeného intervalu. Najjednoduchs$i takyto
opravny proces je tzv. zrkadlovy odraz, kedy umiestnime hodnotu x; na opaénu stranu
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hranice intervalu, v rovnakej vzdialenosti od hranice. Teda ked je napr. b=3.5 a x;=4, potom
nova hodnota x;=3 je vzdialena o 0.5 od hodnoty b, ale na opa¢nu stranu. Pokial sa hodnota
x; dostane tymto presunom za hranice intervalu a na opacnej strane, postupujeme rovnako.
Algoritmicky tento pristup vyjadreny proceddrou Perturbation nahradi vyraz x':=x+N(0,0)
v riadku 6 algoritmu 8.1. Symbol N(O, o) tu vyjadruje jedno nahodné ¢islo vygenerované
podla gaussovskej distriblcie s nulovou strednou hodnotou a Standardnou odchylkou o.

Evoluéna stratégia:
1 x:=nadhodne generovany vektor redlnych premennych;

2 t:=0; 0:=0i,:; X :=Xx;

3 while t<t,,, do

4 begin i:=0; k:=0; t:=t+1;

5 while i<i,,, do

6 begin i:=i+1; x':=x+N(0,0);

7 if f(x’') < f(x) then

8 begin k:=k+1; =x:=x';

9 if f(x) < f(x') then x :=x;
10 end;
11 end;
12 if k/1,.x<0.2 then O:=cy40
13 else if k/i,,.>0.2 then O0:=c;0;
14 end;

Algoritmus 8.1. Evoluéna stratégia (1+1). Premenna t je pocitadlo epoch evoluénej stratégie.
Algoritmus obsahuje dva cykly while, vonkajSi a vnitorny. Vo vnitornom cykle sa pre dané o
opakuje elementarny krok evoluénej stratégie in..-krat, pri¢om premenna k zaznamenava uspesnost
mutacii v tomto vnutornom cykle. Vonkaj$i cyklus, s pocitadlom t, aplikuje pre rézne hodnoty o
evoluénu stratégiu t...—krat. Standardna odchylka o sa inicializuje hodnotou o ,.;. Modifikacia rieSenia
x sa vykonava pomocou generatora nahodnych Cisel s nulovou strednou hodnotou a so $tandardnou
odchylkou o. Volba zakladnych parametrov evoluénej stratégie (tmax, Oini @ imax ) Si vyZaduje uréité
experimentovanie, pomocou ktorého tieto konstanty nastavime. Zvy€ajne je oi,; blizke jednotke a
konstanta i,.. Sa radovo rovna tisicom.

procedure Perturbation(x,x’,0)
begin for i:=1 to n do
begin X{ := x' + N(0, 0);
while (X{ >b) or (X <a) do
if X{ > b then Xj := 2b-X else

if X{ < a then X := 2a-X ;

end;
end;

Algoritmus 8.2. Pseudopascalovsky kod proceddry pre mutaciu pévodného vektora x na novy

vektor x’. V pripade, Ze niektora zlozka nového vektora je mimo intervalu [&,b0] opravny proces
"zrkadlenie" zabezpeci navrat zlozky do intervalu.
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Uloha 8.1. Naprogramujte evoluéni stratégiu (1+1) a aplikujte ju na optimalizaciu funkcie
y:xz, pricom oy,=1 a Startovaci bod bude 100. PouZite pravidlo 1/5 tspesnosti zmeny o a
nakreslite graf, kde na vodorovnej osi bude pocCet generacii a na zvislej momentalna hodnota
rodi¢a. Porovnajte priebeh tohto grafu s obdobnym grafom, kde sa v algoritme smerodajna
odchylka o nebude menit a ostane konstantna, teda rovna jednej.

8.3 Distribucia pravdepodobnosti a generovanie nahodnych cgisel

Preco je gaussovska distriblcia lepSia ako zmena bitov v binarnom kéde? Majme redlne
Cislo z intervalu [-10,10] rovné povedzme nule, zakddované do 12 binarnych ¢islic. Bude

transformované na %‘11%))(212_1):§g047_5@ €¢o sa binarne zakd6duje 100000000000.
Mutaciou kazdeho bitu by sme dostali &isla

000000000000 - -10.0 100000100000 - +0.5873

110000000000 — +5.00366 100000010000 - +0.805861

101000000000 - +2.50305 100000001000 - +0.41514

100100000000 — +1.25275 100000000100 - +0.21978

100010000000 - +0.27595 100000000010 - +0.1221

100001000000 - +0.15018 100000000001 - +0.0732601

Ako mozno vidiet, mutované &isla nemaju dobru distribuciu okolo nuly. Nasledujuci priklad
potvrdzuje, Ze to nie je nahoda, Cize tento problém existuje vSeobecne.

Distriblcia pravdepodobnosti z 10 000 pokusov

8000 r
x 10
> O
© < 6000 |
C\;
g
2 » 4000 f
(@]
S 6
% 9
> ©
> 2 2000 f
o 9
S E
oa >
0_

-10 -5 0 5 10

Mutované ¢&islo (pévodne nula)

Obrazok 8.3. Distribucia pravdepodobnosti vysledku mutacie binarneho ¢isla 100000000000 je velmi
nerovnomernd, a dokonca nie je symetricka! Pre¢o? Dévodom je tzv. Hammingova bariéra: binarne
Cisla 100000000000 a 011111111111 su susedmi v redlnej reprezentacii, no bolo by potrebné zmenit
hodnoty vSetkych 12 bitov, aby sme z prvého Cisla dostali to druhé.

Binarne &islo 100000000000 bolo mutované 10000-krat, kazdy bit v kazdej mutacii s
pravdepodobnostou 1/12 (viac ako jeden bit mohol zmenit’ svoju hodnotu). Po transformacii
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vyslednych binarnych &isel na realne &isla sme interval [-10,10] rozdelili do 40 oblasti a
spocitali, kolko €isel sa nachadzalo v kazdej oblasti (vid obr. 8.3).

Ako dostat nahodné ¢isla s normalnym rozdelenim podla gaussovskej distribucie?
Algoritmy 8.3 a 8.4 sa zakladaju na pouZiti Boxovej a Mullerovej metddy, implementéciu
moéZete najst v knihach Numerical Recipes (existuju pre Pascal, C, aj Fortran [12]). Tieto
pseudopascalovské algoritmy vracaji nahodnd premenni s nulovou strednou hodnotou a
jednotkovou smerodajnou odchylkou. PouZivaju pritom generator nahodnych isel z intervalu
(0,11 s uniformnym rozdelenim - teda kazdé Cislo z tohto intervalu dostanete s rovnakou
pravdepodobnostou. Pokial je k dispozicii iba generator nahodnych prirodzenych cisel,
vygenerujte také &islo, prevedte na realne Cislo a vydelte ho maximalnou mozZnou hodnotou
dosiahnutelnou generatorom - to by malo zodpovedat' vysledku funkcie random. Algoritmy
8.3 a 8.4 vlastne vyrabaju vZdy dve nahodné premenné s normalnym rozdelenim, Gauss1
(Gauss2) a save. Prvi davaju ako vysledok hned, druht pri dalSom volani funkcie.

Zlozitejdi, no v mnohych pripadoch rychlejSi je tzv. trapézovy algoritmus, opisany v [13],
ktorého kod vo Fortrane je uvedeny v [4].

PretoZze sa v8ak generator nahodnych Cisel s normalnou distriblciou pouziva €asto a
podstatne ovplyviiuje asovlu naroénost vypodtu, obratime pozornost na logisticku distribaciu
(vid obr. 8.4). Tato distribucia je velmi podobna normalnej distribdcii, ale je jednoduchS$ia na
vypocet a pomerne Casto nam mézZe vyhovujuco sluzit ako jednoduch$ia alternativa.

Formalne sa tvar logistickej distribu€nej funkcie f,(x) da vyjadrit nasledovne,
1
fo ()= 570 (8.4)
kde funkcia wy,(x) predstavuje odpovedajucu funkciu hustoty rozdelenia nahodnej premennej

g (x) =f'"(x) == (8.5)

0.8

Va
/10
<

/
/o
21BN

O K P &___ ]
-4 -2 0 2 4

Obrazok 8.4. Zobrazenie logistickej distribuénej funkcie f,(x) a jej hustoty w,(x) pre o =0.
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kde parameter o s kladnou hodnotou (priblizne zodpovedajuci Standardnej odchylke u
normainej distribucie) uréuje “Sirku” funkcie hustoty w,(x). Distriblcia f5(x) mapuje celd reélnu
0s na otvoreny interval (0,1), f;: R - (0,1). Méze sa pouzit na jednoduchu konstrukciu
generatora nahodnych realnych €isel zachovavajucich logisticku distribaciu. Ked' vyrieSime
rovnicu
r=— 2 (8.6)
l+e—x/0
pre r 0 (0,1) dostavame
r
X=0ln— 8.7
- (8.7)
Teda ked je r ndhodné &islo s uniformnou distribaciou, potom x uréené pomocou (8.7) je
nahodné ¢islo s nulovou strednou hodnotou, spliujuce logistick distribaciu. Ako
interpretovat’ a uréit parameter o? Pozadujeme, aby bolo 100 p % nahodnych ¢&isel (pre
0<p<1) generovanych z intervalu (-p,p); potom

p
Iooc(x)dx =p (8.8)
~P
function Gaussl : real; function Gauss2 : real;
begin begin
if help = 0 then if help = 0 then
begin begin
repeat a:=+/-2. 0% n(random

vl:=2.0*random — 1.0;

b:=2*T*random;
v2:=2.0*random — 1.0;

save:=alkos (b);

r:= vl1® + v2%;
until (r<1.0); Gauss2:= alkin(b);
faci=y-2.0%IN(r)/T gDt
save:=vllifac; begin
Gaussl:=v2[fac; help:=0;
help:=1; Gauss?2:=save;
end else end
begin end
help:=0;
Gaussl:=save;
end
end
Algoritmus 8.3. Generator nahodneho &isla Algoritmus 8.4. Generator nahodneho Cisla s
s norméalnym (gaussovskym) rozdelenim s normélnym (gaussovskym) rozdelenim s nulovou
nulovou strednou hodnotou a jednotkovou strednou hodnotou a jednotkovou smerodajnou
smerodajnou  odchylkou. Verzia podla odchylkou. Jednoduch$ia verzia (no vzhfadom k
Numerical Recipes [12]. Pred aktivaciou pouzitiu trigonometrickych funkcii vypoctovo o
polozime externd premenni help:=0. nie€o naroénejsia) pouzivana Schwefelom [4]. Pred
Premenna save je tiez externa. aktivaciou polozime externd premennu help:=0.

Premenné save je tiez externa.
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Pri vyuzZiti vzorcov (8.4) a (8.5) pre f,(x) a uy(x) po jednoduchych Gpravach dostaneme

=1
1+ p0O
o=ppnit Py 8.9)
0 1-pO

Napriklad ak p=0.99 (teda 99% generovanych nahodnych C&isel patri do intervalu

(=p.p)), potom

In2*P —in199 =53 (8.10)

To znamena, Ze za predpokladu, Ze 99% nahodnych ¢&isel patri do intervalu (-p,p), by o malo
byt priblizne patkrat mensie ako p.

Podobne ako pre simulované Zihanie, aj pre evolu¢nu stratégiu sa dokazalo [1,14], Ze
potencialne poskytuje globalny extrém optimalizovanej funkcie f(x). Za predpokladu
regularnosti optimalizovaného problému (optimalizovana funkcia je spojita, definiény obor
funkcie tvori uzatvorenti mnozinu a plati niekolko dalsich podmienck vacsinou splnenych u
inZinierskych problémov) je mozZné dokazat konvergen&ny teorém (prehlad v [7], v8eobecne
[15, 16]). Konvergenény teorém tvrdi, 2e globalne optimum sa dosiahne s jednotkovou
pravdepodobnostou; nehovori v8ak, po akom pocte generacii.

8.4 Mnohoclenné stratégie a kovariancie

Schwefel a jeho spolupracovnici [3-4,7] navrhli dalSie, sofistikovanejSie verzie evoluénej
stratégie, takZe v su¢asnosti uz mozno hovorit' o celej triede evoluénych stratégii. Odpada tu
nutnost zavadzania pravidiel pre zmeny S&tandardnej odchylky, €o mohlo viest k
predéasnému ukonceniu optimalizacie, ako je to na obrazku 8.5.

Optimum

X A
2 /' Vrstevnice pre
f(x)=konsStanta

—_—

Oblast platnosti
f(nové x)<f(x)

>
'

X

1
Kruznica rovnakej pravdepodobnosti umiestnenia
potomka z rodi¢a umiestneného v strede kruznice

Obrazok 8.5. Ukazka zlyhania pristupu zmenSovania Standardnej odchylky riadenej pravidlom 1/5
uspesnych pokusov. Toto pravidlo sa pévodne vytvorilo na to, aby algoritmus rychlo nasSiel minimum,
ked sa dostane do jeho blizkosti. Vtedy najde menej ako 1/5 lepSich rieSeni, a teda so zmenSenim
Standardnej odchylky zacne prehladavat blizSie okolie. Ked v8ak ma funkcia "uzke udolie", alebo su
aktivne iné ohranienia, dizka kroku bude stale klesat bez toho, 7e by sa zvySovala uspe$nost
algoritmu, a ten potom "zamrzne" daleko od minima.
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Schwefel novsie zaviedol mnohoélenné evoluéné stratégie, oznacované (m+l) alebo
(m,l), ktoré imituju dalSie zakladné principy organickej evolucie. Pracuje sa tu potom s celym
suborom rodi¢ovskych vektorov x, ktorych pocet je m. V pripade stratégie PLUS (m+l)
vygenerujeme z tychto rodi¢ov | potomkov. Potom takto navrhnuté vektory - potomkov a
pévodné “rodi¢ovské” vektory - zoradime spolu podla optimalnosti rieSeni a prvych m
najlepsich jedincov - rieSeni zoberieme ako rodi¢ov do dalSej populacie. V pripade stratégie
CIARKA (m,l) vyberame budicich m rodiéov iba z prave vygenerovanych | potomkov a
rodi¢ia tychto potomkov vymieraju. Zivot kazdého jedinca je obmedzeny iba na jednu
generaciu. Okrem mutacie sa pri obidvoch stratégiach pouziva krizenie, teda Ciasto¢na
vymena informacii medzi vektormi realnych &isel (vid obr. 8.6), na rozdiel od krizenia
binarnych retazcov pouzivaného pri genetickych algoritmoch. KriZzenie dvoch alebo viacerych
rodiCov vZdy produkuje jedného potomka na rozdiel od genetickych algoritmov, kedy dvaja
rodiia generuju vzdy dvoch potomkov. Rovnako ako pri genetickych algoritmoch sa
chromozém méze vybrat' ako rodi¢ aj niekolkokrat.

krizenie "priemerom"
-3.91 8.84 -3.98 -2.51 -5.76 -1.40 -3.33 8.26 rodi¢_1
6.91 8.46 -1.33 -5.66 6.66 -0.75 9.13 -0.40 rodi¢_2

rodi¢_1 + rodi¢_2
2

1.50 8.65 -2.67 -4.09 0.45 -1.08 2.90 3.93 potomok =

diskrétne krizenie

-3.91 8.84 -3.98 -2.51 -5.76 -1.40 -3.33 8.26 rodic_1

v v \ 2 /

-3.91 8.46 -1.33 -2.51 6.66 -1.40 -3.33 -0.40 potomok

A A A A

6.91 8.46 -1.33 -5.66 6.66 -0.75 9.13 -0.40 rodi¢_2

Obrazok 8.6. Dva z mnohych druhov krizenia pouzivanych pri evolu¢nej stratégii. Krizenie
“priemerom” zoberie dva vektory, s€ita hodnoty ich prvkov na zodpovedajucich miestach a vydeli cely
vektor dvoma. Krizenie “diskrétne” prebera hodnoty na zodpovedajucich miestach nahodnym vyberom
z jedného alebo druhého vektora “rodi¢ovskych jedincov”.

Najvacsim “objavom” evolucnej stratégie je vSak moznost nebrat jedind hodnotu
Standardnej smerodajnej odchylky pre vSetky hodnoty optimalizovaného vektora realnych
Cisel x, ale uchovavat pre kazdu premennu z vektora x vlastnd hodnotu smerodajnej
odchylky (rozptyl). Kazdy jedinec je teda tvoreny dvoma vektormi: vektorom x a vektorom
smerodajnych odchylok o. Nesie si tak so sebou aj informaciu o distriblcii pre novl mutaciu.
Mutacie sa vSeobecne robia rovnako ako pri stratégii (1+1) s pomocou Statistického
rozdelenia tak, Ze drobné zmeny su pravdepodobnejsie a zavazné zmeny nepravdepodobné.
Tato tendencia sa s ¢asom zvySuje spolu s priblizovanim populacie k optimu, teda blizko
optima su mutacie uz len malé. Ako ale poznat, ze sme uz blizko optima? Mnoho¢lenné
evoluéné stratégie tuto otazku obchadzaju meta-evoluénou samoadaptacnou technikou, kedy
sa aj velkost mutacii v priebehu algoritmu meni. Evollucia teda nebude prebiehat’ iba pri
premennych urcujucich rieSenie, ale su¢asne sa bude vyvijat informacia o tom, ako kazdé z
rieSeni bude generovat nového potomka. Tato informacia je ulozend v tzv. strategickych
premennych. Ked zmena aktualnej hodnoty jednej premennej velmi nemeni zodpovedajucu
hodnotu optimalizovanej funkcie, potom vyvoj hodnoty smerodajnej odchylky priradenej tejto
premennej bude smerovat k va&sim &islam. Teda zmeny maju ina mierku pri premennych,
ktoré maju vacsi vplyv na hodnotu funkcie ako iné premenné. Kazdy novy jedinec je
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ohodnoteny ucelovou funkciou. U¢enie prebieha na dvoch arovniach, jedna uroven hodnoti
dosiahnuté vysledky funkcie, druha uaroven predstavuje schopnost jedinca ulit sa
zakédovanu v smerodajnej odchylke uréujucej velkost mutacie (aj ked tato schopnost sa
zhodnocuje len nepriamo pomocou ohodnoteni vysledkov funkcie).

Pri pouziti smerodajnej odchylky pre kazdu premennu poskytuje vacsinou lepsie vysledky
“Ciarkova” stratégia, kde populacia rodi€ov celkom vymiera. Aj ked momentalne méze déjst k
zabudnutiu najlepSieho doteraz najdeného rieSenia, v dlhodobom meradle tato stratégia
funguje lepSie, lebo sa dostane cez lokalne minima, kedy nejaké rieSenie ma sice
momentélne vysokl hodnotu optimalizovanej funkcie, ale nastavenie smerodajnych odchylok
je zlé. Zabudanie rodi¢ovskych chromozémov preferuje vybudovanie vnutornej Struktary -
teda smerodajnych odchylok - optimalne nastavenych na dalsi vyvoj. Takyto pristup potom
funguje lepsie pre optimalizaciu zasumenych alebo &asovo premennych funkcii. Hodnoty
vektora x si méZeme predstavit' ako analogiu fenotypu a hodnoty smerodajnych odchylok ako
genotyp. Vyberom urcitého pomeru poctu rodi¢ov a potomkov m/l mozno nastavovat rychlost
konvergencie evoluénej stratégie. Ked chceme rychlu, no lokalnu konvergenciu, zvolime si
silne restriktivnu selekciu, napr. (5,100). Ked hfadame globalne optimum, musime selekciu
zmiernit, napr. (15,100). Pre uz zmienenu sféricki funkciu je idealny pomer
rodi¢ia/potomkovia asi 1/7, no rodi€ov musi byt pritom radovo aspor desat’.

Rodi¢ia pre krizenie sa vyberaju z celej populacie s rovnakou pravdepodobnostou,
nezaleZi teda na optimalnosti rieSenia (konvergencia je dostato¢ne zabezpetena selekciou
potomkov pre dalSiu generaciu rodi¢ov). Pre krizenie sa vaésinou pouziva “diskrétne
krizenie”, zname z analdgie s genetickymi algoritmami, kde potomok postupne prebera
hodnoty z jedného alebo druhého rodi¢a s rovnakou pravdepodobnostou (vid. obr. 8.6).
Krizenie teraz uZ zahfha nielen vymenu hodnét vektora x, ale aj hodndt vektora
zodpovedajlcich smerodajnych odchylok a.

Premenné
Xy X, X5
( [QIITITITITTIT crison
rizenie
ARERRRRRRRREER vyberom
Rodigia | nahodného
IIIIllIlIIIIlIl rodiéapre
[T )

zvlast
Potomok OETHITENTH

Diskrétna globalna
rekombinacia

Obrazok 8.7. Globalne uniformné krizenie (alebo inak globalna rekombinécia), kedy potomok ma viac
ako dvoch rodiGov (neexistovalo by rozlisenie na “muzské” a “zenské” pohlavie, uvedeny pristup by
zodpovedal viacerym rovnocennym pohlaviam). Kazdy prvok vektora riedenia (premennd) sa berie z

nahodne zvoleného rodi¢ovského vektora.

Dalsim z moznych spdsobov kriZeni je krizenie priemerom, ktoré véak casto vedie k prilis
rychlej lokalnej konvergencii.

Najnovsie sa objavili dalsie druhy kriZzenia, ktoré sa pouzZili tak v genetickych algoritmoch,
ako aj v evoluCnej stratégii [17]. Dva vektory x; a X, produkuju dvoch potomkov y; a y,, ktoré
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su linearnou kombinaciou svojich rodiGov
y1 = ax; + (1-a) X, (8.11)
yo=(1-a) Xy + a Xy

Okrem tohto krizenia sa e&te navrhlo diskrétne globalne uniformné kriZenie, ktoré si
hodnoty vektorov x a o nevybera postupne nahodne z dvoch vektorov, no mdze si vyberat zo
vSetkych rodi¢ovskych vektorov (vid. obr. 8.7). Obdobou “krizenia priemerom” pre globalne
uniformné kriZzenie je pouzZitie hodnét jedného rodi¢a pre vdetky premenné, zatial ¢o druhy
rodi€ sa vybera pre kazdu premennu zvlast. Podla Schwefelovych skusenosti [2,3] sa
osvedcilo pouzitie réznych druhov krizenia pre rozdielne ¢asti chromozémov, napr. diskrétne
krizenie s dvoma rodi€mi pre premenné x; spolu s krizenim priemerom (pripadne aj jeho
globalnym variantom) pre smerodajné odchylky a uhly o opisané dalej.

Pre zmenu smerodajnych odchylok sa pri viac¢lennych evoluénych stratégiach uz
nepouziva deterministicky algoritmus, ako bolo pravidlo 1/5 uspeSnosti. Namiesto toho sa
smerodajné odchylky podrobia evoluénému procesu. Kazda smerodajna odchylka je teraz
mutovana

0/=0; exp(N(0, Aay)) (8.12)

kde N(0, Aoy) je nahodna premenna vygenerovana s normalnym rozdelenim so stredom v 0
a smerodajnou odchylkou Acgy. Tato smerodajnd odchylka Ag, je parametrom metddy,
konStantou, ktora je rovnaka pre vSetky smerodajné odchylky vSetkych premennych v celom
¢asovom priebehu algoritmu. Novovytvorena smerodajna odchylka o potomka prislusna
nejakej i-tej hodnote x; vo vektore premennych x sa hned pouZije na vygenerovanie novej
hodnoty
xi=x;+ N (0,07) (8.13)
Okrem vlastnej hodnoty premennej vo vektore a jej smerodajnej odchylky méze byt subor
premennych charakterizovany aj daldim vektorom “strategickych” premennych, ktory riadi
korelaciu mutacii. Pre dve premenné s rdznymi hodnotami smerodajnej odchylky vrstevnice
pravdepodobnosti umiestnenia mutovaného vektora nepredstavuju kruznicu, ale elipsu. Tato
elipsa je vSak orientovana v smere suradnicovych osi. Mézeme si vSak predstavit, Ze
optimum nie je umiestnené v smere dlhsej osi elipsy, ale niekde naprie€. Idealne by potom
bolo, keby sme mohli tato elipsu vrstevnic pravdepodobnosti umiestnenia mutovaného
vektora natocit’ tak, aby hlavna os elipsy smerovala k optimu. Tak by mutovany vektor mal
najvacsiu moznost ¢o najviac sa pribliZit k optimu (vid obr. 8.8). Toto natoenie mozno zaistit
kovarianciami. Vektor “strategickych” premennych teda mdze pre n-rozmerny vektor x
zahfiat' n rozptylov c; = 0% rovnako ako n(n-1)/2 kovariancii c; zovSeobecnenej n-rozmernej
normalnej distriblcie s hustotou pravdepodobnosti vektora mutéacii z

0Ol 0
expr—-z Cz
p(z)= 02 0 (8.14)
(2n)" @etC

Na zaistenie kladnosti a kone¢nosti kovarianénej matice C'lzcij pouziva algoritmus
zodpovedajuce rotatné uhly a; (-m<a;<m) namiesto koeficientov c;. Tieto uhly su v
nasledovnom vztahu k variaciam a kovarianciam:

ZCij

o? -

Osi mutaénych elipsoidov (povrchu rovnakej hustoty pravdepodobnosti umiestnenia
potomka vytvoreného mutaciou z rodi€a umiestneného v strede elipsoidu) su potom
rovnobezné s koordinaénymi osami iba vtedy, ak je kovarianéna matica diagonalna. Vo

tan (Zaij ) = (8.15)
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vSeobecnejSom pripade nenulovych kovariancii méze byt elipsoid lubovolne natoceny v
priestore rieSeni a mutacie premennych su linearne korelované. Takto vytvoreni potomkovia
sa moézu adaptovat na fubovolny vyhodny smer prehfadavania, ¢o je vyhodné v pripade
existencie Uzkych udoli v optimalizovanej funkcii.

X5 A/C/(g _— Minimum
= vrstevnice
Rodi& _| S——_  f{x)=konst.
Ciara rovnakej E\‘—l— ]
hustoty ’/\\‘ /%1=6>2
pravdepodobnosti -
umiestnenia >X
potomka X 1
2 A@
\ ~
o
— \ _
— 1 + I
Y Gy # Gy
-
X,
\ —
— —
| PRA—
X4

AX,’=AX, €C0S a - AX, Sin a, AX,’=AX, sin a + AX, COS a

Obrazok 8.8. Prvy graf ukazuje ¢iary rovnakej hustoty umiestnenia potomka z rodi¢ovského
chromozému umiestneného v strede Ciarkovaného ovélu. Ked' sa Standardné odchylky pre obidve
premenné rovnajl, éiara je tvorena kruznicou. Zelali by sme si vak, aby potomok mal vaésiu moznost
umiestnit sa v smere minima oznaeného sustrednymi vrstevnicami. Ked zmenime S3tandardné
odchylky, dostaneme z kruznice ur€ujucej pravdepodobné umiestnenie potomka elipsu. No osi tejto
elipsy su stale rovnobezné so suradnicovymi osami. Nato€it elipsu tak, aby svojou hlavhou osou
smerovala k minimu, dokazeme iba pooto€enim o uhol a, ktoré je realizaciou kovariancie.

Mutacie, ktoré bera do Gvahy aj kovarianciu, sa robia nasledovne
0;=0; [exp(toN(0,1) +T N;(0,1))
oy'=0;+B [N;(0,1) (8.16)
Xi=x;+ z;(0",a’)

Vyraz N(0,1) oznaduje vygenerovanu normalne distribuovanu jednorozmernu nahodnu
premennu pri nulovej strednej hodnote a jednotkovej smerodajnej odchylke, zatial ¢o N;(0,1)
oznaduje, Ze nahodna premenna je vZdy znova vygenerovana pre kazdu hodnotu pocitadla i.
Tento subor vzorcov sa pouzil pre 0OiO{1,..,n}, 0jO{1,...,nl(h-1)/2}. Globalny faktor
exp(to[N(0,1)) dovoluje celkovi zmenu velkosti vSetkych mutacii, zatial o exp(t IV;(0,1))
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povoluje individualnu zmenu strednej velkosti kroku o;. Vyraz exp(t IN;i(0,1)) je teda
individualnym parametrom generovanym zvlast pre kazdu premennu z vektora x, dovolujuc
tak individualne zmeny “priemernych” zmien o; kazdej premennej x; vektora x.

X2
P
\ P
\ 7. uhol
\|_~ . X
. K -
- 7 N w _ . )
i 1+ vrstevnice pravdepodobnosti hodnot
s AXx, a Ax, vektoru mutacie

Obréazok 8.9. Pootocenie elipsy rovnakych hodnét pravdepodobnosti vygenerovania zmien Ax; a Ax,.

vrstevnice
rovnakych hodnét
funkcie

minimum

vrstevnice rovnakej
pravdepodobnosti
umiestnenia potomka

rodi¢

Obrazok 8.10. Zobrazenie vrstevnic hodndt funkcie dvoch premennych s optimami oznacenymi
svetlou farbou. Biele bodkované elipsy oznaduju miesta rovnakej pravdepodobnosti umiestnenia
potomka vzniknutého mutaciou z rodi¢a umiestneného v strede elipsy oznatenom krizenim osi. DIhsia
os elips je nasmerovana k optimu tak, ako sa to “jedinec” naudil v priebehu optimalizacie, kedy si
kazda z premennych uchovava vlastnu hodnotu smerodajnej odchylky a okrem toho si kazdy "jedinec”
esSte uchovava vyhodny smer korelovanych odchylok.

Tymto spdsobom su mutacie premennych korelované pomocou hodnét vektora a (vid
obr. 8.9). KonsStanty 1o, T a B st parametre, ktoré Schwefel [2,3] navrhuje nastavit na hodnoty

To O ]/\/2«/ﬁ atlQ ]/\/%a B=0.0873 (=5° v radianoch). Pri pouziti kovariancii, ¢ize uhlov,
nemusime brat do uvahy vztahy medzi vSetkymi premennymi, teda po&et uhlov mbze byt aj
mensSi ako n (n—-1)/2. To by v8ak vyZzadovalo predbeznu analyzu alebo optimalizaciu vyberu
uhlov, ktoré je mozné zanedbat. Konstanty 1y, T sa mé2u interpretovat’ ako “rychlosti u¢enia”,
podobne ako je to pri neurénovych sietach. Najlepsie nastavenie tychto parametrov méze
zavisiet’ od druhu optimalizovanej funkcie. Rovnako ako pri stratégii (1+1), musia smerodajné
odchylky zostat’ va¢sie ako nejaka minimalna nenulova hodnota. Schwefel poZaduje spinenie
podmienky o;2¢€ [¥; [J kde €>0 je malé kladné Cislo. Pokial uhly a; prekrocia hranice (-,
pouzivame zrkadlovy odraz podobne ako v procedure Perturbation opisanej pri stratégii
(a+1).
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Zial, generovat nahodny vektor mutacii s &lenmi z;(o’,a’) uvedenymi v (8.16) s distriblciou
pravdepodobnosti p(z) uvedenou v (8.14) nemusi byt trivialnym problémom. Namiesto
priameho generovania suradnic sa preto pouziva postupna rotacia. Povedzme, Ze mame dve
premenné x; a X so smerodajnymi odchylkami o; a 0, takze vrstevnice rovnakych hodnét
pravdepodobnosti by vytvarali elipsu s osami rovnobeznymi s hlavnymi osami. Korelagny
koeficient ¢, zodpoveda uhlu a, o ktory sa tato elipsa pravdepodobnosti pootoéi (vid obr. 8.9
a 8.10). TakZe ak su pévodné odchylky premennych x; a X, so smerodajnymi odchylkami o
a 0, rovné Ax; a Ax,, potom odchylky upravené pomocou korela¢ného koeficientu maju tvar
AX;'=AX; €OS d - AX; Sin A, AXy,'=AX; sin o + AX, €OS 0.

Pre tri premenné by sa museli urobit’ tri nasledujuce rotacie: v rovine (Ax,, Ax,) o uhol a3 s
vysledkom Ax;’ a AXy', v rovine (Axy', AXs) 0 uhol a, s vysledkom Ax;” a Axs’ a v rovine (A,
AXx3') 0 uhol a3 s vysledkom Ax,” a Axs”. Vysledné zmeny premennych by teda boli Ax;”, Ax,"”
a Axs".

Pre viac premennych sa dany pristup jednoduchsie vyjadri pomocou rotaénych matic.
Kazda matica zodpoveda jednému uhlu, teda jednej kovariancii dvojice premennych vektora
x. Budeme mat n (n-1)/2 rotacnych matic R(a;)=(ry). Tieto matice su jednotkove, teda na
hlavnej diagonale majua samé jednotky a inde samé nuly, s vynimkou Styroch prvkov: rj = rj =
cos aj, a = — rj = — sin a. Trigonometrické vyrazy su teda umiestnené vzdy v priese¢nikoch
riadkov a stipcov i a j. Nasobenie tymito maticami zodpoveda vlastne transformécii stradnic
vzhladom na osi i a j pri otoCeni o uhol a; Mézeme nasobit vzdy prva maticu R(ayy)

vektorom odchylok premennych (Axy, AX,, ..., AX,) zodpovedajicich premennym Xg, Xz, ... , Xn
so smerodajnymi odchylkami o3, 0y, ..., O, , @ potom nasobime dalSiu maticu R(0yz3)
vyslednym vektorom predchddzajuceho nésobenia (Ax;', Axy', AXxs, ..., Ax,), atd.

Jednoduchsie je vSak najskér vynasobit’ vSetky matice medzi sebou a aZ vysledok nasobit’
vektorom (Axy, AXy, ..., AX,). Formalne sa to da vyjadrit’ vzorcom

[h-1 n
rotacia (Axy,AXy ..., A%y ) D|_| [ R( ajj )ﬁ[(Axl DXo ... DX ) (8.17)
I=1j=i+1

Praca Rudolpha [18] potvrdzuje spravnost’ tohto pristupu. Rudolph [18] ukazal, Ze tento
pristup garantuje ortogonainost transformacii (teda okrem iného zachovanie dizky vektorov a
uhlov medzi nimi) a su¢asne umozfiuje vytvorenie akychkolvek ortogonélnych transformacii.
PouZitie rotanych uhlov teda nijako neobmedzuje mozZnost vygenerovat akukolvek mutaciu.

Uz zmienena viacglenna evoluéna stratégia dovoluje kazdému &lenovi vytvorit niekolko
potomkov. Z tychto (stratégia CIARKA) a pripadne e$te z povodnych &lenov - rodigov
(stratégia PLUS) sa vyberie dalSia skupina rodi¢ov pre novu generaciu na zaklade ich
zoradenia pomocou im zodpovedajucich hodnét minimalizovanej funkcie. Pseudokdd je
uvedeny v algoritme 8.5.

Pri krizeni nekombinujeme iba hodnoty premennych x;, X, ... , X,, ale aj strategické
premennég, teda smerodajné odchylky 03, 0a, ..., 0, @ uhly a3, Oy, ..., Ongn-1y2. MOZu sa pritom
pouZit rézne typy rekombinaénych operatorov pre hodnoty premennych, smerodajné
odchylky a uhly. Standardné nastavenie parametrov evoluénej stratégie je oy, = 3 pre funkcie,
o ktorych ni¢ nevieme, pocet rodiov |P;| = 15, poCet potomkov |Q| = 100, stratégia vyberu je
CIARKA, teda P;:={najlepSie chromozémy z Q}. Co sa tyka smerodajnych odchylok a uhlov,
najjednoduchsie je pouZit iba jednu smerodajnu odchylku pre cely chromozém s diskrétnym
krizenim. O nie€o zlozitejSie funkcie vyZaduju pouzitie celého vektora smerodajnych odchylok
pre kazdy chromozém znova s diskrétnym krizenim, ale eSte bez pouzitia uhlov a. Kone¢ne
najkomplexnejsi algoritmus pouziva aj nl(n—1)/2 uhlov a a krizenie priemerom medzi tymito
uhlami.
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Evoluéna stratégia: pokrocila mnohoclenna verzia

1 t=0; 0:=0i,:;

2  Pp:={nédhodne generovanad populdcia chromozémov};

3 Ohodnot kazdy chromozém z Py funk&nou hodnotou;

4 while t<t,,, or dostatoéne dobré riesenie nie je nadjdené do

5 begin t:=t+1;

6 Q={nové chromozdémy vytvorené krizZenim a mutéciou z
nédhodne vybranych chromozémov z Pi.q};

7 Ohodnot kazdy chromozdém z Q funk&nou hodnotou;

8 P.:={najleps8ie chromozémy z Q alebo z P, 0Q};

9 end;

Algoritmus 8.5. Pokrocila mnoho€lenna verzia evolu¢nej stratégie typu (m,n) alebo (m+n) v zavislosti
od tvorby novej populacie P: Poéet chromozémov podpopulacie Q je ohrani¢eny podmienkou
|Q |2]|Pt]. Chromoz6my sl tvorené vektormi realnych premennych spolu so Standardnymi odchylkami a
pripadne variaciami.

8.5 Ukazka aplikacie algoritmu na Rosenbrockovu funkciu

Ako priklad rieSenia optimalizatného problému pomocou evoluénej stratégie si tu uvedieme
rieSenie Rosenbrockovej funkcie [19]. Tato funkcia dvoch premennych mé hlboké “udolie”, a
iba jedno minimum (v bode x;=1, x,=1, vid obr. 8.11). Takato funkcia by sa lahko riesila
gradientovou metodou, no napr. pre geneticky algoritmus predstavuje tato funkcia “noénu
moru”’, pretoZze geneticky algoritmus nema nastaveny smer mutacii = smer pohybu v
priestore rieSeni a nie je schopny “zahybat”. Geneticky algoritmus by pomerne rychlo nasiel
udolie vyznacené na obrazku 8.11 prerusovanou &iarou, no nebol by uz schopny dostat' sa v
rozumnom ¢ase do globalneho optima. Funkcia je definovana nasledovne:

£(x)= 100(x, - X} )2 +(xg -1)° (8.18)

Minimum f(1,1)=0 je na obrazku 8.11 vyznacené velkym bodom.

Tato funkcia sa riedila mnohoc&lennou verziou evolu€ne] stratégie s pouzitim
smerodajnych odchylok pre kazdu premennu zvlast a s pouzZitim kovariancie medzi
premennymi, teda uhla a. Kazdy chromozém sa teda skladal z piatich &lenov:

chromozdm={ X1, X,, 01, 02, O} (8.19)

Pociatocné hodnoty premennych sa pre x zvolili nAhodne z intervalu (-100,100), smerodajné
odchylky boli rovné 3.0 a uhol a bol nulovy. Pouzili sme stratégiu (15,100), to znamen3, Ze z
15 chromozémov vzdy vyrobime krizenim a naslednou mutaciou 100 chromozémov. Pri
problémoch vacSej dimenzie by sa samozrejme hodilo viac chromozémov. Rodi¢ovskée
chromozémy po vygenerovani potomkov vymazeme. Vzhladom na to, Z2e z potomkov
berieme vzdy striktne iba najlepsie chromozémy, nie je treba prepocitavat funkéné hodnoty
na fitness ako u genetickych algoritmov, sta¢i iba zoradit 100 novovytvorenych
chromozémov podla velkosti funk&nych hodndt od najmensej po najvaésiu (alebo naopak,
pokial hfadame maximum) a zobrat iba prvych 15 chromozémov do dal$ej generacie.

Pouzilo sa uniformné krizenie s nahodnym vyberom vzdy dvoch rodi¢ov pre premenné x;,
X, a krizenie priemerom pre strategické premenné o, 0, a. Pre pocet premennych n=2 sa

pouzili konstanty s nasledujicimi hodnotami: 1 :1/ 2Jn =0.5946; 1= 1/\/2n =0.5;
[3=0.0873.
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Obrazok 8.11. Vrstevnicovy graf Rosenbrockovej funkcie, kde horizontalna os je ozna€ena x: a
vertikdlna os x.. Velky bod predstavuje umiestnenie minima v “ddoli” vyznagenom ciarkovanou
parabolou.

Jednotlivé premenné su teda po krizeni chromozémov mutované pomocou vzorcov

0;:=0; exp(to N(0,1)) exp(tN;(0,1)), teda
0,":=0; exp(0.5946-konstanta) exp(0.5 N(0,1))
a 0,":=0, exp(0.5946-konstanta) exp(0.5 N(0,1)) (8.20)

a":=0+( Aa , teda a:=0+0.0873 N(0,1) (8.21)

kde N(0,1) je vysledok generatora nahodnych &isel s normalnym rozdelenim, s nulovou
strednou hodnotou a jednotkovou smerodajnou odchylkou a konstanta:=N(0,1). PretoZe pre
dve premenné existuje iba jedna kovariancia, pouzivame iba jeden uhol a bez indexov. Pri
vypocte zmien premennych x; a X, pouzivame rovnaky generator, iba s novozmutovanou
smerodajnou odchylkou:

Ax; = N(0, 0;") a Ax, = N(0, 03)) (8.22)
Tieto hodnoty este “pootodime” pomocou uhla a:
Ax;'=AX; €os A’ - AX, sin d, Axp'=AX; sin o’ + AX, cos o’ (8.23)

Teraz kone€ne mbdZeme dostat’ nové hodnoty vektora x: x;'=x; + Ax;" a Xp'=X, + AX,’ a z
tychto hodndt vypoéitat funkénu hodnotu f(x;, x,), ktorou bude chromozém ohodnoteny.
Nasleduje priklad tvorby nového chromozému (ktory bude zaradeny medzi 100 novych) z
dvoch nahodne zvolenych rodi¢ovskych chromozdémov (z 15 mozZnych).

V prvej faze sa za premennud x; dosadi premenna z druhého rodi¢a a za premennu x,
hodnota tejto premennej z prvého rodi€a (u kazdej z premennych sme si “hodili korunou”, z
ktorého rodi¢a ju zobrat), zatial ¢o namiesto hodnét 01, 6, a a sa dosadili priemery obidvoch
rodiCov.
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premenna X1 X2 o1 (o)) a f(x1,%2)

rodic_ 1 = { 0.415204 0.129087 0.039035 0.023917 0.202127 0.529536}
! ! i !
0.0286605
potomok = { 0.316526 0.129087 0.039035 +0.018286  0.0278155 0.399014 XXXXXXX}
2
1 1 1 1
rodic_2 ={ 0.316526 0.129394 0.018286 0.031714 0.595900 0.552434}

Samozrejme, hodnota f(x;,X,) potomka sa spocita az po skonéeni mutéacii. Ako prvé sa
mutuji hodnoty 0;, 0, a a:

konStanta=N(0,1)= 0.528959,
0,'=0; exp(0.5946-konstanta) exp(0.5-N(0,1))

=0.0286605 exp(0.5946-0.528959) exp(0.5-0.380766 ) = 0.047485
0,'=0, exp(0.5946-konstanta) exp(0.5-N(0,1))

=0.027815 exp(0.5946-0.528959) exp(0,5-(—0.419033)) = 0.030895
a'=0+0.0873 N(0,1)

=0.399014 +0.0873-0.548100= 0.446863

Ax; = N(0, 01") = N(0, 0.047485) = 0.023767
Ax; = N(0, 02’) = N(0, 0.030895) = -0.042886
AX;'=AX, €cOS o - AX, Sin o

=0.023767 c0s(0.446863) —( —0.042886) sin(0.446863) = 0.038562
AX,'=AX, sin a + Ax, cos o

=0.023767 sin(0.446863)+ ( —0.042886) cos(0.446863) =—0.024535
X1'=X1 + AX,' =0.316526 +0.038562 =0.355087
X2'=X, + AX,p' =0.129087 +(—0.024535) =0.104552
f(x1, X2) = 0.462288

Vysledny potomok upraveny mutaciou smerodajnych odchylok, uhla o a mutaciou
premennych x;, X, § pouzitim novych mutovanych odchylok, s nasledovnym pooto¢enim
tychto sdradnic pomocou zmutovaného uhla a vyzera nasledovne:

premenna X1 X2 o1 0> o f(X1,X2)
potomok = { 0.355087 0.104552 0.047485 0.030895 0.446863 0.462288 }

Uloha 8.2. Pouzite mnohoclenné stratégie na najdenie optima Rosenbrockovej funkcie.
Vypocet zopakujte 100-krat a vypoditajte priemerny pocet generacii, ktory bol potrebny, aby
najlep$ia najdenéd funkéna hodnota bola niZsia ako 10°. Porovnajte tento priemerny pocet
generacii s priemernym pocétom generacii potrebnych na najdenie rovnakej funkénej hodnoty,
ale bez pouZitia kovariancie. Podobne skuste odstranit krizenie pri zachovani pouZitia
kovariancii a diskutujte vplyv tvaru alebo typu funkcie na efektivnost pouZitia krizenia alebo
kovariancie pri najdeni minima. (Symetria a multimodélnost indikuja pravdepodobnu
vyhodnost aplikacie krizenia, minima uloZené v “Gdoliach” umiestnenych naprie¢ osi
suradnicového systému sa najdu rychlejSie za pouZitia kovariancii, ¢o plati aj pre
“viacrozmerné adolia”.)
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8.6 Evolu€éné programovanie

Evolu¢né programovanie predstavuje pristup vyuzivajaci simulaciu evolucie na populacii
sutazZiacich algoritmov. Metdda evolu¢ného programovania bola uz spomenuta v podkapitole
3.4. V tejto kapitole upriamime nasu pozornost na suvislost tejto metddy s evoluénou
stratégiou. V pociatkoch tohto pristupu navrhnutého okolo r. 1962 Lawrencom Fogelom [20-
22] bolo cielom predpovedat’ nové stavy prostredia a udalosti a na zaklade predpovedi
prispdsobit vlastnu reakciu v zavislosti od daného ciela, ¢o je zakladnou podmienkou
inteligencie organizmu. Evolu¢né programovanie rovnako ako evoluéna stratégia kladu déraz
skér na podobnost spravania sa rodicov a ich potomkov, ako na napodobriovanie
genetickych operatorov tak, ako to méZeme pozorovat v biologickych procesoch na
molekularnej trovni. Fogel za¢al u evolu¢ného programovania s predpovedami symbolickych
retazcov generovanych koneénymi automatmi z tzv. markovovskych procesov a
nestacionarnych ¢asovych radov.

Ofy

Obrazok 8.12. Trojstavovy konecny automat. Vstupné symboly su uvedené nalavo, vystupné napravo
od lomitka. Startovacia pozicia je v A (podla Fogela [21]).

Spracovanie vstupu automatom sa v pripade tabulky 8.1 zagina v stave A, na ktory prichadza
vstupna hodnota 1. PretoZe z “kruzku” A vedie $ipka 1/B, presunieme sa pozdiz tejto Sipky.
Hodnota za lomitkom, teda B, tvori odpoved automatu. Sipka je v8ak slu¢kou a dostavame
sa zasa do stavu A. Novy vstup je 0 a pozdiz $ipky 0/p sa dostavame do stavu B, pricom B je
odpoved automatu. Takto pokraCujeme, az pokial na subor signalov 100110 nedostaneme
odpoved B By a yB. Tuto odpoved ohodnotime hodnotiacou funkciou, nech uz tato funkcia
vyzera akokolvek.

Tabulka 8.1. Odpovede kone¢ného automatu z obrazka 8.12 v zavislosti od vstupnych symbolov.
Ohodnotenie automatu je dané funkciou ohodnocujicou vystupné symboly v zavislosti od vstupnych
(stavu prostredia).

Momentalny stav A A B B C A
Vstupny symbol 1 0 0 1 1 0
Buddci stav A B B C A B
Vystupny symbol B B y of y B

U takychto konec¢nych automatov existuje v zasade pat prirodzenych typov mutacii:
zmena vystupného symbolu, zmena buduceho stavu pre nastaveny kone&ny stav a vystupny
symbol (premiestnenie Sipky), pridanie stavu, vymazanie stavu, zmena pociatocného stavu.
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Na rozdiel od Johna Kozu [23], ktory vo svojom genetickom programovani pracuje s
programami vo forme ohodnotenych stromov a pouziva okrem mutacie aj krizenie, Fogel sa
na pociatku svojich uvah obmedzil na kone¢né automaty bez pouzitia krizenia. Evolu¢né
programovanie napodobfiuje totiZ vyvoj druhov, ktoré medzi sebou sutaZia a medzidruhove
krizenie vaésinou nenastava. Princip sutazenia je v tomto pristupe podobny ako pri evolu¢nej
stratégii; zo skupiny rodi€ov a potomkov sa vyberu do dal3ej populacie iba striktne najlepsi
jedinci. Z kazdého rodi¢a sa pritom vyraba mutaciou iba jeden potomok, teda zo skupiny
rodi€ov a potomkov sa vyberie lepSia polovica ako rodi¢ia do dalSej populacie.

V novych variantoch evoluéného programovania maju aj horsi potomkovia eSte moznost,
pokial su vybrani do slab3ej skupiny. Skupinky su nahodne vybrané z novych (t].
mutovanych) jedincov aj z rodi¢ovskych jedincov. V skupinkach potom dochadza k “turnaju”,
potomkovia su zoradeni podla svojich vysledkov v turnaji a ti s najlep8imi vysledkami su
vybrani do dalSej populacie. Poget jedincov v populacii nemusi byt konstantny a jedinec
mobze produkovat aj viac potomkov.

Evoluéné programovanie sa postupne rozvijalo rovhakym smerom ako evolu¢né stratégie.
Vysledné algoritmy su v sucasnej dobe také podobné, Ze ich rozliSovanie nema vyznam.
PretoZze vSak tieto algoritmy maju rozdielny historicky pdvod, v USA sa evolu¢né
programovanie stale udrZiava ako samostatny algoritmus [24-35]. Tebdria evolu€nych
algoritmov s dbérazom na evoluéné stratégie a evolu¢né programovanie je prehfadne
uvedend napr. v [36].

Spolo€nou &rtou evoluéného programovania a evoluéne] stratégie, ktora sa lisi od
genetickych algoritmov, je reprezentacia jedinca (rieSenia). Ta sa podriaduje problému.
Povedzme, Ze mame problém, ktorého riesenie zahffha nielen redlne premenné, ale aj dalsie
prvky. Tak je to napr. pri zadani neurénovej siete [24], kde okrem vahovych parametrov
(Cisel charakterizujucich spojenie medzi uzlami siete) urCujeme aj vlastnu topoldgiu, teda
pocet uzlov a existenciu spojeni medzi nimi. Nemusime sa predsa zaoberat tym, ako celd
siet zakddovat’ do binarneho retazca, ako to robia genetické algoritmy. Staéi si predstavit’
jedinca ako siet a mutacie budud rézneho druhu, jedny pre vahové faktory, teda reaine Cisla, a
iné pre topoldgiu siete, teda pre pridavanie alebo uberanie uzlov a spojeni medzi nimi.

8.7 Zaver

Zoznam viac ako 300 aplikacii evoluénych stratégii sa da najst napr. v sprave SyS-2/92 [10].
Evoluéné stratégie su schopné riesit multidimenzionalne nelinearne problémy s mnohymi
lokalnymi optimami a s linearnymi alebo nelinearnymi obmedzeniami. Optimalizovana funkcia
méZe tieZ byt vysledkom simulacie, nemusi byt v presne definovanej forme. To sa tyka tiez
obmedzeni, ktoré mdZu predstavovat vysledok napr. metddy kone&nych prvkov (FEM).
Evoluéné stratégie boli vytvorené na optimalizaciu vektorov realnych ¢isel, no mdzu sluzit tiez
ako heuristika pre NP-UpIné kombinatorické problémy, ako je problém obchodného
cestujuceho, alebo pre problémy s ¢asovo premennymi alebo zasumenymi hodnotami
optimalizovanej funkcie.

Distribu¢na funkcia mutacie neurCuje smer, ale iba velkost mutacie, takZe k velkej
mutacii mbze dbjst s rovnakou pravdepodobnostou aj v opafnom smere, S novym
potomkom dalej od minima. Zaujimavé vsak je, Ze pri navrhu pravdepodobnosti vyskytu
nového potomka sa neoplati posunudt’ stred kruznice alebo elipsy tak, aby sa nezhodoval s
poziciou rodi¢a, ale aby bol podstathe posunuty smerom, v ktorom nastal predchadzajuci
posun od rodi€¢a k potomkovi - teraj§iemu rodi¢ovi. Sice by to zvySilo momentalnu uspesnost
generovanych potomkov, no v dlhodobom meradle pre zloZité multimodéalne funkcie nie je
tento pristup v8eobecne vyhodny. Pre jednoduchsie funkcie vdak vyhodny byt méze.
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9. Umely zivot

9.1 Co je to umely zivot?

Otazka je, ¢o je to viastne umely Zivot ("Artificial Life"). Pretoze definicia tejto novej barlivo sa
rozvijajucej vednej oblasti nie je vébec jasna, da sa umely zivot definovat skér tym, ¢o don
rézni ludia zahifaju. NajCastejSie ide o0 simulaciu Zivotnych prejavov jednotlivcov alebo
skupin. Umely Zivot zasahuje do viacerych uZz zavedenych oblasti - okrem biologie a
informatiky aj do fyziky, sociologie, psycholégie, ekondmie (modelovanie situacii, kedy si
firmy konkuruju alebo kedy spolupracuju, zapojenie teérie hier, riadenie priemyselnych
komplexov) a filozofie. Témou umelého Zivota sa zaoberaju tak popularno-vedecké knihy [1-
4], vedecké knihy [5,6], ako aj pocetné odborné konferencie [7-17] a Casopisy [18-28].
Centrom aktivit skupin zaoberajucich sa umelym Zivotom je USA, presnejsie povedané
inStitit v Santa Fe, laboratéria v Los Alamos a MIT, a Japonsko. Aj v Eurdpe existuju
Specializované konferencie venované otazkam umelého Zivota [29-32]. Na Slovensku sa tiez
pracuje v oblasti umelého zivota, napr. Julius Csonté v KoSiciach [33,34] a v oblasti umelych
agentov Jozef Kelemen [35].

V zasade su dva pristupy k tejto téme.

Prvy je vizionarsky - tvrdiaci, Ze umely Zivot znamena vytvorenie a vylepSovanie ucinnosti
novych foriem Zivota, iba v inom médiu ako st uhlovodiky, teda vaé3inou na baze
kremikovych ¢ipov v pocitaoch (ako napr. pocitatové virusy) alebo v "Zeleze"
predstavovanom (nano)robotmi. Proces biologickej evollcie viedol ku genotypu
vytvarajucemu fenotyp, schopny manipulovat’ s vlastnym genotypom priamo: kopirovat ho,
menit' alebo vytvarat celkom novy. Tento pristup sice funguje zatial iba pri umelom Zivote
prezentovanom pocitatovymi programami, no pri terajSom prudkom rozvoji biotechnolégii a
génovych manipulacii mozno predpovedat, Ze v polovici 21. storocia uz médze byt realny aj
"biologicky" umely Zivot (teda pokial ako taky nebudeme chapat uz dnes vytvarané rastlinné
druhy s geneticky vnesenou informéciou pre vytvaranie protilatok proti Skodcom, alebo
produkujuce latky pouzitelné ako vakcina proti cholere & malarii). S tymto pristupom sa
prelina z opacnej strany aj "technizacia" ludského Zivota, od existujucich transplantatov
kon&atin reagujucich na nervové povely alebo kardiostimulatorov v srdci az po dnes este
vzdialenu mozZnost priameho napojenia Cloveka na pocitad, doteraz realizovanu iba
primitivnymi prostriedkami virtualnej reality.

Druhy, "prizemnejsi" smer tvrdi, Ze cielom umelého Zivota je vypracovat nové metddy na
Stadium Zivota, veduce k lepSiemu pochopeniu tohto biologického fenoménu. Umely Zivot
poskytuje moznost robit experimenty, ktoré by boli v tradiCnej bioldgii extrémne
komplikované alebo nemozZné. Vyhodna je tu moZnost presne opakovat experiment a tiez
rychlost’ simulacii v porovnani s experimentami. Zatial ¢o klasicka biolégia sa snazi Zivot
analyzovat, umely Zivot smeruje k syntéze aspof niektorych &ft Zivota zo zakladnych
vlastnosti Zive] hmoty. Klu€ovym rysom tohto oboru je formulovanie hlavnych pravidiel
spravania sa jednotlivych “organizmov” a ich replikacie, pricom ciefom je dosiahnut evoluciu
organizmov rovnako ako vztahov medzi organizmami (“emergent behavior”), ako je napr.
sUperenie, spolupraca, parazitizmus, vztah dravec - korist alebo vyvoj druhov. Vela prac
smeruje k potitacovej simulacii umelych bytosti a umelych svetov, v ktorych tieto bytosti Ziju.
Predmetom Studia je teda nielen napodobovanie pozemského Zivota, ale aj simulacia, ako by
Zivot mohol vyzerat' za inych podmienok.

Zakladatel umelého Zivota Christopher Langton [7] definuje umely Zivot ako studium
umelych systémov, ktoré vykazuju spravanie charakteristické pre prirodné Zive systémy:
samoorganizéciu, adaptéciu, evollciu, ko-evoluciu, metabolizmus atd. Je to snaha o
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vysvetlenie fenoménu Zivota v akejkolvek forme, bez ohladu na 3pecifické priklady, ktoré sa
vyvinuli na Zemi. To zahffia biologické a chemické experimenty, pocitacové simulacie a &isto
teoretické rozbory. Predmetom vyskumu su procesy prebiehajice na molekularnej, socialnej
a evoluénej trovni. Ciefom je extrahovat zakladné principy organizacie Zivych systémov a ich
vyvoja.

Vytvorenie tychto procesov v inom prostredi (inom ako v pocitaoch) ich spristupnuje
novym druhom experimentalnej manipulacie a testovania. Pritom evollucia hardvéru a
synteticka evollcia biomolekdl su zaujimavé aj priamo pre prax. Na druhej strane populécie
datovych Struktar v pocitadi sa daju pouZit na reprezentovanie biologickych jedincov (dravca
a koristi, mravcov, buniek apod.). Vo vac¢sine prikladov umelého Zivota populacie datovych
Struktur nereprezentuju priamo Ziaden Zijuci organizmus alebo proces, ale skér sa podriaduju
umelo vytvorenym zakonom abstrahovanym zo zakonov platnych pre Zivé organizmy.
Najvacsi nadsenci pritom tvrdia, Ze tieto datové Struktiry su fakticky zivé. Steven Levy [1]
dévodi takto: “Zivot je dynamicky fyzikalny proces a ked dokazete duplikovat tieto procesy na
inak nezivom materiale - stvorili ste Zivot. Ten mdZe byt nezavisly na materidle. MdzZe
dokonca vzniknut v pocitaCi.” Vzhfadom na to, Ze dosial neexistuje Ziadna celkom kvalitna
definicia zZivota, je toto tvrdenie zdrojom burlivych diskusii.

9.2 Definicie zivota

Zakladny problém, pri ktorom je tazko hladat rieSenie, je odpoved na otdzku ako definovat
Zivot? Na to, Ze uz s touto otazkou budu problémy, prisli v 50-tych rokoch vedci, chystajuci sa
hladat’ Zivot vo vesmire, ktori zrazu zistili ?e nedokazu definovat, ¢o vlastne hladaju.
Samozrejme, bolo vela definicii, no vSetky mali svoje vynimky a obmedzenia. Napriklad: Zivot
musi byt schopny autoreprodukcie - mulica (sterilny krizenec kobyly a osla, ktory nie je
principialne schopny daldieho rozmnozovania) teda nie je ziva?

Vlastnosti definujuce Zivot mozu byt napr. nasledujuce:

Zivot je skér urgity vzor v &ase a priestore ako $pecificky materialny objekt.

Je schopny sa reprodukovat, ¢i uz sam alebo s pomocou hostitelskeho organizmu.
Obsahuje informaciu, pomocou ktorej je vybudovany.

Obsahuje metabolizmus premeny jedného druhu hmoty na iny spojeny s produkciou
energie.

Funké&ne interaguje s okolim.

Jeho &asti sa navzajom funkéne dopinaju.

Je stabilny v meniacom sa prostredi.

Je schopny vyvijat sa.

Rastie.

el SN S

©o~N U

Obrazy organizmu ako stroja a stroja ako organizmu su staré starocia. No aZ teraz sa
obidva tieto obrazy pomaly zacinaju prekryvat.

Zakladnymi vlastnostami Zivota, ktoré sa snazime vytvorit umelo, su sebareplikacia,
samostatné rozhodovanie = seba-riadenie, limitovana seba-obnova, evollcia a ucenie.
Tymto priblizujeme stroje Zzivym organizmom. No zatial sa nedari napodobnit v8etky tieto
vlastnosti suasne. Vacésina prikladov umelého Zzivota sa zameriava na simulaciu aspon
jednej vlastnosti charakteristickej pre Zivot. Zo vSeobecného pohfadu mdze ako priklad
vytvorov podobnych Zivotu sluzit' celosvetova telefénna sustava, vyvoj pocitacovych virusov,
virtualna realita v pocitaci alebo pocitatové modely rozvoja ekondmie a/alebo ekologie.
Priemysel smeruje k pouZivaniu metdd zaloZenych na biologickych principoch, tieto si menej
naro¢né na spotrebu materidlu a energie, zloZitost vytvaranych veci a procesov modze
dosahovat hranice biologickej integracie.
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Na druhej strane aplikacia metod genetického inZinierstva, aj ked po starocia v praxi
vyuZivanych S§lachtitelmi ovocia alebo domacich zvierat, robi Zivot aZz teraz inZiniersky
spracovatefnym.

Zivé systémy maju vnutornu $truktiru vykazujucu niekolko zakladnych vlastnosti:

» absenciu striktného centralneho riadenia,

« Ciasto¢nu autonémiu nizsich podstruktar,

« vysoku uroven prepojenosti medzi podstruktarami,

* nelinearne vzajomné ovplyviiovanie podstruktir v sieti.

Z tychto vnatornych viastnosti potom vyplyvaju vonkajsie vlastnosti Zivych systémov:

» adaptabilita (v ramci ucenia jedného Zivocicha, drobné "takticke" zmeny),

e vyvoj (v ramci druhu, zmena zakladnych génovych vlastnosti alebo zmena celkového
zamerania vyvoja - z adaptacie genov k adaptacii kultary),

¢ odolnost spdsobena redundanciou,

» schopnost narastania systému bez nutnosti menit’ jeho zakladné vlastnosti (kfdel vtakov
alebo kobyliek mézZe narastat radovo bez nutnosti menit systém spravania sa - jedina
topoldgia schopna neobmedzeného rastu a neriadeného ucenia je siet).

Vyvoj je podporovany prepojenostou jednotlivcov s exponencialnym rastom moznych
kombin&cii tejto prepojenosti a zaroven variaciami jednotlivcov, akokolvek v&c&Sinou
nevyhodnych pre jednotlivcov, avSak v dlhodobom meradle vyhodnych pre druh ako celok -
ked je 99% variacii netspednych, zvysné Uspesdné percento sa rozsiri do celého druhu.

No tento systém ma zaroven aj neodstranitelné nedostatky:

* Neoptimalnost - vzhladom na to, Zze je systém urleny pre neustale sa meniace
podmienky, neustale hladanie vyhodnejsich ciest a kontrola moZnej zmeny podmienok
zniZuje jeho vykonnost vtedy, ked su podmienky stabilné a system nasiel optimum.

» Neriaditelnost’ - zloZité systémy sa nedaju pre svoju zlozitost riadit’ priamo, ich riadenie je
mozné iba okfukou. Pritomnost "emergentného” spravania vylu€uje priame riadenie
systému.

* Nepredvidatelnost - kedZe systém nedokazeme dokonale chapat a riadit, nemdzeme ani
na 100% predpovedat’ jeho spravanie.

» DIhé a postupné budovanie systému - nutny vyvoj potrebuje ¢as.

Zivy systém vyuziva pri udeni drobné chyby, &o mu umozZfuje vyhnut sa v&ésim
zlyhaniam.

Studie zlozitého spravania sa vychadzajuceho z jednoduchych pravidiel sfubuju byt
zakladom pre pochopenie komplikovaného kolektivneho spravania sa zloZitejSich
organizmov. Tieto Studie su schopné lep3ie predpovedat’ uvedené emergentné javy.

Principy pri tom objavené mézu byt uZito€né aj pre praktické ucely softvérovej evollcie
inteligentnych robotov, nanotechnolégie (robotiky a vyroby pocitatovych komponent alebo
napriklad lekarskych “nastrojov’ na molekularnej drovni) a robustnych a adaptabilnych
pocitatovych programov pri vyuziti Zivotu podobnych procesov.

9.3 Umela inteligencia a agenti

Vo vztahu ku klasickej umelej inteligencii je umely Zivot orientovany “opaénym smerom?”.
Umel4 inteligencia postupuje "zhora nadol", zakladom je dopredu zadany komplexny problém
s presne stanovenymi pravidlami ako hranie Sachu, chapanie textu alebo diagnéza. Program
musi byt inteligentny hned od zaciatku a zavisi od programatora, ako to dosiahnut. Umely
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zivot, na rozdiel od programov umelej inteligencie, vznika "zdola nahor". Zacina od
najjednoduchSich elementarnych jednotiek a postupne sa dostava k vyvoju a emergentnym
javom. Je uréeny na "prezitie" v komplexnom prostredi s meniacimi sa podmienkami. Umely
Zivot sa snaZi vytvorit' iba zakladné pravidla, ktoré budu tak dobre vybrané, aby zloZiteé
spravanie sa (a mozno v buducnosti aj ista “inteligencia”) vzniklo (emergovalo) po ¢ase
spontanne.

Umela inteligencia a umely Zivot maju k sebe najblizSie v type programov nazvanych
autonémny agent [36,37]. To su programy, ktoré obsahuju Specificky druh vnimania okolitého
prostredia. Na zaklade tychto vstupnych informacii ovplyviuju viastny stav a stav susednych
agentov alebo prostredia samotného. Agenti pracuju v operacnom systéme, databaze alebo
v pocitacovej sieti. Agent bud zbera informacie alebo ovplyvnuje svoje okolie, individualne aj
‘v timovej praci”. Po pociatoénom nastaveni pracuje bez daldieho ovplyvhovania
programatorom. Pod nazvom “distribuovana umela inteligencia” tento pristup rieSi praktické
problémy, akymi sU napr. riadenie letovej prevadzky letiska alebo prevadzky tovarne, kedy
kazdy stroj ma svojho “agenta” starajuceho sa o dodavky energie, surovin a o odvoz
hotovych produktov.

Zatial najrozs8irenej$imi prikladmi umelého Zivota (aj ked mnohi by ich za umely Zivot
nepovazovali) su pocitatové virusy a bunkové (celularne) automaty, ktoré su v
najjednoduchSom pripade reprezentované Conwayovou hrou "Zivot".

PocitaCovy virus [38,39] sa mbZe povaZovat aj za autondmneho agenta. V praxi sa
pocitacovy virus lisi od autondmneho agenta tym, Ze je jednoduchsi a ma len jeden hlavny
ciel: rozmnozovat sa a rozSirovat' do daldich pocitatov. Okrem toho je tu otazka nicivych
vedlajsich ucinkov virusov. Pre umely Zivot su virusy Specidlne zaujimavé tym, Ze maju
vlastnosti velmi podobné biologickym virusom. Akcie virusov by teoreticky mohli byt aj
pozitivne, napriklad udrziavanie integrity databazy.

N-TN 1 2 3 4 S..ovevveeene N-1N 1 2
N-1 EIE) EJES
N ®
1_[® & ®
2 ® ®
3 @ ® ®
4 ®
5 & & ®
t &3 234
2 5[] [® 4 3 3
& 6 A 5 ® 4
N-1 Y6 B 7 A 6 A 5@ <
N @ 8 7 6
1@ 3 3 9 8 7
2 @ @ 1. krok 2. krok 3. krok

Obrazok 9.1. llustrativny priklad organizmu, ktory je riadeny neurénovou sietou a nachadza sa na
pravouhlej mriezke typu NxN. Organizmus sa Zivi potravou znazornenou nahodne rozmiestnenymi
listkami a ma za ciel pozbierat’ za svoj Zivot (dany po&tom horizontalnych alebo vertikalnych krokov na
susedné pole) ¢o najvacsi pocet listkov. Je schopny vnimat iba svoje najblizSie (vytiefiované) okolie.
smerom. Pravouhla mriezka je sto€ena do toroidu - pneumatiky, aby sa nemohlo stat, ze organizmus
dojde na okraj mriezky. Vpravo dole su znazornené prvé tri kroky, pri€om predpokladame, Ze
neurdnova siet vzdy rozhodla spravne a organizmus ziskal celkovo jeden listok.
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Zakladnym ddévodom na to, aby sa pocitacové virusy povazovali za Zivé, je ich schopnost’
autoreplikacie. PogitaCovy virus je sekvenciou strojového kodu, ktora sa skopiruje na jeden
¢i viac "hostovskych" programov, ked su tieto zaktivované. Ked sa tieto infikované programy
spustia, kéd virusu sa aktivuje a virus sa Siri dalej. Podobne ako biologické virusy ani
pocitacové virusy nie su schopné "Zit" samostatne, potrebuju hostitefla.

Podobny typ programov, "€ervy" (worms, Internet Worm 1988) moézZu zit' nezavisle a
cestovat’ sietou. Nepripdjaju sa na cudzie programy a nemusia ani poskodzovat ostatné
programy. Teoreticky mbzu rézne €asti "Cerva" bezat' na réznych strojoch.

Zakladna vlastnost, ktora virusom aj ¢ervom chyba, je schopnost samostatne sa vyvijat.
Virus, ktory by toho bol schopny, by musel byt prili§ velky, a teda lahko rozpoznatelny a
znicitelny antivirovymi programami.

f (dopredu) Impulzy pre motorické
1 0 < (vfavo) t
0 1 —> (vpravo) receptory

0 0 | (dozadu)

Vystupné neurony

Skryté neurény

............... ' Vstupné neurdny

Impulzy z vizualnych
receptorov

Obréazok 9.2. Znazornenie trojvrstvovej neurénovej siete organizmu z obr. 9.1. Tato riadiaca jednotka
sa realizuje trojvrstvovou neurénovou sietou. Vstupné neurdny ziskavaju signaly z vizualnych
receptorov pre okolité policka (0 pre nepritomnost listku, inak 1). Skryté neurény pomahaju spracovat
prijata informaciu pre vystupné neurony, ktoré rozhoduju o smere budiceho pohybu organizmu. Spoje
medzi neurénmi su ohodnotené vahami, ktoré tak ovplyviiuju “inteligenciu” neurénovej siete. Takychto
organizmov je viac, ich uspeSnost v zbere potravy sa ohodnocuje, nelUspes$né zanikaju a tie
najuspesnejSie sa mnozia, vymiehaju si vzajomne Casti “dedicnej informacie” - vahy medzi neurénmi,
takze organizmy sa stavaju stale efektivnejSimi v zbere potravy.

Virtudlna realita [40] ma tiez blizko k umelému Zivotu. Na rozdiel od umelého zivota je vo

virtualnej realite uzivatel aktivnym uastnikom procesov v umelo vytvorenej (simulovanej)
realite. Na rozdiel od virtualnej reality v simulaciach umelého Zivota jedinci - programy po
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pociato€nom nastaveni zvy€ajne uz nekomunikuju s uZivatelom, ktory je len pozorovatelom
dejov vo virtualnom svete, do ktorého nezasahuije.

Zakladom vacsiny simulacii umelého Zivota su algoritmy dovofujuce umelym “bytostiam”
vyvijat' sa a/alebo menit svoje prostredie. Kazdy z tychto algoritmov je vednym oborom sam
osebe so Sirokymi vedeckymi a priemyselnymi aplikdciami. Zakladné algoritmy spadaju do
dvoch odvetvi: uliace sa algoritmy reprezentované neurdnovymi sietami a evolu¢né
algoritmy reprezentované predovsetkym genetickymi algoritmami.

Neurénové siete [41] maju hodnotu samy osebe ako univerzalne aproximatory a da sa
povedat, Ze samy predstavuju pole vyskumu daleko rozsiahlejSie ako v su¢asnej dobe umely
Zivot. Pre autonomnych agentov potom neurdnové siete predstavuju jednu z moZznych metéd
rozhodovania a sufasne uc€enia sa ako komunikovat s okolitym prostredim alebo
rozpoznavat' informacie.

Vela aplikacii umelého Zivota vybavuje svoje organizmy neurénovou sietou, ktora sluZi
ako umely mozog schopny ucit sa z prikladov s vopred zadanym vysledkom. Typicka je
neurdnova siet zostavena zo vstupnych neurénov, ktoré su napojené na informacie
ziskavané z vonkajsieho prostredia, zo skrytych vrstiev neurénov, ktoré vykonavaju vacésinu
vypoctov, a z vystupnych neurénov, ktoré ur€uju daldiu akciu organizmu - agenta (vid. obr.
9.1 a 9.2). Trénovanie (u¢enie) neurénovej siete pozostava z nastavovania sily spojenia
medzi jednotlivymi neurdnmi. Toto trénovanie mozno robit réznymi pristupmi, medzi inym aj
genetickymi algoritmami.

Zaujimave je aj pouZitie simulatorov umeleho Zivota vo vyucbe principov biologie pre deti.
Vyrazny aspech tu dosiahol napr. Mitchell Resnick [42]. Najpopularnejsi v tomto ohlade je asi
program SimLife [43].

Niektoré techniky z evoluénych algoritmov (krizenie a mutacia), ktorym sme sa venovali v
predchadzajucich kapitolach, sluzia na prenos informacie medzi organizmami a zabezpeduju
evoluciu celej generacie - populacie organizmov - agentov.

9.4 Evolucia pravidiel a Lindenmayerove systémy

Okrem genetickych algoritmov, programovania a dalsich metdéd existuju aj tzv.
Lindenmayerove systémy [44] produkénych pravidiel pouzivanych na modelovanie rastu a
rozvoja organizmov. Tieto systémy sa vyskytuji v mnohych simulatoroch a tiez v pocitacove;
animacii. Pri simulacii tychto systémov zanedbavame vnutorna Struktiru skdmanych
systémov a nahradzame ju zjednodudenymi pravidlami tak, aby vysledny efekt bol &o
najbliz8i skamanému biologickému efektu. Vysledkom aplikacie takychto pravidiel méze byt
fraktalova Struktara. Prikladom je tvorba "krika", kde je L-systém dany nasledovnymi
pravidlami:

Pociatocny bod F
Produkéné pravidlo F - F [+F][-F] (9.2)
F znamena nakresli Ciaru (zafiname kolmou ¢&iarou z pociatoéného bodu so suradnicami

0,0 do koncového bodu so suradnicami 0,10)
[ znamena zapamatat si suradnice koncového bodu a zodpovedajucu zmenu suradnic

dx= x koncovy X pociatoény s dy: y koncovy y pociatony
] znamena vratit sa na zapamatané suradnice bodu a zodpovedajuce dx a dy
+ znamena otocit sa dolava (pouZili sme prepis pre suradnice noveho bodu)

X koncovy = X pogiatotny T 0.7 (CQS(49)O) dx - sin(40°c)) dy)
y koncovy = y pociatony +0.7 (Sln(40 ) dx + COS(4O ) dy) (92)

— znamena otocit’ sa doprava (pouZzili sme prepis pre suradnice noveho bodu)
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X koncovy = X pociatoény +0.7 (C(_)S(‘?’%o) dx + Sin(3300) dy)
Y koncovy = Y podiatocny +0.7 (Sln(33 ) dx - COS(33 ) dy) (9-3)
Na obrazku 9.3 sme pouzili rekurziu pravidiel do urovne 7. Uhol ota¢ania 40° dolava v

rovnici (9.2) a 33° doprava v rovnici (9.3) bol zvoleny na zaiatku nahodne. Fraktalovu
Strukturu vytvorenu pomocou trocha pozmenenych pravidiel méZeme vidiet na obr. 9.4.

Obrazok 9.3. Lindenmayerov systém dany rovnicou 9.1, interpretovany dalej uvedenymi pravidlami a
rovnicami 9.2 a 9.3, s rekurziou do Urovne 7.

Obrazok 9.4. Lindenmayerov systém pre podiatoény bod F+F+F+F, produkéné pravidlo F - F+F-F-
FF+F+F-F. Uhol otagania v rovniciach (9.2) a (9.3) bude 90° a zmensenie sa pouzije iba pri rekurzii.
Dostavame tzv. kvadraticky Kochov ostrov [45], ¢o je fraktalova Struktira (mbézZzeme ist s rekurziou
[ubovolne hiboko, a pokial dostaneme zobrazeny odsek obrazku bez udanej mierky, nie je mozné
povedat, aky velky je to odsek). Je to podobné ako pri predchadzajucom strome, pokial dostaneme
obrazok odrezaného konca vetvicky bez mierky, nie je mozné povedat, ¢&i rekurzia na obr. 9.3 iSla do
7. trovne alebo do miliénte;.

Uloha 9.1. Vytvorte obdobny trojrozmerny stroméek ako na obrazku 9.3, kde sa jednotlivé
vetvy nebudli skracovat’ faktorom 0.7, ale nahodnym cislom s gaussovskym rozdelenim
pravdepodobnosti so stredom napr. v 0.7, kde sa bude zmenSovat aj hriibka kmena a bliZzsie
vetvy budu vyzerat hrub$ie, kde uhly vetiev v priestore tieZ budii dané nahodne. Vysku3ajte
aj iné produkéné systémy, napr. pocet vetiev bude dany nahodnym ¢islom od 2 do 3.

Fraktaly sa v8ak nepouzivaju iba na animacie, ale aj na modelovanie Struktur a javov v
zivych organizmoch, ako je siet’ ciev a kapilar v fudskom tele. T4 je taka husta, Ze Ziadna
bunka nie je od nej vzdialena viac ako 3-4 bunky (pocet kapilar je asi 10 miliard), ale siet’
nezaberq viac ako 5% objemu tela. Fraktalmi sa da modelovat aj systém alveol
(vzduchovych komérok) v fudskych plucach, ktorych je asi 300 000 000 a ktoré spdsobuiju,
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ze 1 cm® pluc odpoveda aktivnej respiratnej ploche 300 cm?’. Podobny systém je tiez vo
vnutrajSku fadvin, ktoré spracuju okolo 1800 litrov krvi za defl pomocou asi 1 000 000
zakladnych filtracnych jednotiek, alebo v srdci u Purkyného vlakien elektrochemicky
regulujucich tep. Vyuzitie fraktalov sa zda byt jednym zo zakladnych principov morfogenézy a
fraktaly sa objavuju aj pri geometrickej interpretacii dynamickych pochodov (podivné
atraktory), €o sa da vyuzit napr. pri biorytmoch na konsStrukciu defibrilatorov na potlacenie
infarktu [46,47]. Fraktalmi sa tieZ daju popisat’ struktury a javy na niz8ej, molekularnej drovni,
napr. u proteinov alebo DNA [48].

Netypickym pristupom pri vyberovej funkcii evoluénych algoritmov je estetické kritérium,
ako ho napr. uplatiiuje Karl Sims pri generovani obrazkov [49]. Sims [50] tiez pouzil geneticky
systém na vyvoj "umelych bytosti" zlozenych z blokov, spojenych kibmi, pohafanych svalmi a
riadenych "obvodmi". Tieto umelé bytosti sa potom testovali na schopnost’ pohybovat’ sa po
povrchu, skakat, plavat a pod., pricom sa vyvinula velka variabilita bytosti a novych typov
pohybov.

V skutocnosti za¢al s podobnym vyvojom obrazkov "bytosti" zoolog Richard Dawkins [51]
vo svojej popularnej knizke "Blind Watchmaker". Tieto "bytosti" sa volali "Biomorph" podla
surrealistickych obrazkov Desmonda Morrisa podobnych zvieratam. Pomocou n&hodnych
mutacii sa vZdy vytvoril subor obrazkov, z ktorych si uZivatel vybral ten, ¢o sa mu najviac
pacil, a z toho sa generoval dalsi subor. Tieto stromom podobné Struktury boli zakédované
vo forme génov, kédujucich uhol vetvenia, dizku vetiev, hibku rekurzie, tvar ako priamka,
elipsa, obdiznik a pod. Takto vznikli napr. nasledujuce obrazky ihlicnatého stromu, Zaby alebo
samuraja, (vid. obr. 9.5). Prehlad podobnych programov najdete napr. na internete [34].

Obrazok 9.5. Strom, Zaba a samuraj, obrazky vytvorené algoritmom zaloZzenym na rekurzii a
pravidlach podobnych Lindenmayerovym systémom, kde vSak s0 pravidla zakoédované
chromozémami, ktoré prechadzaju drobnymi zmenami. UZivatel ma napr. na vyber z 8 moznych
obrazkov a ten, ktory si vyberie, tvori zaklad pre dalSich 8 obrazkov vytvorenych pomocou nahodne
pozmenenych pravidiel. Po niekolkych desiatkach cyklov vyberov sa potom daju ziskat zaujimavo
vyzerajlce obrazky.

9.5 Evoluéna dynamika a modelovanie krdl'a

Skér analytickému spbsobu rieSenia problémov sa venuje ekologickd a evoluéna dynamika.
Jednym z najznamejdich prikladov je asi vztah dravec - korist vyjadreny Lotkovou-
Volterrovou rovnicou [52-54]. Ide o vyjadrenie vztahu medzi po¢tom dravcov a mnozZstvom
lovnej zveri v zavislosti od €asu. V idealnom pripade by tieto po¢ty mali byt stabilné, no pri
urcitej efektivite Utokov dravcov a rozmnoZovani dravcov aj koristi nastavaju oscilacie
mnozstva koristi, nasledované oscilaciami poctu dravcov. Da sa to vysvetlit’ nasledovne: pri
pociato€nej chorobe su dravci zdecimovani a korist sa premnozi. Dravci potom maju vefa
koristi, bez problémov sa mézu (po zaniku choroby) rozmnozZovat a ich pocet sa tak zvacsi
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este vyraznejSie ako mnozZstvo koristi. Teraz su zasa premnoZeni dravci, ktorym sa podari
natolko zredukovat mnozstvo koristi, Ze sami zac¢nl umierat od hladu. Oscilacie mnozstva
koristi a dravcov sa potom opakuju uz bez nutnosti pociatoéného vychylenia poétu dravcov z
rovnovazneho stavu nejakou chorobou. Takéto oscilacie mozZno napriklad pozorovat u
poctov ulovenych kralikov a rysov vo viac ako storodie starych zaznamoch Spolo¢nosti
Hudsonovho zalivu, kde su maxima poctov ulovenych kralikov vzdialené od seba vZdy desat
rokov nasledované maximami poctov ulovenych rysov.

Nech N,(t) je po€et kusov koristi (alebo hostitela) a Ny(t) je pofet kusov dravcov (alebo
parazitov) v €ase t. Predpokladajme, Z2e za nepritomnosti dravcov sa korist rozmnozuje
rychlostou r;, zatial ¢o za absencie koristi dravci hynu rychlostou r,. Nech b; zodpoveda
schopnosti dravcov poZierat' korist a b, vplyvu mnozZstva koristi (a teda nasytenia dravcov) na
ich rozmnoZovanie. Najjednoduchsie vyjadrenie je potom

dN]_(t)/dt = Nl(rl_blNz)
sz(t)/dt = Nz(_r2+b2N1) (94)

pocet dravcov

60 25
poCet kusov Koristi
50 20
40 15
30
10
20
10 \
0 pocet dravcov 0
5 10 15 20 25 30 35 10 20 30 40 50 _60.
Cas pocet kusov Koristi

Obrazok 9.6. Prva zavislost ukazuje oscilacie poétu dravcov a mnozstva koristi v ¢ase, druhy obrazok
je trajektoriou sustavy diferencialnych rovnic (9.4).

Nech r;= 1.5, b;=0.1 r,= 0.25 b,= 0.01 a N1(0)= 15 a N,(0)=20. Potom mbzeme znazornit
priebeh zmien poctov dravcov a koristi v zavislosti od €asu na jednom grafe (vid obr. 9.6),
kde je pocet dravcov vyznaceny prerusovanou cCiarou a pocet kusov koristi plnou Ciarou.
Druhy graf zobrazuje vzajomnu zavislost po¢tu dravcov a mnozstva koristi, kde sa tieto pocty
pohybuju v Case stéle dookola po zobrazenej trajektorii.

Takyto priebeh vzajomného ovplyviiovania dvoch Zivogisnych druhov sa da modelovat
nielen diferencialnymi rovnicami, ale aj pocitatovym experimentom, kedy vytvorime na
mriezke dravcov a korist, pricom korist sa rozmnoZuje stabilnou rychlostou, zatial ¢o
rozmnozovanie dravcov zavisi od hustoty koristi.

Pre nazornost v3ak najprv uvedieme priklad simulacie populaéného procesu jedného
druhu. Ked zanedbame takmer vsetko véitane plosného rozsirenia druhu, dostavame iba dva
procesy - zrodenie a smrt.
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Ak predpokladame, Ze prilis velka populacia ma inhibicny efekt na dalsi rast a tento
inhibicny efekt je linearny, pre zmenu poctu populacie N dostdvame pre kladné konStanty r a
s Verhulstovu-Pearlovu logistick( rovnicu rozpracovanu v [54]. Verhulst tdto rovnicu navrhol
uz r. 1838 [55], no bola ignorovana az do roku 1920, kedy ju Pearl a Reed znovu objavili [56]

dN/dt =N(r -sN) (9.5)

Tato rovnica by mala idealne fungovat napr. pre kulturu kvasiniek, no prekvapujuco dobre
funguje aj pre ovela zlozitejSie problémy. Tuto rovnicu si mézeme rozdelit’ na rychlost rastu
B(N) a vymierania D(N), kedy

dN/dt =B(N)-D(N) =N Ha, -a,) —(b, +b,)NJ (9.6)
kedy r=a;—a, a s= b;+b, pre kladné konStanty a;, a,, b;, b, a méZeme pisat’
B(N)=N(a, -bN) a D(N)=N(a, +b,N) 9.7)

PretoZe rychlost rastu populacie B(N) nemézZe byt zaporna, vyplyva z toho, Ze 1<N<ay/b;.

Cas s medzi jednotlivymi udalostami, teda zrodenim alebo smrtou v populdcii, je nepriamo

umerny suctu rychlosti rastu a vymierania. Pri simulacii sa generuje tiez pomocou nahodnej

premennej Y, s uniformnou distribuciou z intervalu (0,1), teda

_ —lnY2

B(N)+D(N) (9.8)

Na rozdiel od deterministického modelu ma sice stochasticky model rovnovazny stav, no

po Case stochastickymi zmenami populacia vymrie. U deterministického modelu sa berie

velkost populacie ako realne gislo, ktoré pri danych parametroch rovnice nikdy nemdze

klesnat' na nulu. U stochastického modelu je velkost populacie celé &islo, ktoré ked sa

nahodou dostane na nulu, uz sa z nej nikdy nedostane. Stochasticky model je opisany
algoritmom 9.1, ktorého vysledok je na obr. 9.7.

function B(n:integer):real;
begin B:=n* (a;-b;*n); end;
function D(n:integer):real;
begin D:=n* (a,tb,*n); end;

a=2.2; a,=0.2; b1:=0.1; by,:=0.1; n:=1; time:=0;
N(time) :=1;
draw (N(time) ) ;
for step:=0 to step<200 do
begin if n=0 break;
Y,=random; Y,=random;
s=-1n(Y,)/(B(n)+D(n));
time:=time+ts;
N(time) :=n;
draw (N(time) ) ;
if 0<Y;<B(n)/(B(n)+D(n)) then n:=n+1;
else n:=n-1;
N(time) :=n;
draw (N(time) ) ;
end;

Algoritmus 9.1. Generovanie velkosti populacie v zavislosti od ¢asu pomocou stochastickych zmien.
Vysledok algoritmu je znazorneny na obr. 9.7. Prikaz draw (N (time)) vykresli spojnicu suradnic
posledného bodu s novym bodom so suradnicami (time,N(time)).
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Obrazok 9.7. Zobrazenie stochastickej realizacie zmien velkosti populacie v zavislosti od ¢asu podla

rovnice 9.5 a algoritmu 9.1 (stupfiovitd krivka) a su€asne deterministickej krivky podla rieSenia
diferencialnej rovnice N'(t)=N(t) ((a1-a2)-(b1+b2) N(t)) s okrajovou podmienkou N(0)=1 (hladka krivka).

Ako dalsi priklad simulacie mézZzeme uviest sutazenie dvoch druhov, kde narast populacie
jedného druhu je su¢asne inhibovany tak velkostou populécie tohto druhu, ako aj velkostou
populacie druhého druhu. Na rozdiel od Volterrovych-Lotkovych rovnic by teda u kazdého
druhu samostatne nastal narast az do stabilného bodu, zatial ¢o u Volterrovych-Lotkovych
rovnic by sa korist bez dravcov rozmnoZovala donekonecna, zatial o dravci bez koristi by
zahynuli. Zaroven narast koristi spdsobuje narast dravcov, zatial ¢o pri sutazivom vztahu je
to naopak, druhy su si navzajom dravcami, aj ked sa nepoZieraju, staci ked spotrebovavaju
rovhaky druh obmedzenych zdrojov. Ked N;(t) a N(t) oznadime mnozZstva prvého a druhého
druhu v ¢ase t, méZeme pisat’

dNg/dt =Ny (r; —s11N3 —S15N3)

(9.9)
dNp/dt = Np(ry —Sp1Ng =SpN3)
Druh 2 Druh 2
I‘1/812 r-2/322
r2/s22 I’1/312
r1/S11 rJSm DrUh 1 r'2/S21 r1/S11 DrUh 1

Obrazok 9.8. Diagramy stability pre sutaZenie dvoch Zivocisnych alebo rastlinnych druhov. V prvom
pripade dostavame stabilnu rovnovahu v mieste prekrizenia dvoch priamok a a b, v druhom pripade
dostavame nestabilnu rovnovahu v mieste prekrizenia - pri akomkolvek vychyleni jeden z druhov
vymrie, zalezi iba od smeru vychylenia. V pripade, Ze by sa priamky a, b nepretinali a priamka a je
nad b, vymrie druh 2, v opaénom pripade vymrie druh 1.
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MéZeme rozlisit' Styri pripady:

Ked ri/ry>s15/S55 aj S11/S21, potom druh 1 vyhrava.

Ked r1/ro<s1o/Sys aj S11/S21, potom druh 2 vyhrava.

Ked s15/S5; < ri/r, < S14/S51, potom existuje stabilné rovnovazne rieSenie s konstantnymi
velkostami populacii Ny a N, pre prvy a druhy druh (vid prvy diagram z obr. 9.8).

Ked s11/S51 < r1/r, < S15/S2,, potom existuje nestabilné rovnovazne rieSenie. Ked sa velkosti
populacie vychylia z tohto rieSenia, zanu sa vychylovat stale viac, az pokial jeden z
druhov nevyhynie. Ktory z druhov vyhynie, to zavisi na pociatoéhom stave a pri
stochastickej simulacii ¢iasto¢ne aj na nahode (vid druhy diagram z obr. 9.8).

wnh e

E

function B (n:integer):real;
begin B ;:=n*r, end;

function Dj(ni;,n,:integer) :real;
begin D;:= ni;*(s;1*n; + si;*ny) end;
function B, (n:integer):real;
begin B,:=n*r, end;

function D, (n;,n,:integer) :real;
begin D;:= ny*(s;; n; + sz;*ny) end;

r1=2.0; $11=0.03; 512=0.02; r,=1.5; s521=0.01; s2,=0.04;
ni:=1; n,:=1;
draw(l,1);
for step:=0 to step<1000 do
begin
Y,:=random;
R:=B; (ng) +D; (ng, ny) +B2 (nz) +D; (ng, ny) ;
if 0<Y,<B;(n:)/R then n;:=n;+1 else
if Y;<(By(n;)+D;(n;,ny))/R then n; := n;-1 else
if Yi<(By(ny)+D:i(ny, ny)+B,(n,) ) /R then n,:=n,+1 else n,:=n,-1;
draw (ny, nz);
end;

Algoritmus 9.2. Generovanie stochastickych zmien vefkosti dvoch sutaziacich populacii. Vzhfadom
na pociato€né hodnoty konstant r a s ma systém stabilné rieSenie n1=50, n,=25, okolo ktorého sa
budi pohybovat velkosti populacii. Vysledok algoritmu je znazorneny na obr.9.9. Prikaz
draw (ni, n,) vykresli spojnicu stdradnic posledného bodu s novym bodom so stradnicami (ni, nz).

Naco modelovat vyvoj pomocou stochastickych procesov, ked pri vy$Sie uvedenych
prikladoch existuje aj jednoznagné analytické riedenie zodpovedajucich diferencidlnych
rovnic? Stadi jednoducho pridat’ priestorové vztahy, tj. umiestnit’ jednotlivé “Zivo€ichy” na
toroidalnu mriezku ako u celularnych automatov (vid dalej) a diferenciélne rovnice prestavaji
platit. Jednoduchym pridanim priestorovej interakcie sa problémy stavaju vo vacsine
pripadov analyticky nerieSitelnymi.

Uloha 9.2. Namodelujte priebehy mnoZstva dravcov a Koristi ukdzané v predchéadzajicich
obrazkoch 9.6, nie vS8ak pomocou diferencialnych rovnic, ale vytvorenim stochastického
modelu, kde mnoZstva dravcov a koristi a ich prirastky/ibytky budi dané celymi &islami; v
pripade, Ze zmena nie je vyjadrena celym ¢&islom, berte neceloCiselnt Cast ako
pravdepodobnost’ a rozhodnite o zaokrihleni nahor/nadol na zaklade porovnania tejto
pravdepodobnosti s néhodnym &islom z intervalu (0,1).
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Druh 2 a rovnovazny

Druh 1

Obrazok 9.9. Modelovanie prvych 1000 zmien velkosti populacii pri sutazeni dvoch druhov pomocou
algoritmu 9.2. Populéacie prvého aj druhého druhu za&inaju s velkostami N1=N,=1. Klukatou &iarou su
zobrazené postupné zmeny velkosti populacii, ktoré sa po priblizZnom dosiahnuti rovhovazneho stavu
“potuluju okolo”. Zial, nie je tu zobrazeny &asovy priebeh a jednotlivé zmeny z rozdielnych &asovych
odsekoch sa prekryvaju, ¢im vytvaraju nepravidelni mriezku. Obrazok odpoveda prvému diagramu
stability z predchadzajuceho obr. 9.8 pre konStanty r1=2.0; s11=0.03; s$12=0.02; r=1.5; s21=0.01;
$22=0.04.

Typickym cielom mnohych simulaénych programov je modelovanie kol6nie mravcov [57].
Je vela programov, ktoré takéto spravanie napodobiiuju. Mravce totiz pri relativnej
jednoduchosti svojich jednotlivcov vykazuju komplikované skupinové spravanie. Su tak
schopné vykonavat Ulohy, ktoré idu daleko nad ramec moznosti jednotliveho mravca. Robia
tak bez vzajomného spojenia “telefébnnou linkou”, bez centralneho riadenia a pri Castych
poruchach informacie alebo zmenach prostredia. MravCie kolénie stavaju cesty medzi
hniezdom a zdrojom potravy, alebo vytvaraju Zivé mosty pri migracii. Z opaéného pohladu sa
da takeéto spravanie vyuZit' aj pre optimalizacné vypocty [58].

!
! /

//'/0/.
//'//'

Obrazok 9.10. Zobrazenie “Zubrienok” (€iernych bodov s “chvostikom”), ktoré sa pohybuju smerom
vpravo nahor a vyhybaju sa prekazke (kruhu). Model je inSpirovany spravanim sa vtacieho kfdla podla
Craiga Reynoldsa [59].

Dal$im prikladom emergentnych vlastnosti je spravanie sa vtagieho kfdla bez centralneho
riadenia skimané v pracach Craiga Reynoldsa [59]. Ten vytvoril zakladny model "vtadka",
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nazvaného "boid". Do pocitatového modelu sa potom vioZila populacia "vtakov" riadiacich sa

troma zakladnymi vlastnostami:

» vyhybat sa kolizii s okolitymi "vtakmi",

» prispdsobit rychlost’ okolitym "vtakom",

* snaZit sa drzat' sa blizko okolitych "vtakov",

* (mbzZe sa pridat zakladny smer, ktorym vtaky letia, nutnost vyhybat’ sa prekézkam, pridat
malé nahodné zmeny smeru a rychlosti vtakov apod.).

Kazdy "vtak" pritom vidi iba svojich najblizSich susedov. Tieto zakladné vlastnosti su

dostadujuce na vytvorenie prirodzeného spravania sa kfdla. Ked sa napr. objavi prekazka,

kidel sa bez akéhokolvek centralneho riadenia rozdeli na dve ¢asti, ktoré sa po obleteni

prekazky spoja. Tieto principy sa napr. pouzili na realisticki animaciu netopierov vo filmoch

Batman sa vracia a Cliffhanger.

Uloha 9.3. Vytvorte program na animéciu pohybu Zubrienok na obrazku 9.10, kde velky kruh
Jje prekazka, "hlavicka Zubrienok" predstavuje umiestnenie Zubrienky v dvojrozmernom
priestore a df?ka a smer chvostika uréuju rychlost a smer pohybu Zubrienky. Pridajte
"dravca", teda inofarebni Zubrienku, ktora sa pohybuje smerom k ostatnym Zubrienkam a
ktorej sa ostatné Zubrienky snaZia vyhybat.

9.6 Celularne automaty

Celularne automaty [60,61] mdzu tvorit samostatni kapitolu umelého zivota. Su to diskrétne
dynamickée systémy zloZené z rovnakeho typu "buniek”, ktorych spravanie je uplne uréené ich
momentalnym vlastnym stavom a stavmi "buniek" v ich najblizsom okoli. Co je povazované
za okolie, zavisi od definicie. Cas, priestor a stav systému su diskrétne. Bunky nemaju
pamat a su rozloZzené na pravidelnej mriezke (jedno- i viacrozmernej, pri dvojrozmernej
mobze ist o Stvorcovu, trojuholnikovu alebo 3estuholnikovd mriezku). Mriezka meni svoj
vzhlad po etapach. MéZeme si predstavit, Ze stavy vSetkych buniek sa v priebehu jedného
Casového kroku menia sucasne. Stav bunky v mriezke sa meni z “generacie na generaciu”
pomocou pravidiel berucich do uvahy blizke okolie bunky. Bunky maju kone¢ny pocet stavov.
Stav kazdej bunky je charakterizovany zopar bitmi informacie; ¢as sa posuva v diskrétnych
krokoch, pricom novy stav bunky je definovany napr. podfa "tabulky" obsahujucej vsetky
mozné stavy "centralnej" bunky a jej susedov v predchadzajucom ¢asovom kroku. Kazdému
pripadu v tabulke zodpoveda novy stav "centralnej" bunky. VSetky bunky pouzivaja rovnaku
prechodov funkciu.

Zakony zmien su teda lokalne a uniformné. Na zaklade velmi jednoduchych zakonov vsak
vznikaju velmi zlozité Struktary a vzory spravania vy3Sich celkov (zloZitych vzorov)
jednoduchych buniek. Ako jeden z prvych sa takymito "hrami" zaoberal matematik Stanislaw
M. Ulam v Los Alamos.

Evoliucia je zakladnym kamernom vyskumu v umelom Zzivote. Jeden z najvacsich
otvorenych problémov dneska je vznik Zivota. Ako vznikli sebareplikujuce organizmy, nutné
na evollciu? Ulam navrhol John von Neumannovi, aby skonstruoval na "nekonecnej
Sachovnici" systém na Stadium strojovej reprodukcie operujici iba so zakladnymi strojovymi
prikazmi. Kazda stvorcova bunka mohla byt v akomkolvek stave zodpovedajucom &astiam
"stroja". Stroj bol potom vzorom zlozenym z takychto asti. Pravidla spravania sa &asti stroja
boli vytvorené na zéklade zjednoduSenej fyziky. Takyto celuldrny automat "zostrojil" von
Neumann koncom Styridsiatych rokov [62]. Jeho reprodukény automat pozostaval z
obdiznikovo usporiadanych buniek nasledovanych dlhym "chvostom". Vnutri obdiZnika
existovalo mnozstvo "podorganizmov". Spracovatelské podorganizmy spracovavali material z
okolitého prostredia, podorganizmy zabezpeCujuce duplikaciu ¢itali subor indtrukcii a
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kopirovali ich. KaZzda bunka mala 29 moZnych stavov; existoval subor pravidiel prechodov z
jedného stavu do druhého. Jeden z hlavnych von Neumannovych prinosov bol, Ze
reprodukény proces pouzival instrukcie na spracovanie dvoma réznymi spdsobmi: ako
interpretovany kod v priebehu vlastnej stavby a ako kopirované data - kopirovanie prikazov
na stavbu do potomka. Neskdr sa dokézala existencia tohto rozdelenia aj v prirode:
Instrukcie na spracovanie (DNA) sa pouZivaju na vytvorenie viastného "systému" - proteinov.
V celularnych automatoch sa mdzu objekty chapat’ aj ako pasivne data, ktoré sa podrobuju
operaciam, aj ako vypoctové prostriedky. To vyuzil Langton [63] vo svojej vyrazne
jednoduch3ej verzii samoreprodukujacich sa tzv. Q-slu¢iek v ramci dvojdimenzionalneho
celularneho automatu.

Na tom istom mieste - University of Michigan - za¢al potom pouZivat John Holland
celularne automaty na problémy adaptacie a optimalizacie.

Najpopularnej$im celularnym automatom je hra "Zivot" (Life), navrhnuta r. 1970 Johnom
Hortonom Conwayom, mladym matematikom z Gonville and Caius College v Cambridgi, a
rozSirena "rubrikami" Martina Gardnera v Casopise Scientific American [64,65]. Von
Neumannov automat bol sice univerzalnym pocitatom (mohol simulovat akukolvek
opisatefnu funkciu akéhokolvek pocitata pomocou suboru logickych pravidiel), no bol
zbytoéne zlozity. Conway zjednodusil po¢et moznych stavov bunky z von Neumannovych 29
iba na 2: bunka mohla byt alebo Ziva, alebo mftva.

Pravidla: Hrag tu vlastne nerobi ni€, iba pozoruje Struktury, ktoré vytvara pocitac.

Conway vyskusal vela pravidiel pre vznik a prezitie bunky. Chcel pritom dosiahnut’, aby velmi
jednoduché vzory automaticky nerastli donekonecna, no niektoré s "divokym" a
nepravidelnym spravanim by mohli rast do nekonena a mali by existovat aj stabilné
Struktary. Conwayove bunky su rozmiestnené na $tvorcovej mriezke a za susedov Stvoréeka
(bunky) povazujeme stvorceky nielen priamo susediace hranou, teda horny, dolny, vlavo a
vpravo, no aj dalsie Styri susediace "rohom".

Pravidla:

1. STABILNY STAV: Ked méa dana bunka dvoch Zivych susedov (nech uz je sama ziva &i
"mrtva”), ostava v rovhakom stave ako predtym aj v daldej generacii.

2. RAST: Ked ma bunka presne troch zivych susedov, bude v daldej generacii ziva bez
ohladu na jej momentalny stav.

3. SMRT: Ked mé bunka po&et susedov 0, 1, 4-8, bude v nasledujlicej generéacii "mftva”.
Bunka teda “zomrie na podchladenie alebo na prehriatie, ked ma primalo alebo privela
susedov”.

A ow g w s

Cas 1 Cas 2 Cas 3 Cas 4 Cas 5

Obrazok 9.11. Struktira “klzak” z hry “Life” (primitivneho celularneho automatu). Tato Struktira sa
vzdy po Styroch krokoch opakuje, pricom sa pohybuje doprava nadol. Existuje vela takychto objektov,
ktoré vzajomnymi zrazkami m6zu zanikat alebo tvorit iné druhy Struktar. “Klzak” si mozno predstavit
ako bit 1 (jeho nepritomnost ako bit 0) a smer jeho pohybu ako drét. Z takychto a podobnych Struktir
potom mozno zostavit' cely virtualny pocitac.

Populacia buniek sa meni z generacie na generaciu a je mozné tvorit najrdznejSie
Struktary. Conway sa zaujimal o moznost rastu donekone¢na. Ako jednu z hypotetickych
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moznosti navrhol tzv. "klzdkovu pusSku" (glider gun) - stabilny objekt, ktory by "vystrefoval"
vzory nazyvané "klzak" (glider, vid obr. 9.11). R.W. Gosper na zéklade vyzvy v popularnom
Casopise Scientific American vytvoril na pocitaci takuto struktaru a tiez vela dalSich.

Pri pouziti "klzakov" ako reprezentacie bitov bol Conway schopny vytvorit ekvivalenty
"and"-bran, "or"-brdn a "not"-bran, s¢ita¢, ako aj analég vnutornej pamate pocitaca. Tak sa
preukazalo, Ze hra Life je vlastne Turingovym poc&itatom [66,67], rovhako ako nim mozu byt
aj iné celularne automaty [68].

Obréazok 9.12. Modelovanie vzorov celularnym automatom.

Priklad iného typu spravania sa je na obrazku 9.12, kde z nahodného rozloZenia buniek
na toroide (zobrazenom ako $tvorec) pri $tarte vznikaju pozdizne, kruhovité alebo $piralovito
sa rozSirujlice vzory. Takéto "viny" potom zostavaju na mieste alebo cestuju, rozSiruja sa
alebo zanikaju. Aj ked pravidla su deterministické, vysledkom je stav pripominajuci chaos.
Tento obrazok vznikol z nahodného stavu, kde kazda z buniek bola v jednom zo 7 stavov (0-
6). Za susedné bunky tu povazujeme bunky susediace hranou. Pravidla v poradi ich
uplatiiovania. Bunka susediaca s bunkou v stave 0 prechadza na stav 0. Bunka v stave ¢
prechadza na stav c+1, pokial je niektory z jej susedov v stave c+1. Inak bunka zostava v
pévodnom stave. Podobné systémy sa pouzivaju na modelovanie fibrilacii srdca alebo
oscilaénych chemickych reakcii.

Uloha 9.4. Zobrazte subor stavov jednorozmerného celularneho automatu, kde s bunky iba
v jednom riadku (formalne spojenom do cyklu, t.j. zaéiatok riadku susedi s koncom) a mozné
stavy buniek 0 = biela, a 1 = Cierna. Prechodové pravidla pre stav buniek beri do dvahy iba
momentalny stav bunky (v prostriedku) a jej lavého a pravého suseda. Pravidla st zadané
takto: 1,1,1 /7 0;1,1,0 7 0;1,0,2 7 1;1,0,0 7 0;0,2,1 7 1;0,1,0 J 1;0,0,1 [J 0; 0,0,0 J
1}. Napr. pravidlo 1,1,0 [J 0 znamena, Ze Cierna bunka s Ciernym lavym a bielym pravym
susedom bude v dalSom ¢asovom kroku biela. Zobrazte stbor riadkov v ¢asovej postupnosti,
tj. riadok v Case 0, pod nim riadok v Case 1 atd. Pociato¢ny stav riadku v ¢ase 0 ma byt
nahodne generovany.
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Uloha 9.5. Zostrojte model celularneho automatu so 4 stavmi:

1. Prazdna bunka 2. Mravec
3. Ihlicie 4. Mravec s ihli¢im

Pravidla: Na pociatku obsahuje dvojrozmerna mrieZka (na okrajoch spojena do toroidu, aby
neboli problémy s ohrani¢enim) nahodne rozmiestené ihli¢ie a mravce. Mravec sa pohybuje
vZdy nahodnym smerom, no tak, aby dva mravce neboli v jednej bunke. Ked narazi na ihlicie,
zoberie ho. (MbZe tak aj z "kbpky" odoberat.) Ked mravec s ihli¢cim narazi na iné ihlicie,
odloZi svoje ihlicie a nezdvihne hned susedné. Pozorujte, ako sa takymto distribuovanym
procesom bud vytvarat "kbpky".

Uvedené celularne automaty vyzeraju ako hracky, no su spojené s hlbokymi filozofickymi
otazkami, napr. ako je mozne, Ze zlozité systémy, ako su Zivé organizmy, mézu vznikat' vo
svete, kde zédkladnym zakonom je zvySovanie entrépie, teda "dezorganizacie". Dynamika
zmien riadenych informaciou v Zivych systémoch prevzala kontrolu nad dynamikou zmien
ur¢ovanych tokom energie.

9.7 Vznik komplexnych javov

Celularne systémy su priestorovo rozlozené nelinearne dynamické systémy schopné
vykazovat stabilitu, cyklické spravanie aj chaos. Zaroven su schopné modelovat’ univerzalny
podita€. Pritom sU jednoznaéne definované pomocou "look up table". Zaroven do znacnej
miery mézu predstavovat fyzikalny model. Kedy u takychto systémov zacne prevazovat
dynamika informacie vykazujuca komplexné spravanie sa?

Christopher Langton povaZoval niektoré z celularnych automatov za "nudné", pretoze po
niekolkych generaciach vsetky bunky vymreli, alebo sa usporiadali do jednoduchych
pravidelnych Struktar - boli vysoko usporiadané. Iné automaty zasa boli prili§ chaotické a
nepredpovedatelné, nedali sa rozpoznat od nahodne vygenerovaného Sumu. Niektoré
celuldrne automaty vSak vykazovali zaujimavé komplikované spravanie sa na hranici medzi
poriadkom a Uplnym chaosom. Langton definoval parameter nazvany lambda, pomocou
ktorého sa da predpovedat, ¢i dany celularny automat bude usporiadany, chaoticky alebo na
hranici medzi poriadkom a chaosom [69].

<
. [S=4 vix . .
2 53, zlozité spravanie,
ol 2'G 1 tvorenie komplexnych
2 o A\ struktar
o O ‘= 1
zc |G B :
@ e > |
& S |
& - @ l
2 |8 !
3 |x ;
BUR '
w 1

0.0 A 1.0

Obrazok 9.13. Schematické znazornenie zavislosti komplexnosti od parametra A v priestore
celularnych automatov, ukazujiuce vzajomny vztah medzi Wolframovymi triedami [70] (idGcimi od
nemenného stavu cez periodicitu a komplexné spravanie po chaos) a fazovym priechodom. Treba
poznamenat, Ze "meradlo stability" celularneho automatu pred a za fazovym priechodom ozna¢enym
Ac sa liSi spésobom merania.
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Nech je dalSie spravanie bunky uréené funkciou so vstupom stavov buniek v okoli s
poétom buniek N (v€itane bunky samotnej) a vystupom funkcie je novy stav bunky. Nech
celkovo existuje K moznych stavov bunky. Vyberme si jeden stav bunky, ktory nazvime
"neaktivny". Nech pocet pravidiel funkcie, ktoré vedu k tomuto neaktivnemu stavu, je n. Nech
ostatnych K" - n prechodovych pravidiel funkcie je vybranych nahodne a uniformne zo
zvySnych K - 1 stavov bunky. Potom je parameter lambda

_ KN -n
KN
Ked je n = K", lambda je 0, véetky bunky okamzite vyhynu. Pre n=0 je lambda rovné 1 a
Ziadna bunka nehynie. Ked su prechody na v3etky stavy v pravidlach funkcie rozlozené
rovhomerne, potom A=1.0-1/K. Medzi lambdou rovnou nule (usporiadanym "mftvym"
stavom) a rovnomerne rozloZzenymi stavmi v pravidlach (chaosom) lezi oblast zaujimavého
spravania - na hranici chaosu.
/d
komplexné
dlho neustalené,

A (9.10)

ale neperiodické chaos, okom
vedie k | vedie k spravanie so nerozlisitelné
stabilnému | periodickému| "zaujimavymi" od nahodne
stavu opakovaniu Struktarami generovanych
stavov stavov

Obrazok 9.14. Schematické znazornenie priestoru pravidiel celularnych automatov (podla Langtona
[69]).

Parameter lambda dobre opisuje zmeny dynamickych rezimov iba pre vacsie K a N, pre
Ulohu 9.4 su tieto hodnoty prili§ malé, aby sa dosiahol pravidelny prechod ukazany v grafe
9.13. Okrem toho je na obrazku 9.13 na osi y "¢as na dosiahnutie stabilného stavu", ale
stabilny stav je r6zne definovany pre hodnoty pred a za fazovym prechodom. Pred fazovym
prechodom je dosiahnutie stabilného stavu definované tak, ze vSetky bunky su v stave, ako
boli uz v niektorom z predchadzajucich ¢asovych odsekov, a teda sa zalina situacia
periodicky opakovat (s va&Sou & menSou periédou). Naproti tomu pre lambda po fazovom
prechode je stabilny stav Statisticky vyjadreny pomocou histérie tak, Ze priemerna "hustota"
obsadenia buniek sa usadila tak, Ze sa nelii viac ako o 1 percento od svojho dlhodobého
priemeru. Treba poznamenat, Zze parameter lambda nie je dokonalou charakteristikou
pravdepodobnosti vzniku komplexného spravania. Zaénime z nahodného stavu buniek a so
vsetkymi pravidlami veducimi k "mitvemu" stavu; postupne nahodne po jednom modifikujme
pravidla tak, Zze budu viest' k "Zivemu" stavu namiesto mftveho, a vZdy znovu spustime
automat a zistujme jeho spravanie. Uvidime, Ze spravanie niekedy "preskoci" z periodického
na chaotické spravanie bez fazy tvorby komplexnych Struktur, a inokedy sa modze objavit
komplexné spravanie aj mimo "fazového prechodu" (schematicky na obr. 9.14).

Treba zdbraznit, Ze oblast komplexného spravania je v skutognosti velmi mala v
porovhani s mnoZstvom chaoticky sa spravajucich automatov, alebo s periodicky sa
opakujucimi stavmi. (Treba tiez zdoraznit, Ze vzhfadom na konecnost pravidiel a automatu
sa kazdy automat sprava periodicky, otazka je iba, ¢i sa rovnaky stav opakuje hned v dalsej
iteracii, za desat iteracii alebo za milién iteracii. Zaujimavé Struktary su také, kde aj ked
nepozname pravidla a pozname iba momentalny stav, sme schopni odhadnut buduci krok s
nenahodnou, no nie prili$ velkou pravdepodobnostou.)
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Je otazkou, &i sa celularne automaty nemdzu pouzit okrem modelovania vysledného
spravania nasho sveta aj na modelovanie zakladnych zakonov fyziky. Specialne upravené
celularne automaty mdzu zachovavat aj najzakladnejsie rysy fyziky, ako je vratnost.
Celularne automaty sa pouzili ako extrémne jednoduché modely oby&ajnych diferencialnych
rovnic, ako tepelné a vinové rovnice [71] a Navierove a Stokesove rovnice [72,73].

Celularne automaty mézu tiez sluzit ako diskrétne modely na Stadium dynamickych
systémov vykazujiucich emergentné javy spdsobené "kolektivnymi" vztahmi, ako je
usporiadavanie, turbulencia, chaos, fraktaly [74,75], alebo modelovanie biologickych
fenoménov, ako su hmyzie spologenstva, bunkové koldnie, sietnica (vnutorny obal oénej
gule) alebo imunitny systém [76].

Evolicia celularnych automatov méze sluzit' aj na navrh hardvérovych rieSeni [77-80].
Tzv. evolvér (evolware) je systém zalozeny na celularnom programovani, v ktorom sa
paralelné celularne automaty (s implementovanym genetickym algoritmom, kde nie vSetky
pravidla musia byt rovnaké pre vSetky bunky) pouZivaju na rieSenie vypoc&tovych problémov.
Takéto systémy su uz pokusne implementované aj hardvérovo. Vyhodou takych systémov je
okrem iného aj vacsia tolerancia k vstupnym chybam aj k chybam pri vypocte, ktoré pri
stovkach tisicok vypoctovych prvkov ("mikroprocesorov") nemusia byt az také zanedbatelné.

Problémom spojenym so "siefovymi" systemami je, Ze pri ur€itej urovni zloZitosti
pravdepodobne nie je Ziaden matematicky model dopredu schopny presne predpovedat
spravanie systému, jeho vynarajice sa (emergentné) vlastnosti (ako je vytvorenie "kdpok").
Zacyklené klbka spojeni su natolko zamotané a formalne modely, ktoré ich opisuju, natolko
nesikovné, Ze jedinym mozZnym spdsobom ako zistit' spravanie modelu je "spustit" ho. Zda
sa, Ze sa systém vacsinou "brani" rieSeniu pomocou spriahnutych nelinearnych rovnic. Z
fyzikalno-chemického charakteru molekuly vody je tazké odhadnut vznik virov, zo zrnka
piesku existenciu lavin a z jednej molekuly uzito€nost pojmu teplota (skupinovej vlastnosti
molekul), zo semena nemozno odhadnut konecnu podobu rastliny. Najrychlejsim spésobom
ako zistit' "vystup" semena je nechat ho vykli¢it. Podobné problémy spojené s "motylim"
efektom, kde mala zmena vo vstupe mdze spdsobit’ velki zmenu vystupu (zvulgarizovane,
"zamavanie kridel motyla mézZe spdsobit’ uragan na inom kontinente"), sa vyskytuju v3ade v
"siefovej matematike". Do tohto pojmu mdzeme zahrnut' paralelné distribuované procesy,
boolovské siete, neurdnoveé siete, spinové skla, celularne automaty, klasifikacné systémy,
genetické algoritmy a "rojové" (swarm) vypocty. Vsetky obsahuju vzajomny vplyv tisicok
simultanne interagujucich funkcii, kde ide o masivne paralelné systéemy €asto s lokalnym
prepojenim a relativne primitivnymi zakladnymi prvkami. V aplikaciach sa systémy tohto typu
vyuzivaju napr. vo fyzike na simulaciu kritickych stavov, turbulencie alebo toku kvapaliny cez
pérovité média, difazie energie v plynoch, v biolégii ha modelovanie biologickych rytmov,
rastu nadorov, epidémii, ekologickych rovnovah, premiestiiovania zZivo€ichov, v chémii pri
polymerizaciach, oscilaénych chemickych reakciach, agregaciach koloidov alebo vzniku
kryStalov, difaznych reakciach, v geolégii na modelovanie zemetrasenia, sopiek a pretvarania
zemského povrchu, v ekonomike pri fluktudciach cien, v sociolégii na modelovanie Sirenia
sprav, imitaéného spravania, rastu populacie, vyvoja mesta alebo dopravnych zapch.

V robotike sa pokladaju za buducnost’ mikroroboty - rychle, lacné a neriadené. VyuZitie:
planetarny vyskum, banictvo a Zatva, vystavba "na dialku".

V tradi€nej robotike sa programatori pokusaju predpovedat’ a riadit’ kazdy aspekt akcie
robota. Takéto systémy su potom bezradné, ked je robot postaveny pred nepredvidanu
situaciu. Na rozdiel od klasického pristupu je adaptivna kontrola pohybu robota schopného
sa ucit' v premenlivom prostredi typickou praktickou aplikaciou “umelého Zivota” [81-84].

Laboratérium Rodneyho Brooka pre vyskum robotov stanovilo tieto zasady [85,86]:

1. Zacat s jednoduchymi tulohami.
2. Nautit sa ich robit’ bezchybne.
3. Pridavat daliu uroven riadenia nad vysledkami jednoduchych uloh.
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4. Nemenit jednoduché zakladné veci, vyssie urovne mézu maximalne potladit vystup
nizsich vrstiev.

5. Naucit novu vrstvu vykonavat veci tak dobre, ako to len bude mozné.

6. Opakovat dookola.

Naproti tomuto su zatial priemyselné roboty direktivhe riadené. Pokusy vytvorit
"inteligentného” robota pomocou klasickej umelej inteligencie zlyhavaju - "GspesSné" roboty su
po dvadsatro¢nom usili vo vyskume nanajvy$ schopné pohybovat sa po rovnej ploche s
prekazkami v tvare kvadra. "Geneticky" riadené roboty zatial predstavuju maximalne
desat’centimetrové hracky, ktoré su vzhfadom na podstatne kratsi ¢as ich vyvoja schopné
zvladat' priblizne podobné "ulohy".

Zasadou je postupné budovanie zloZitého systému, nie budovanie zloZitého systému
naraz. Prikladom je napriklad Tudsky mozog; prvotné su zakladné funkcie ako riadenie
dychania a potom mozZno pridat funkcie vy$Sej urovne ako myslenie. Riadenie musi byt ¢o
najviac decentralizované a komunikacia musi obsahovat' iba najnutnejsie prikazy - podobne
ako je to pri objektovo orientovanom programovani.

Inteligentné riadenie vyzerd ako slobodné spravanie. Jediny spdsob, ako je mozné
inteligentne riadit mechanizmy, je dat im slobodu.

9.8 Kooperacia alebo sut’azenie?

Evollcia je adapticia zamerand na naplnenie vlastnych potrieb. Koevollcia je vo vacde
miere adaptacia na naplnenie potrieb navzajom medzi druhmi. Koevoluéna ekologia je
zbierkou organizmov, ktoré funguju ako svoje zivotné prostredie. Je proti zaujmu ako dravej
zveri, tak aj koristi, aby bol druhy druh vyhubeny. Aj ked pre korist na prvy pohlad vyzera
zanik nepriatela priaznivo, drava zver v skuto¢nosti vaésinou likviduje najslabsie kusy koristi
a tym prispieva k zdokonalovaniu genofondu a zabrafiuje degeneracii. Ako vyplyva z tedrie
hier v ekondmii, aplikovanej tiez Casto na analyzu pretekov v zbrojeni medzi Statmi,
zjednodusenej zo skumania "problému vazhov" (prisoner's dilemma, pozri [87,88]),
kooperacia sa mbze vynorit zo sebeckého zaujmu, ked je vyhodna pre obidvoch. Vazenska
dilema vznika, ked sa dvaja vazni dohodnu na uteku a nie€o sa pokazi. Ked obidvaja
spolupracuju - zapierajd, vyjdu z toho relativne dobre - vyjadrené ohodnotenim plus X bodov.
Ked jeden z nich zradi druhého, zradca dostane plus Y bodov, prezradeny nula bodov. A ked
obidvaja zradia, dostanu kazdy W bodov. (V tabulke na obr. 9.15 su tieto hodnoty X=3,Y=5 a
W=1.) Ide teda v podstate o Styri pripady kombinéacie dvojic K (kooperuje - spolupracuje so
spoluvazhiom) a Z (zradza spoluvazna, angl. defects), teda KK, KZ, ZK a ZZ, kde prvé
pismeno vzdy oznaluje, ako sa zachoval prvy spoluvazen, a druhé pismeno oznaluje
spravanie druhého spoluvazna.

Pri iba jednej iteracii by samozrejme bolo vzdy vyhodné zradit, no ked sa iteracie s tym
istym spoluvaznom opakuju a vopred nie je znamy pocet iteracii, metdéda ako sa zachovat
nie je jasna. Vacsinou sa vyhodne uplatiuje "tit-for-tat" - (priblizne "ako ty mne, tak ja tebe") -
prvykrat spolupracovat’ a prestat’ spolupracovat’ s tym, kto nespolupracuje. Metéda "tit-for-tat"
sa da vyjadrit' na zaklade spravania dvojice spoluvaznov pri predchadzajucej prileZitosti, ¢o
teraz uruje spravanie prvého spoluvazna. Teda: KKO K, KzO z, ZKO K, ZzzO Z. Pokial su
predchadzajuce pripady spravania jednoznacne usporiadané, potom mozno toto spravanie
vyjadrit' refazcom pravych stran KZKZ. Samozrejme, pred to musime este pridat’ pismeno
uréujlice, aka je strategia (K alebo Z) pri prvom stretnuti dvojice spoluvéziov. Ked zoberieme
stratégiu pamaéatajucu si spravanie pri troch predchadzajucich prilezitostiach, mame 64
moznosti: KK KK KK (pripad 1), KK KK KZ (pripad 2), KK KK ZK (pripad 3), ... , ZZ ZZ ZK
(pripad 63), ZZ Z2Z 77 (pripad 64). Stratégia ako sa po prvych troch stretnutiach zachovat
nabuduce by teda bola zak6dovana retazcom 64 pismen KZKKKZ... Pri planovani stratégie
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na zaklade predchadzajucich skusenosti s protihraéom sa &asto pouZiva geneticky
algoritmus. Tato aplikacia genetického algoritmu prvykrat vznikla zo spoluprace politoléga
Roberta Axelroda s Johnom Hollandom [89] a rozvijala sa dalej pre zlozitejSie modely
medzinarodnej bezpeénosti odpovedajuce napr. na otazku, kolko z rozpoltu vydavat na
obranu. Axelrod zobral zakddovanie stratégie retazcom ako chromozém genetického
algoritmu, nechal kazdu strategiu sutazit' s ostatnymi stratégiami, a sucet vysledkov pre
jednotliva stratégiu vZdy odpovedal jej ohodnoteniu. Na zaklade ohodnotenia sa retazce
vyberali a potom dochadzalo k ich krizeniu a mutacii analogickej binarnemu retazcu (pretoZze
mame vzdy iba dva pripady K a Z, iSlo vlastne o binarny retazec). V ¢asovom priebehu je
potom zaujimavé sledovat’ vyvoj kooperativhych a nekooperativnych stratégii. Kooperativne
stratégie sa spociatku ukazali menej vyhodné, no v neskorsich stadiach prevazili.

Vazen €. 2 kooperuje (K) Vazen §. 2 zradza (Z)
Vazen ¢. 1 odmeny vaznov: 3, 3 odmeny vaznov: 0, 5
kooperuje (K) obidvaja su “odmeneni” za vézen €. 1, ktory sa snazil
vzéajomnu spolupracu spolupracovat, nedostane ni¢,
pripad K,K vézen €. 2, ktory zradil, bude
dozorcami odmeneny,
pripad Z,K
Vézen €. 1 odmeny vaznov: 5, 0 odmeny vaznov: 1,1
zradza (2) vézen €. 1, ktory zradil, bude obidvaja sa navzajom zradili a su
dozorcami odmeneny, mierne potrestani,
vézen €. 2, ktory sa snazil pripad Z,Z
spolupracovat, nedostane nic,
pripad K,Z

Obrazok 9.15. “Payoff matrix’, teda vyplatna tabulka pre problém dvoch vazhov zavisla od ich
rozhodnutia.

Evolucia nie je "hra s nulovym su¢tom vyhier", kedy vyhoda jedného prindSa nevyhodu
druhému - vzajomna kooperacia mdzZe priniest vyhodu obom druhom bez toho, Z2e by
nejakému tretiemu druhu Skodila.

Vyhoda kooperacie nemusi byt hned vo vS8eobecnosti zrejma - ked v zvieracich rodinach
"ujovia a tety" nezalozia vlastnu rodinu, ale pomahaju surodencom s vychovou synovcov a
neteri, pomahaju tym podporit’ rozsirenie svojho genofondu (lebo ich pribuzni maju &ast
genetickej informacie zhodnu) rovnako, ako keby sebecky zalozZili viastnu rodinu.

Takéto zdanlivo biologické koncepty ako koevollcia sa mézu s vyhodou pouzit' napr. pri
evolucii programov. Hillis [90] sa pokusal vyvijat triediace algoritmy pre zoznamy ¢isel, kde
algoritmy boli ohodnocované podla toho, kolko zoznamov zoradili spravne. Takto vyvinuté
algoritmy boli vSak daleko od optima. Ked sa vSak zaroven nechali vyvijat’ aj zoznamy, ktoré
boli ochodnotené tym lepSie, ¢im viac algoritmov ich nezoradilo spravne, vysledné algoritmy
boli ovela efektivnejSie. O podobny pristup sa pokusil aj Olsson [91] pri optimalizacii
triediacich sieti.

Triediaca siet opisuje algoritmus na zoradovanie sady ¢&isel podla velkosti od
najmensieho (hore) k najvacSiemu (dole). Kazda vodorovna Ciara v sieti reprezentuje
umiestnenie &isla v zozname. Kazda zvisla useCka zakonena stvorCekmi predstavuje
porovnanie dvoch &isel v danych umiestneniach a ich pripadna vymenu, pokial je v "horne;j
pozicii" vacsie Cislo ako v "dolnej". V pripade, Ze je mechanizmus usporiadania korektny, mal
by spravne zoradit vdetky moZné permutacie danej velkosti (vid. obr. 9.16). Ked je sief
minimalna, neexistuje korektny algoritmus s mensim po&tom porovnavani.

Testovanie v8etkych mozZnych triediacich sieti, ktoré dokazu korektne porovnat iba 16
gisel pomocou povedzme 64 porovnani, by vyzadovalo vyskusat 10" sieti. Preto sa skusa
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pouZitie evoluénych algoritmov na vyhladanie takychto sieti. Ako je vidiet z obr. 9.16,
triediaca siet vyhladana pomocou evolicie mbzZe byt lepSia ako siet ziskana zapisom
algoritmu, no v Ziadnom pripade nepripomina pravidelnost zvy¢ajne obsiahnutu v algoritme.

s e —

E:I | F
- i i ‘ —
Bublinkové triedenie Vysledok evolucie

Obrazok 9.16. Korektné siete na triedenie sady Cisel podla velkosti. Bublinkové triedenie (bubble sort)
dokaze zoradit 6 Cisel s pouzitim 15 porovnani, zatial ¢o jednej z minimalnych korektnych sieti
napravo stagi iba 12 porovnani. Takychto minimalnych korektnych sieti existuje viac (mbzeme
napriklad prehodit prvé dve porovnania).

Zivot je charakterizovany neprestajnou zmenou spdsobovanou autoorganizaciou. Cast
zakonov riadiacich tieto zmeny a ich smerovanie bola sice v principe vysvetlend Darwinovou
evoluénou tedriou, av8ak vela veci zostava este nevyjasnenych.

Zivot je charakterizovany nerovnovahou, odklonom od tendencie smerovania systému k
vacsej entropii (samozrejme, za zmensSenie entropie v Zivych organizmoch sa plati zvySenim
entropie inde). Pseudostabilny nerovnovazny stav je charakteristicky pre "Zivé" systémy,
napr. v ekonomii, v prirodnom ekosystéme, v zlozite] pocitacove] simulacii, v imunitnom
alebo evolu¢nom systéme. David Layzer v knihe Cosmogenesis [92] tvrdi, Ze centralnou
vlastnostou Zivota nie je reprodukcia nemennosti, ale reprodukovana nerovnovaha. Zivé
organizmy musia vyrovnavat tendenciu "investovania do buddcnosti" - t.j. mnozZstvo mutacii a
inovacnych trendov s tendenciou vyuzivat' uz vyskusané a fungujuce. Ked' sa takéto zmeny
premietnu do kooperacie alebo vztahu dravec/korist s ostatnymi druhmi, vznika koevolicia.

Chyby chrania koevoluény vztah pred prili§ tesnym spojenim. Takéto spojenie by mohlo
pri zaniku jedného druhu spésobit' lavinovity zanik celého spolo€enstva. Udrziavanim
ur¢itého stupna "univerzalnosti" (napr. schopnosti Zivit' sa viacerymi druhmi koristi alebo byt
opeleny viacerymi druhmi hmyzu) sa spoloCenstvo stava odolné voci zmenam Zivotnych
podmienok (napr. podnebia), aj ked nie je ideadlne "optimalizované" pre dané Zivotné
podmienky.

Vysledok mutécii sa méze prirovnat k bielemu Sumu, zatial ¢o aplikacia vyskusanych
pravidiel vedie k opakovaniu vzorov pravidelnostou podobnych krystalickej Struktire.
Zaujimava oblast' typicka pre "Zivot" sa nachadza medzi tymito dvoma extrémami. Zo svojich
experimentov s modelmi roje Chris Langton zo Santa Fe odvodil tzv. parameter lambda,
ktory mu pomaha urlovat nastavenie systéemu tak, aby sa prejavovali "Zivotu podobné"
vlastnosti, tj. nepravidelné opakovanie vzorov. Tento jav sa da prirovnat k fazovému
prechodu (hapr. z kvapaliny na paru alebo na lad) v termodynamike. Zaujimavé je, Ze systém
ma automaticku tendenciu zdrzat' sa v takychto oblastiach ¢o najdihsie. Takyto systém ma
najlepsiu  schopnost sa vyvijat, a pritom neskiznut do "anarchie", ktorou je v
termodynamickom zmysle smrt’.

Roku 1990 Kristian Lindgren [93], pracujdci v InStitute Nielsa Bohra v Kodani, rozSiril
koevoluény experiment "vazenského problému" na populaciu 1000 hracov, zaviedol do hry
nahodny sum a nechal evoluciu prebiehat az do 30000 generéacii. V takejto mierke sa
napriklad prejavili krivky typické z ekologickych oscilacii dravca a koristi, kde mnozZstva
jedincov v popul&cii osciluju a oscilacie su spaté - maximum Koristi je nasledované maximom
dravcov - kde je korist’ predstavovana kooperujucimi vazfami a dravci zradzajucimi vazfiami.
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Okrem toho sa prejavili aj dalsie efekty ako parazitizmus, symbidza a dlhodoba kooperacia
medzi skupinami - "zvieracimi drunmi”. Tato praca zaujala tiez bioldégov, lebo sa tu prejavili
obdobia dlhej stability, nasledované kratkymi obdobiami nestability, kde velfa "druhov"
vyhynulo a vytvorili sa nové. Obdobny vyvoj, ¢iastoéne oponujici zjednodusenej darwinovskej
predstave stabilného postupného vyvoja, je znamy zo sledovania skamenelin.

9.9 Vznik zivota evoluciou nezivého

Virtualny svet Toma Raya z University of Delaware nazvany Tierra [94] je prechodom od
kédov pocitaovych virusov k experimentalnemu $tudiu evolicie umelych organizmov na
arovni genému. Snazi sa poskytnut prostredie, v ktorom modzZe darwinovskd evolucia
prebiehat v poéitaCi bez priameho riadenia alebo intervencie ¢loveka. Ray vytvoril
zjednoduseny "pocital" v pocitati s mensSim mnozstvom instrukcii v umelom kode
napodobiiujicom strojovy kdd. V tomto kéde Ray potom napisal 80 bytovy "virus", ktory bol
schopny rozmnozovania. Takyto organizmus je linearnym retazcom instrukcii a Zije
postupnym vykonavanim postupnosti svojich prikazov. AvSak Ray urobil aj nie€o navyse - pri
kopirovani virusu pridal s urcitou pravdepodobnostou nahodné preklopenie niekolkych bitov,
¢o odpoveda mutacii v prirode. Zakladny subor strojovych prikazov je vhodne vybrany tak, Ze
pri akejkolvek mutacii zostane organizmus vykonavatefnym programom. Organizmy sa teda
mobzu vyvijat’ pomocou genetickych operatorov. Kazdému “virusu" bol riadiacim operacnym
systémom prideleny urcity strojovy ¢as na beh, a teda rozmnoZovanie. Na druhu stranu Ray
pridal vek, takze starSie virusy boli operadnym systémom odstranené s vacsou
pravdepodobnostou. V Tierre nie je presne definovana ucelova funkcia. Virusy sutaZia o
"prirodné zdroje" svojho prostredia, teda o as CPU a paméat. Tierra sa tak stava umelym
prostredim, v ktorom sa organizmy riadia vlastnymi zakonmi. Organizmy, ktorym sa nejakym
spésobom podari zabrat vaésinu tychto zdrojov, maju vy33iu schopnost preZitia. Ked sa
pamat zaplini organizmami, opera¢ny systém “zabija” najmenej schopné organizmy, teda
napriklad tie, ktorych kod v nejakom kontexte generuje chybu. "Svet" bol do tej miery umelo
vytvoreny, Ze pokial si virus napr. vytvoril nekone¢nu sluéku, bol umelo zastaveny. Coskoro
sa v programoch objavili lepSie "virusy", ako bol schopny sam Ray zostrojit, a dokonca sa
objavil aj "parazitizmus" - virus bol kratky a vyuzival &ast kodu iného virusu. Zial,
implementacia vysSich funkcii ako inteligencia, vnimanie a komunikacia je v organizmoch
Tierry spojena s tazkostami. Ziskanie tychto vlastnosti prirodzenym vyvojom Tierry by trvalo
veky. Zatial sa nepokrodilo vyznamne ani v programovej verzii viacbunkovych organizmov.
Roku 1996 Andrew Pargellis vytvoril podobny virtualny svet s eSte obmedzenejsSim poctom
inStrukcii, v ktorom sa vytvoril sebareplikujuci sa "virus" sam, bez nutnosti vytvorit’ prvy virus
"boZzskym" zasahom C&loveka [95]. Podobny systém ako Tierra je Avida [6] vytvorena
Christophom Adamim. Avida poskytuje lepSie riadiace prostriedky, jej prostredie je vSak
tvorené dvojrozmernou mriezkou a interakcie su lokalne.

Umela evolucia sa v8ak neobmedzuje iba na nepraktické pokusy s pocitatovymi virusmi.
V suCasnej dobe sa v praxi vyuZiva na hladanie novych typov lieiv vo farmaceutickom
priemysle. Aktivny mechanizmus, ktory ma droga odstartovat, va¢sinou spociva v spusteni
reakcie molekulou, ktora bude zapadat' do receptoru a reagovat’ s jeho aktivnymi miestami.
Nestadi iba mat' v lieCivu jednotlivé aktivne skupiny zodpovedajice skupinam v akceptore -
biomolekule, treba ich aj priestorovo rozmiestnit. Organickych molekul je vefmi vela, no
spbsobov, akym je mozné jednotlivé molekuly poohybat’ okolo "otaavych" vazieb v priestore,
je faktorialovo viac. DIhé retazce aminokyselin sa daju poskladat’ do takého klbka, Ze z neho
tréia tie spravne aktivne skupiny na spravnych miestach.

V minulosti sa hladanie lieSiva riesilo metdédou pokusu a omylu. Teraz, v tzv.
kombinatorickej chémii [96-98], sa vyskUSaju milibny variacii molekdl - GspeSna je ta
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molekula, ktora sa zachyti aspon na jednom mieste. Tato UspeSna molekula sa odseparuje
od ostatnych molekul a pripravia sa jej variacie - jedna z nich sa mozno zachyti na dvoch
aktivnych miestach. Ta sa vezme, pripravia sa jej variacie ... atd., dokial nemame molekulu,
ktora sa perfektne hodi na aktivne miesta receptoru.

Cesty evollcie

Vzhladom na to, Ze evolucia je jednym zo zakladnych predmetov skimania umelého Zivota a
zaroven praktické aplikacie jej principov umozZpuju vytvarat optimalizaéné algoritmy, je
vhodné zaoberat' sa evoluciou aj zo vdeobecneho hladiska [99,100].

Zakladna dogma v biologii suvisiaca s evoluciou je, Ze informacia cestuje z génu do
Zivého organizmu, no nikdy opaéne - lamarkovsky typ evolicie [99], kedy zjednoduSene
povedané kovacove deti by mali silné svaly, lebo kova¢ si ich musel vypracovat - je pre
biolégov neprijatelny. Velmi nepravdepodobné je tieZ priame uplatnenie nahodnej mutacie -
neexistuje gén, ktory by "napumpoval" kovacove svaly - za jednu vlastnhost je zodpovednych
viac genov, rovnako ako kazdy gén je zodpovedny za viacero vlastnosti. Preto je v prirode
vyhodnejsie mat’ adaptabilné "telo" (myslené aj tela rastlinné alebo prvokov), ako mat "telo"
presne zoptimalizované na momentalne Zivotné prostredie a ¢akat, Zze pri zmene Zivotného
prostredia sa objavi vhodna mutécia, ktora "telo" hned zoptimalizuje na nové podmienky.

No spdsobit zmenu "Zivotného prostredia” mdZe aj zmena spravania - Baldwinov efekt
[99] - napriklad ked si ludia oblubia hory a ostanu v nich viac generacii, budu sa viac
rozmnozovat’ zvyhodneni jedinci s vy§83ou produkciou hemoglobinu. Ked zoberieme ludsku
kultdru ako sebariadiaci system, ktory "konzumuje" ludské zdroje vymenou za zefektivhenie
niektorych ¢innosti (napr. efektivny prenos informacii re¢ou namiesto posunkov, alebo
uchovavanie informacii v knihach namiesto v pamati), kultira méze po dlhsom ¢ase spdsobit
genetické zmeny (napr. vyvin hlasiviek, zmensSenie zubov prechodom na tepelné spracovanie
jedla), aj ked takato priama zavislost hebola dosial jednoznaéne preukazana.

Evoliucia je Struktdra organizovanej zmeny, ktora sama podlieha vyvoju. Z Casoveého
hladiska moZno rozlisit hasledujuce typy evolucie:

1. Siet "do cyklu" prepojenych chemickych reakcii vytvarajucich urity druh stability (Stuart

Kaufmann [101,102] veri, Ze komplikované systémy maju tendenciu k samoorganizacii a

Ze organizovana Struktdra moze vzniknat’ spontanne).

2. Autoreplikacia.

3. "Uc&enie" genetickej informacie mutaciami, krizenim a prezitim najschopnejsich.

4. Zmeny spdsobené spoluu¢astou na tvorbe svojho "Zivotného prostredia” vyberom niky -
miesta vyskytu a vztahmi tak vnatrodruhovymi, ako aj mimodruhovymi.

5. Evolucia myslienok ("memetic culture") v sieti ludskych mozgov - lamarkovovska kultdrna
evolicia.

6. Evolucia spbésobov a cielov evolucie - vyhladavanie stratégii a spéatnovazbovych
mechanizmov, optimalizujucich samych seba - napr. genetické inZinierstvo.

Modernym tedriam vzniku Zivota predchadzal pokus chicagského studenta Stanleyho
Millera [103], ktory jednoducho zatvoril do 5-litrovej flade vodu, metan, amoniak a vodik,
flfasu tyZdef zahrieval a nechal vo vnutri generovat elektrické iskry simulujuce blesky.
Vysledkom bola zmes komplikovanych zli€enin aminokyselin potrebnych na vznik Zivota.
Nemecky biofyzikalny chemik Manfred Eigen spolu s Petrom Schusterom potom vytvorili
tedriu hypercyklov [104] vysvetlujucu vznik Zivota pomocou siete replikujucich sa molekdl
RNA. Problémom tu je, Ze RNA dost' tazko mézZe vytvorit' svoju kdpiu bez pomoci enzymov,
ktoré by mali byt produkované pomocou RNA - a RNA sama sa normalne vytvara prepisom z
DNA.

Trocha pozmenenu tedriu vzniku Zivota vytvoril jeden zo zriedkavych $pi€kovych biologov,
ktori sa zaoberaju umelym Zivotom, Stuart Kaufmann zo Santa Fe inStitatu, Studujdci procesy
samoorganizacie sieti spdsobené komplexnym prepojenim lokalnych reakcii [101,102]. Tento
pristup sa da pouzit na “zapinanie” a “vypinanie” génov pri diferenciacii buniek, na spravanie
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imunneho systému, na evoluény proces, ale predovietkym na modelovanie vzniku Zivota z
hypercyklov reakcii jednoduchych aminokyselin a inych zla€enin pritomnych v “prebiotickej
polievke”. Z tychto jednoduchych zlu€enin potom vznikaju navzajom sa spajajuce a
katalyzujuce polyméry, ktoré vytvoria stabilni “siet reakcii”. Nemalo by teda ist iba o
zlti€eniny RNA.

pomer poctu
vrcholov
suvislého 0.8
podgrafu s max.
poc¢tom vrcholov

k celkovému 06
podtu vrcholov

0.4

0.2

0 100 200 300 400
pocet vrcholov

Obrazok 9.17. Generujme nahodne grafy (teda sustavu vrcholov, kde dvojice vrcholov mézu byt
spojené hranami). Pravdepodobnost vyskytu hrany medzi dvoma vrcholmi je vzdy rovnaka a
zodpoveda vyskytu 500 hran u grafu so 400 vrcholmi. Spocitajme pocéet vrcholov maximalneho
suvislého podgrafu vygenerovaného grafu a zobrazme pomer poctu tychto vrcholov k celkovému
poctu vrcholov. Aj napriek tomu, Ze pravdepodobnost vyskytu hran v grafoch je stale rovnaka, krivka
ma sigmoidalny charakter, pretoZze pocet moznych hran sa zvySuje kvadraticky s poétom vrcholov. V
pripade, Ze vrcholmi su zlu€eniny a hranami reakcie, dané simulacia napoveda, Ze pri urcitej hranici
réznorodosti pritomnych zlu€enin sa vacéSina z nich zapoji do siete reakcii - nastava tvorba
hypercyklov.

Tieto predstavy si mdzeme pribliZit pomocou jednoduchého modelu. Predstavme si, Ze
mame subor vrcholov, ktoré nahodne spojime s urditou pravdepodobnostou hranami. Pokiafl
budeme zobrazovat pomer poétu vrcholov najvacsieho suvislého grafu (teda takého, kde sa
da po hranach vykonat' cesta medzi lubovolnymi dvoma vrcholmi) k po&tu vsetkych vrcholov
v zavislosti od poctu vrcholov, déjdeme k obrazku 9.17, ktory pripomina nahlu zmenu
Struktury (taku ako pri zmene lfadu na vodu). Vzniknuta zavislost ma nelinearny sigmoidalny
tvar; ked pocet vrcholov presiahne ur€itd hranicu, relativna velkost najvéaésieho suvislého
kusu grafu sa prudko zvysi. To je spdsobené tym, Ze aj ked pravdepodobnost vyskytu hrany
medzi dvoma vrcholmi je stale rovnaka (v nadom pripade pre najvacsi graf bolo 400 vrcholov
a 500 hran), poCet moZznych hran stupa kvadraticky spolu s linearnym zvysenim poctu
vrcholov. Pri ur¢itom mnoZstve vrcholov je ich potom vac&sina spojena do jedneho celku.
Tento priklad méze sluzit ako analogia pre siet chemickych zlu¢enin (vrcholov) spojenych
reakciami (hranami), kedy od urcitej velkosti bude koncentracia urcitej zlu€eniny zavisla od
koncentracii vacsiny ostatnych zlucenin.

Ked si zoberieme mnoZinu v3etkych mozZnych zlGu€enin, aj pri obmedzeni molekulovou
hmotnostou, stabilitou a pouzitim iba zlomku z chemickych prvkov, budeme stale dostavat
astronomické Cisla. Je isté, ze chemické zli€eniny mdZzu vznikat mnohymi spdsobmi
(najCastejsie z dvoch zlt¢enin vznika tretia zlu€enina, pripadne sa zlu¢enina transformuje
pomocou katalyzatora) a takto je mozné pospajat dvojice, trojice alebo Stvorice zli€enin,
zUc¢asthujucich sa jednej reakcie. Ked mame maly subor zli¢enin, bude sa medzi nimi
vyskytovat’ aj malo reakcii uspokojivo prebiehajucich za normalneho tlaku a teploty. No pri
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zvacsovani poctu zlu€enin nastane situacia, kedy vacsina zo zlu¢enin bude navzajom
prepojena do komplikovanej siete reakcii. Tato siet sa po Case ustali do rovnovazneho stavu,
¢o by malo zodpovedat zakladnej podmienke pre vznik komplikovanejsich Struktur, takych
ako je bunka (vid obr. 9.18).

aabaabbb

aaaabaa

@ "potravinovy O ina :.— reakcia ... » katalyza

zdroj" zlucenina

Obrazok 9.18 Typicky priklad malej autokatalytickej siete podla Kaufmanna [101,102]. Reakcie su
reprezentované Stepnymi produktmi (alebo eduktmi, smer reakcie zavisi od koncentracii) spolu so
zodpovedajucim vacsim polymérom. Bodkované d&iarky oznaduju katalyzu reakcie a smeruju od
katalyzatora danej reakcie. Monoméry a diméry A a B predstavuju dodavany “zdroj zivin® (zakladné
zlu€eniny v prebiotickej polievke).

Podobné zjednodusené priklady napodobujuce principy chemickych reakcii dali vzniknut
aj samostatnému odboru v ramci umelého Zivota, ktory sa vola umela alebo algoritmicka
chémia [105]. Prehladny uvod do tejto problematiky urobil Peter Dittrich z Univerzity v
Dortmunde [106]. Umela chémia je definovana siborom objektov - "molekudl" a stiborom
pravidiel - reakcii uréujucich spdsob interakcie tychto "molekul”, spolu s popisom aplikacie
tychto pravidiel definujdcich dynamiku "populacie molekul". Pomocou takého systému sa
daju modelovat’ nielen chemické reakcie, ale napriklad aj spravanie sa robota riadeného
symbolicky formulovanym ekvivalentom difuzie [107]. Na rozdiel od celularnych automatov
"molekuly" nemusia byt na mrieZke a pocet objektov (ktory by inak odpovedal stavom bunky)
nemusi byt kone&ny. Objektmi mézu byt napr. Cisla, lambda vyrazy, bindrne a znakové
retazce a iné datové Struktury. Reakcie potom méZu predstavovat jednoduché aritmetické
operacie, lambda vypoéty, maticovi manipulaciu, zlu€ovanie retazcov, spajanie do
boolovskych sieti alebo prepajanie obvodov v procesoroch. Dynamika sa potom mézZe riadit
napr. explicitnymi simulaciami kolizii, oby&ajnymi diferencialnymi rovnicami alebo celularnym
automatom.
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Okrem uz zmieneného modelovania vzniku Zivota a evolucie a RNK a DNK je mozné
tymto pristupom modelovat’ aj socialne spravanie sa alebo paralelné procesy v modularnych
systémoch. Z praktickych aplikacii je moZzné zmienit logické spracovanie informacie pri
automatickom riadeni, optimalizaciu algoritmov v suvislosti s genetickym programovanim
alebo vypodty a programovanie pomocou realnych molekul. Jednym z prvych implicitne
definovanych prikladov konStruktivnej umelej chémie je tzv. typogenetika vymyslena
Douglasom Hofstadterom, ktord modeluje vznik enzymov z genetickej informéacie v jadre a
spatnu konstrukciu novych kopii retazcov DNA a RNA pomocou nimi skonstruovanych
enzymov [108].

Jednoduchym prikladom ilustrujucim skuto¢nost, Z2e umela chémia médZe mat so
skuto&nou chémiou len velmi malo spolo¢ného, je konStruktivna "Cisla deliaca chémia",
produkujaca populaciu prvocisel z nahodnej pociatoénej populacie kladnych celych isel.
Objekty su v nej prirodzené Cisla okrem jednotky, S={2,3,...}. Reakénym pravidlom je s; + s,
- S; + 83, kde s3=5,/s; pre s, mod s; =0 as,#s;, vopacnom pripade s;=s,; toto reak&ne
pravidlo vyjadruje funkcia reaction(s;, s,) davajuca vysledné s;. Proces zacina
nadhodnym generovanim populacie P[1], P[2], ...,P[M] &isel z mnoziny S. Potom nasleduje
cyklus dany v algoritme 9.3. Funkcia randomInteger (1, M) produkuje nahodné celé &isla
od 1 po M.

while not podmienka ukonCenia cyklu do
begin

i;:=randomInteger (1,M);

s1:=P[i.];

i,:=randomInteger (1,M);

sp;:=P[i5];

ssy:i=reaction(s;, s,);

if 5370 then P[i,]:= si3;
end;

Algoritmus 9.3. KonStrukcia prvocisel pomocou konstruktivnej &isla-deliacej chémie. Pre velkosti
populacie M =100, pocet cyklov cez 5000 a prvu populaciu P generovanu z obmedzeného suboru Cisel
od 2 do 100 skonverguje k populacii obsahujucej takmer iba prvocisla.

Biologicky orientovany pristup k evollcii sa da rozdelit’ na fylogenézu, ktora sa zaobera
evoluciou prirodného druhu v ¢ase (mutacie a krizenie v genetickom algoritme), epigenézu,
ktora zodpoveda uceniu jednotlivého organizmu v priebehu Zivota (neurénové siete) a
ontogenézu, ktord sa zaoberd vyvojom mnohobunkovych organizmov zo zakladnej bunky
(autoreprodukujice sa automaty).

Evoluéné inovacie:

1. Symbidza: bakterialna symbiéza ako pociatok tvorby predchodcov buniek ([109]).
Namiesto vymeny genetickej informacie krizenim tak vznika v kone€¢nom désledku
zlu¢enie genetickej informacie. Symbidéza mézZe byt vo vaédom meradle zodpovedna aj za
zasadnejdie zmeny organizmu, ktoré by inak vyZadovali mnohonasobné simultanne
inovacie. V tzv. endosymbiotickej hypotéze ide o vznik eukaryotickych buniek (pokrogilych
buniek s jadrom a zlozitymi Struktarami, napr. mitochondriami) integraciou symbiotického
systému prokaryotickych buniek (primitivnych buniek) do jedného celku. V mikrobialnej
risi, ktora tvori vacsinu Zivota na Zemi, je tato forma "spoluprace na vy$sej urovni” ¢asta.
Napokon, bunkové mitochondrie zabezpec&ujuce vyrobu energie v Zivych organizmoch boli
kedysi najskér tiez samostatnymi bunkami.
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Tato evoluéna zmena je v rozpore s klasickym darwinizmom, lebo zmenSuje vyhody
jednotlivca - pohlteny jednotlivec zanika ako samostatny druh. "Strom Zivota" sa
vykresluje so stale sa rozvetvujucimi konarmi. No symbioza mdze znamenat spajanie
vetiev.

Okrem pohltenia alebo krizenia je moZna vymena informacie aj priamym prenosom
génov medzi druhmi, pri¢om sa €asto pouZivaju virusy ako sprostredkovatelia vymeny.

. Smerované mutacie - ked si predstavime nahodnu mutaciu spésobenu kozmickymi luémi,
tazko ich asi smerovat. No smerovat' mozno ich opravu. Opravny mechanizmus v bunke
pracuje iba nad najdéleZitejSimi ¢castami kddu, ktorych zmena by prakticky urcite
znamenala smrt organizmu. No v menej zavaznych oblastiach tieto korekéné
mechanizmy nemusia byt pre svoju naro¢nost vyvinuté. Tym sa zvySuje pravdepodobnost
zmeny v niektorych smeroch a znizuje v inych, podobne ako je to v Schwefelovych
evoluénych stratégiach. Vacsina genetického kdédu u organizmov vyssich ako prvoky je
totiz nezmyselna (aspon podla nasich sugasnych znalosti) a nikdy sa nepretransformuje
do tvorby proteinov. Okrem toho u niektorych proteinov zmena aminokyseliny v niektorych
poziciach nespbdsobi zmenu funkénosti proteinu, takze opravny mechanizmus by bol
zbytoény [99]. Tieto zmeny su v niektorych ¢astiach DNA také pravidelné v priebehu
dihych Casovych odsekov, Ze sa podla nich da zhruba urovat, kedy sa navzajom oddelili
jednotlivé druhy organizmov. Okrem opravného mechanizmu publikoval v r. 1988
Harvardsky genetik John Cairns dbkaz, Ze za urcitych podmienok zmeny prostredia bola
baktéria E. coli sama schopna sa zmutovat v priamej odpovedi na potrebu spdsobenu
zmenou prostredia (samozrejme sa predpoklada, Ze mechanizmus pésobiaci cielenu
mutéaciu vznikol evoltciou [110,111]).

. Tzv. horizontalny prenos genetickej informacie, kedy sa €ast informacie prenasa z jednej
“dospelej* bunky na druhu “dospelt” bunku. MézZe ist tak o proces riadeny samotnymi
bunkami, ako aj o proces spdsobeny virusom. Tento prenos mdzZe u baktérii s€asti
nahradzovat sexualny prenos informacie.

. Saltationismus (z Lat. saltare - skok) je tedria snaziaca sa vysvetlit fosilne nalezy, ktoré
ukazuju nahly vznik uplne vyvinutého druhu, ktory potom zostava viac-menej stabilny az
do svojho zaniku. Tento jav pomenoval Stephen Jay Gold ako preruSovanu rovnovahu
(punctuated equilibrium [112,113]). Skokovu teériu odmieta vaésina biolégov, pretoZe nie
je jasny presny dévod tychto skokov, okrem podozrenia na zmeny spdsobené v rannom
vyvoji embrya a mozno zmeny "implementacie" genetickej informacie, pre ktoru je
rovnako délezita chromozomalna DNA ako vSetky proteiny, hormoény a nechromozomalna
DNA spolu s fyzikdlnymi podmienkami, ako je teplota, pH prostredia a pod. Podstatna
zmena druhu sa modze umoznit zdruzovanim funkcii, hierarchickou Urovriou riadenia a
adaptivnym procesom meniacim cely subor funkcii su¢asne.

. Samo-organizacia: gény su spojené do siete vztahov a podstatna zmena jedného z nich
spdsobi nutnost’ usadenia sa v inom stabilnom centre. No proti tejto zmene bojuje snaha
populacie ostat’ stabilnou. Aj ta najvyhodnejSia mutacia bude nani¢, pokial nebude takyto
jedinec prijaty kolektivom, ¢im bude dana mozZnost dalSieho rozsirenia mutacie
rozmnozenim potomkov. Stuart Kaufmann [101] na zaklade vypoctov tvrdi, ze za uréitou
hranicou vzrastajica hustota spojeni medzi prvkami systému (agentmi) zmrazuje
adaptéciu. Mutacia navy$e musi spifat zakladné poziadavky - byt prijatelna z hladiska
molekularnej drovne gendmu a potom aj z hfadiska spinenia fyzikalnych poZiadaviek na
stavbu tela. Tym su moznosti vzniku Zivych foriem obmedzené. No vzhladom na to, Ze
pozname iba vysledny "vyber" - existujuce Zivé organizmy, a nepozname, z kofkych
moznosti boli vyberané, neda sa odhadnut "hustota moznych Zivych foriem", kolko bolo
moznosti evolucie. Fosilne nalezy a sucasné formy Zivota na Zemi su iba jednou z
moznych realizacii evollcie. Odpoved na otazku poctu moznych ciest evolicie mbze
naznadit' prave disciplina umelého Zivota.
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Trendy evoldcie:

1. Ireverzibilita - evollcia sa nevracia naspat, nové formy Zivogichov sa nevracaju k
vyvojovo stardim formam (velryba je sice cicavec, ktory sa vratil do mora, no to je skér
vynimka ako pravidlo) a Zivot vdeobecne uZ neopusta raz obsadenu niku.

2. Narastajlca zlozitost (neexistuje vdak presna definicia toho, €o zlozitost je, a nie je dany
ani jednoznacny dévod jej narastania, aj ked existuju hypotézy: zloZitost je spdsobena
réznorodostou prostredia, ktorej prispbsobené prvky sa skladaju na vytvorenie
komplexného systému, je termodynamicky vyhodnejSia, je sp6sobend Specializaciou
hnanou principom prezitia najsilnejSieho vnutri druhu, atd").

3. Narastajuca réznorodost' - tato otazka vsak nie je celkom jasna, lebo dnes sice mame
vela réznych druhov hmyzu, no nemame vela principialne rozdielnych rodov. Tato situacia
je v rozpore napr. s cambrijskym obdobim, kedy existovalo velmi vela zasadne réznych
druhov designu, z ktorych preZilo iba zopar.

4. Narastanie poétu jedincov.

5. Narastajuca $Specializacia - raz Specializované bunky alebo Zivo€idne druhy sa vacsinou
nevracaju k vacsej flexibilnosti.

6. Narastajuca vzajomna zavislost od inych Z2ivo€iSnych druhoch a od spolodenstva
tvoreného vlastnym druhom - zatial ¢o liSajniky "pozZieraju priamo kamen" a su velmi
zavislée od fyzického prostredia (kysly dazd), &lovek mdze Zit takmer kdekolvek, no
potrebuje na prezZitie spolupracu s ostatnymi ludmi.

7. Narastajuca schopnost evollcie. R. 1987 cambridgsky zool6g Richard Dawkins na prvom
seminari o umelom Zivote prezentoval ¢lanok Evoldcia schopnosti vyvoja [114]. Navrhol
prirodny vyber vyssieho druhu, ktory nepreferuje iba jedincov, ale tendenciu vyvijat sa
ur€itym smerom, alebo tendenciu vyvijat sa vObec. Bioldg Leo Buss [115] z Yale
University sa zamysla nad tym, ako sa vyvija pojem jedinca. Zo zaciatku to mohol byt
stabilny systém reakcii polymeérov, potom bunka, neskér organizmus. Ako dalSia jednotka
moézZe sluzit’ cely druh. Kvalita a schopnost' prezitia druhu nemusi bezprostredne zavisiet
od kvality jednotlivcov, ktor4d sa porovnava vnutrodruhovo. Kvalita druhu méze byt
napriklad posudzovana podla schopnosti vyvijat' sa.

Programy budicnosti si mozno predstavit ako pestované neriadené monstra, ktoré 99%
Casu stravia nad vlastnymi nezmyselnymi operaciami a iba jedno percento venuju na
"rozumny" vypocet z hladiska uzivatela. Tato neefektivnost by sa mala vyvazit schopnostou
adaptovat’ sa na nové udalosti, pre ktoré dosial neexistuje nau¢ena odpoved systému.
Vzhladom na stale zlachovanie pocitatového ¢&asu to bude vyhodnejSie ako najat
programatora, ktory vymysli perfektny maly program. Tento trend je Ciasto¢ne badatelny na
rozSirovani neefektivnych, no k laikom privetivych programov firmy Microsoft. Tie sU sice
robené ludmi, no pravdepodobne vzhladom k neukon&enej evolucii - malej komunikacii
medzi "sietou" autorov maju skbér vlastnosti neriaditelného "monstra® s nahodne
generovanymi "features" (Specifikami, programatormi mimo Microsoftu nazyvanymi
chybami).

MozZnosti samovolného vzniku inteligencie v programoch umelého Zivota patria zatial do
oblasti science fiction. Zakladné vlastnosti Zivota ako pohyblivost v meniacom sa prostredi,
zmysloveé vnimanie okolia a ostatné vlastnosti nutné na udrZanie a rozvijanie Zivota sa vyvijali
v priebehu miliard rokov, zatial ¢o abstrakiné myslenie a jazyk iba desiatky tisic rokov. To by
naznacovalo, Z2e vytvorenie umelej inteligencie by malo byt ovela jednoduchsie ako
vytvorenie "Zivého" reagujuceho a reprodukujuceho sa organizmu. No podla mienky autorov
je inteligencia vystavana na zaklade Zivého organizmu, a vytvorit ju na inom zaklade
vyZaduje porovnatefne zloZitu "zakladhu" ako je Ziva hmota, ¢o pri celej svojej zlozZitosti
pocitate edte zdaleka neumoZiuju.
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10. Neurénové siete

10.1 Historicky avod

Umelé neurdnoveé siete [1-9] pdvodne vznikli ako modely mozgu resp. nervového systému a
jeho €innosti. Postupne sa v3ak rozvinuli do nastrojov strojoveho uéenia, pouzivanych napr.
na automatické rozpoznavanie priestorovych objektov alebo ¢asovych postupnosti signalov,
zhlukovu analyzu a pod. Neurdnova siet je v podstate siborom jednoduchych prvkov (uzlov,
neurdnov) vykonavajucich jednoduché operacie. Spojenia neurénov su zvy&ajne ohodnotené
realnymi Cislami - vahami. Vo svojej najrozsirenejSej podobe (viacvrstvové s doprednym
Sirenim) neurdnové siete dostanu priklady so spravnou odpovedou, kioré sa “naucia”, a
potom dokazu odpovedat aj na “otazky” alebo klasifikovat' vzory, ktoré nie su celkom totozné
s nau¢enymi, ale su im iba podobné. Takéto neurénové siete mdzu fungovat’ ako univerzalny
aproximator, teda modelovat s poZadovanou presnostou akukolvek spojitd funkciu, pokial
dostanu spravne vzory na uéenie. V takom pripade su vlastne univerzalnym prostriedkom
regresnej analyzy.

Problém vsak je zvyCajne s uéenim, teda nastavenim parametrov siete (napr. hodnét vah
alebo mnozstva neurénov [10-12]). Nastavit’ parametre tak, aby siet o najlepsie fungovala,
zodpoveda optimalizacii, kedy premenné su parametre funkcie a minimalizujeme chybu
predpovede siete. NajCastejSie sa takto optimalizuja parametre viacvrstvovej neurénovej
siete so sigmoidalnym prenosom a doprednym $irenim (vid' dalej obr. 10.3-10.5).

Ciastogne vedlajSou aplikiciou je pouzitie optimalizaénych algoritmov na vyber
(=redukciu) tréningovych (cviénych) dat so znamymi spravnymi odpovedami, ktoré sa siet’ uci
predpovedat. Pri aplikacii neurénovych sieti ako klasifikadtorov a prediktorov je délezité pre
efektivnost adaptacného procesu (ucenia), ale aj pre interpretaciu vysledkov, dobre vybrat
deskriptory (teda vstupné data) opisujuce vzory, ktoré sa ma siet naucit' interpretovat’ a/alebo
predikovat. Objekt (vzor) méze byt opisany vektorom rdéznorodych dat, z ktorych iba Cast
mbze byt vyznamna pre klasifikaciu. Pretoze naucenie neurénovej siete je zlozZité, mbdze sa
pre vyber dat podstatnych pre klasifikaciu pouZit ina, rychlejsia, ale menej presna metdda a
neuronova siet sa potom iba pouZiva pre data redukované s vyuzitim tejto menej presnej
metddy. Takou menej presnou metddou je napr. klasifikator KNN (ang. K Nearest Neighbors)
[1], ktory ohodnocuje testovany objekt na zaklade najbliz§ich K objektov (vzdialenost objektu
od testovaného objektu sa uréuje ako sucet absolutnych hodnét rozdielov jednotlivych prvkov
vektorov opisujucich tieto dva objekty). Otazka je, ktoré prvky z opisnych vektorov sa mézu
pri vypocte tejto vzdialenosti vynechat. To sa da opisat’ vektorom nul (vynechat) a jednotiek
(zapogditat). Pri takomto vybere tréningovych dat, vlastne optimalizacii binarneho vektora, sa
ukazalo vyhodné pouzit’ geneticky algoritmus [13,14].

Podobne mbZeme pomocou genetickych algoritmov hladat tieZz oblasti (vaésinou
obdizniky alebo hyperkvadre) v prehladavanom priestore, v ktorych sa namerali pozadované
vystupné hodnoty. Z takto vytvorenych pravidiel (ked su vstupné data v istom rozmedzi,
potom vysledok bude tiez v urgitom rozmedzi) méZeme potom vytvorit expertny systém. Zial,
namerané vystupné data pre nejaké body v prehladavanom priestore ¢asto chybaju, a tak sa
nahradzuju neurénovou sietou, ktora je uz naucena aproximovat tvar funkcie z ostatnych
vstupov a vystupov [15].

Dalsou atypickou aplikaciou je hladanie takych dat, ktoré zodpovedaju zadanym
hodnotam vystupov uz nau€enej neurénovej siete [16,17]. Geneticky algoritmus sa takto
vyuZil na hladanie hraniénych, tazko rozhodnutelnych pripadov (ohodnotenie 0.5), kedy
neuronova siet' bola nau¢ena diagnostikovat' zo vstupnych dat, &i pacient ma alebo nema
zapal slepého ¢reva (ma = ohodnotenie 1, nema = 0). Takéto vysledky mozu byt pouZitefné
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jednak na extrakciu pravidiel, podfa ktorych sa neurénova siet rozhodla (pokial s
klasifikaciou 0.5 suhlasime), alebo na rozhodnutie, ¢i sa siet naucila dobre (napr. pokial s
klasifikaciou nesuhlasime).

Neurdnové siete alebo ich vstupné data su teda vacsinou objektom optimalizacie.

Zasadne odlisSnou moznostou prepojenia neurdnovych sieti s optimalizaciou je pouzitie
Specialne prispdésobenych neurdnovych sieti ako optimalizanych metdd. Neurdonové siete,
ked uz sa pouzZivaju na optimalizaciu (¢o je skér vynimka, va¢sinou sa pouZivaju namiesto
polynomialnej regresie), tak sa pouzivaju predovSetkym na rieSenie Specializovanych
problémov. Takymto problémom je napr. spracovanie obrazu Hopfieldovou neurénovou
sietou, €o je rekons$trukcia objektu zo zaSumeneho alebo rozmazaného obrazu. Na tento
ucel Hopfieldova siet funguje vynikajuco [18-23], no ide o velmi Specializovany problém.
Hopfieldova siet’ vdak funguje aj pre klasické ulohy kombinatorickej optimalizacie [24], kedy
si musime zvolit iba vhodnu reprezentaciu dat. Ide konkrétne o problémy najcennejsieho
parenia (weighted matching), problém obchodného cestujuceho (Traveling Salesperson
Problem) [25-27], alebo aj rozdelenie vrcholov grafov na dve podmnozZiny (graph
bipartitioning) [28]. Probléem obchodného cestujiceho sa da riesit aj pomocou Kohonenovej
neurdnovej siete [29-31]. Problém je v tom, Ze naposledy menované problémy riesia
neurénove siete nie velmi efektivne a v praxi sa preto na tieto ulohy neurénové siete
nevyuzZivaju, aj ked sa tieto algoritmy réznymi upravami postupne vylepsuju. Riesenia tychto
problémov sa vacSinou publikuju iba pre teoretikov ako ilustratné priklady toho, Ze
neurénovou sietou mozno riesit' aj takéto druhy uloh.

Dalej sa teda budeme zaoberat tak optimalizéciou neurdnovych sieti, ako aj
optimalizaciou neurénovymi sietami.

10.2 Viacvrstvoveé neurénové siete s doprednym Sirenim

10.2.1 VSeobecny klasifikacny problém

Zavedieme vseobecnu formulaciu klasifikaéného problému pomocou pojmu zobrazenia—
funkcie definovanej nad dvomi mnozinami A a B. Tento pristup bude uzito€ny pre
interpretdciu neurénovych sieti ako klasifikatora alebo prediktora. Nech F(x) je funkcia
definovana nad mnozinou A, ktora priradi kazdému prvku xOA obraz—funkénu hodnotu z
mnoziny B, X =F(x)UB,

F:A_-B (10.1)
Nech G(x,w) je funkcia, ktore] argumenty si z koneénej podmnoziny Again ={X1,X2,....x;} O A
(nazyvanej tréningova mnoZina) a w je parameter (alebo parametre) zobrazenia G, potom
X =G(x,w)0Byain O B (pozri obr. 10.1)

G(W): Ayain ~ Brain (10.2)

Formalne mdZzeme povedat, Ze zobrazenie G(w) je reStrikcia zobrazenia F(x) nad mnozinou
Aain O A. Komplement mnoZiny Ayain VZzhladom na mnoZinu A je oznateny Aws (Nazyvany
testovacia mnozZina), Awst=A\ Avan- Predpokladajme, 2e pre kazdé x;0Ay.n poOzname
pozadovany obraz—funk&nu hodnotu X;,

Xl/ )’il,le )22,...,Xr / )’Zr (103)
Pozadované funkeéné hodnoty X; sa interpretuji ako obrazy funkcie F

X =F(x;) (i=12,...,r) (10.9)
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G <D

Obrazok 10.1. Schematické znazornenie zobrazenia F: A-B. Zuzenim tohto zobrazenia na
podmnozinu Awain dostaneme nové “modelové” zobrazenie G(w), funkény tvar tohto zobrazenia je
uréeny parametrom (parametrami) w.

Cielom na3ich uvah je n3jst taky parameter (alebo parametre) w funkcie G(x,w), aby
funk&né hodnoty argumentov z tréningove] mnoziny Ayain boli €0 najbliz8ie obrazom funkcie
F(x) (t). poZzadovanym hodnotam). Definujme dcéelovii funkciu

14 .~ \2

E(W):—Z(G(xi,w)—xi) (10.5)

2(3
Tato funkcia vyjadruje sucet $tvorcov odchylok funkcie G(x,w) od pozadovanych hodnét X
branych z tréningovej mnozZiny. PoZiadavka, aby vypo¢itané hodnoty G(x,w) boli “Go
najblizsie” pozadovanym hodnotam X, sa realizuje pomocou poziadavky minimalnosti
Ucelove] funkcie E(w) vzhladom na parameter w. Hovorime, Ze funkcia G(x,w) je
adaptovand, ak jej parameter w je vybrany tak, aby sa rovnal svojej optimalnej hodnote (t..
pre ktory ma Gc¢elova funkcia globalne minimum). Nech w je optimalna hodnota parametra w
uréena nasledujucim minimalizacnym problémom

W =arg mEin\} E(w) (10.6)
w

kde W je mnozina (priestor) pripustnych hodnét parametra w. Adaptovana funkcia G(x,w )
simuluje pdvodnu funkciu F(x) pre hodnoty argumentov z tréningovej mnozZiny Ay.n Na
zaklade minimaliza¢ného kritéria (10.6). Okrem toho sa adaptovana funkcia G(x,w ) pouziva
aj na predpoved funkénych hodnét zodpovedajucich argumentom z testovacej mnoziny A,
t.j. predpoklada sa, Ze adaptovana funkcia dobre aproximuje pévodnu funkciu F(x) tiez mimo
tréningovej mnozZiny. Nase uvahy sa méZzu jednoducho chapat ako klasicky regresny
problém, v ktorom s parametre modelovej funkcie G optimalizované (adaptované) tak, aby
vypocitané funkéné hodnoty boli blizke pozadovanym (experimentalnym) funk&énym
hodnotam.

Jeden zo zakladnych problémov v kazdej oblasti prirodnych vied je hfadanie vztahu —
funkcie medzi Strukturou jej objektov a ich viastnostami. |dealom je konstrukcia tejto funkcie
v analytickom tvare, ktora vztahuje vlastnosti objektov k ich Struktdre. V mnohych pripadoch
je tento ciel bud vébec nerealizovatelny alebo len s velkymi tazkostami. Preto sa pomerne
Casto pouZiva pristup kombinujluci Ciasto€né znalosti problému s adaptaciou. Modelova
funkcia G sa zostroji na zaklade urcitych uvah a jej volne nastavitefné parametre sa urdia
pomocou minimalizacie ucelovej funkcie E(w) (vztah (10.6)). Takto adaptovana modelova
funkcia G sa potom berie ako analyticky vztah medzi Strukturou prirodovednych objektov a
ich vlastnostami.
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10.2.2 Definicia neurénovej siete

Formalne je neurdnova siet uréena ako orientovany graf G=(V,E) (pozri obr. 10.2). Vyrazy
V={vy,V2,...,\n} @ E={ej,e,,...ey} 0znaduju neprazdnu vrcholovi mnoZinu resp. hranovu
mnozinu grafu G obsahujuceho N vrcholov (neurénov) a M hran (spojov). Kazdy spoj e[JE sa
interpretuje ako usporiadana dvojica dvoch neurénov z mnoziny V, e =(v,v’). Hovorime, Ze
spoj e zadina v neuréne v a kon&i v neurdne v’. MnoZina neurénov V je rozloZzenad na
disjunktné podmnoZziny (pozri obr. 10. 2)

V =V, OVd Vo (10.7)

kde V| obsahuje N, vstupnych (input) neurénov, ktoré su susedné len s odchadzajlcimi
hranami, Vy obsahuje Ny skrytych (hidden) neuronov, ktoré su susedné sufasne s
odchadzajucimi ako aj s prichadzajucimi hranami, a kone¢ne Vo obsahuje No vystupnych
(output) neurénov, ktoré su susedné len s prichadzajicimi hranami. V naSich nasledujucich
uvahach budeme vZdy predpokladat, Ze mnoziny V, a Vo su neprazdne, tj. neurdnova siet
obsahuje vZdy aspon jeden vstupny a jeden vystupny neurdn.

A B

Obrazok 10.2. Neuronova siet je definovana ako orientovany suvisly graf. Diagram A obsahuje
orientovany graf s jednym cyklom, a teda sa nemdze pouzit na definiciu neurénovej siete s
doprednym S$irenim. Diagram B ilustruje mozZnost rozkladu vrcholov (neurdnov) acyklického
orientovaného grafu na vrstvy Li,..,La.

V acyklickych neurdnovych sietach, ktoré neobsahuju orientované cykly (také ako v grafe
A na obr. 10.2), méZu byt neurény usporiadané do vrstiev (pozri graf B na obr. 10.2)

V=L 0015 0. L (10.8)

kde L,=V, je vstupna vrstva (obsahuje len vstupné neurény), L, Ls,..., Li.1 SU skryté vrstvy a
L, je vystupna vrstva. Vrstva L; (pre 1<i<t) je uréena nasledujucim jednoduchym spdsobom

L ={vOv;d(vk i 3} (10.9)
kde vzdialenost d(v) sa rovna dizke maximainej cesty, ktora spaja dany neurén so vstupnym
neurénom, potom musi platit d(v)=0 pre vOOV,. Neurénova siet ur¢ena acyklickym grafom sa

obvykle voli tak, Ze neurdny z dvoch susednych vrstiev su poprepajané vsetkymi moznymi
spojmi (pozri obr. 10.3). Zial, takyto rozklad mnozZiny neurénov na vrstvy je mozZny len pre
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neurénové siete reprezentované acyklickymi grafmi, pre cyklické grafy vzdialenost' d(v) méze
nadobudat fubovolnu kladnu celogiselnu hodnotu.

INFORMACNY
TOK

A

VYSTUPNA VRSTVA

SKRYTA VRSTVA

9 9,
, Wij
@ (1)
X Xj

Obrazok 10.4. Neurény a spoje neurénovej siete su ohodnotené redlnymi &islami: neurény su
ohodnotené dvoma réznymi parametrami, a to prahovymi faktormi 9; a aktivitami x;. Spoje neurénove;j
siete s ohodnotené vahovymi koeficientmi wi.

Neurény a spoje su ohodnotené realnymi Cislami (pozri obr. 10.4). Kazdy neurén v; je
ohodnoteny prahovym koeficientom J; a aktivitou x;. Podobne kazdy spoj (vj,v;) je ohodnoteny
vahovym koeficientom (alebo jednoducho vahou) w;. Postulujeme, Ze aktivity skrytych a
vystupnych neurénov s uréené vztahom

xi =t(&) (10.10a)
§ = > wijxj+9 (10.10b)
o

kde sucet ide cez neurdny, ktoré su predchodcami neurdnu v;. Veli€ina & sa nazyva potencial
neurénu v;.. Prechodova (aktivacnd) funkcia t(§) z pravej strany (10.10a) je monoténne
rastlca funkcia, ktora vyhovuje nasledujicim dvom asymptotickym podmienkam: t(§) - A pre
&—~-0 a t(l)-B pre {-o , kde -0<A<B<w. V tedrii neurénovych sieti sa €asto vyuZiva
nasledujuca "sigmoidalna" funkcia

_B+ Ae~¢

1) 1+e7¢

Tato prechodova funkcia zobrazuje celd mnozinu realnych Cisel R na otvoreny interval (A,B),
formaine t:R - (A,B). Najcastejsie sa prechodova funkcia (10.11) vyuziva pre hodnoty

parametrov A=0, B=1 alebo A=-1, B=1 (pozri obr. 10.5). Prvy graf zodpoveda klasickej
sigmoidalnej prechodovej funkcii, zatial €o druhy graf je analdgiou hyperbolického tangensu.
Siet' dostane ako vstup aktivaény vzor pre svoje vstupné jednotky (inak povedané,
vstupné aktivity, ako napr. hodnoty pixelov v obrazku ru¢ne pisaného pismena A, sa pridelia
vstupnym neurénom). Aktivacie sa Siria dopredu zo vstupnych jednotiek cez jednu alebo viac
prostrednych vrstiev “skrytych” neurénov spojeniami ohodnotenymi vahami, az skonéia vo

(10.11)
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vystupnych jednotkach. Aktivacie su v priebehu Sirenia z jednotky na jednotku nasobené
vahami spojenia, cez ktoré idu, a potom su scitané spolu s ostatnymi vstupujucimi
aktivaciami. Tento sucet je spracovany aktivatnou funkciou. Takto vytvorend aktivacia sa
potom rovnakym spdsobom Siri dalej az do vystupného neurdnu. Aktivacie vystupnych
neurénov su zakodovanou “odpovedou” siete nha vstup, napriklad ktoré pismeno bolo
vstupom siete.

1
0.5 1
2
0
-0.5 /
|
-10 -5 0 5 10

Obrazok 10.5. Priebeh aktivacnej funkcie definovanej vztahom (10.11). Graf 1 zodpoveda $tandardnej
sigmoide (A=0, B=1), graf 2 je podobny funkcii hyperbolicky tangens (A=-1,B=1).

V poslednej dobe sa pouzivaju genetické algoritmy aj pre rekurentné neurénové siete,
ktoré obsahuju aj spatné spojenia medzi vrstvami [32]. Topol6gia a vahy siete sa pritom
optimalizuju su€asne.

Aktivity neurdnov tvoria vektor x=(X1,Xz,...Xy). Tento vektor mozno formalne rozloZit na tri
podvektory obsahujlce vstupné, skryté a vystupné aktivity

x =x; Oxyd Xxq (10.12)

Neuronovu siet’ s fixovanymi vahami a prahovymi koeficientmi mozno formalne chapat ako
funkciu

G:RM - (AB)® (10.13)

ktord priradi vstupnej aktivite x; (deskriptor) vystupny vektor xo (klasifikator) s hodnotami
svojich zloZiek z otvoreného intervalu (A,B)

G(x1)=xo (10.14)

Skryté aktivity nie st explicithe uvedené, hraju len Ulohu medzivysledkov. Este niekolko
poznamok k vypoc&tu aktivit podfa (10.10a-b). Vstupné aktivity su uréené deskriptorom, preto
ich pokladame za fixované. Aktivity skrytych neurénov z druhej vrstvy L, méZzeme teraz
spoditat’ len s pouzitim vstupnych aktivit z vrstvy L;. Vo vSecbecnosti na vypocet aktivit z
vrstvy L; (kde i>1) musime poznat len aktivity z niZ2Sich vrstiev L;, L,..., Li.; . Tymto
rekurentnym spésobom médZzeme postupne spoditat’ aktivity vietkych neurénov; ako posledné
sa pocitaju aktivity vystupnych neurbénov. Vdaka tomu sa pre neurdnové siete
reprezentované acyklickym grafom zauzival nazov neurdénové siete s doprednym Sirenim
(feed-forward neural networks). Zial, spominany jednoduchy postup vypo&tu aktivit neurénov
je aplikovatelny len na neurénové siete reprezentované acyklickym orientovanym grafom. V
pripade, Zze graf obsahuje orientované cykly (ide o rekurentné siete), nie je tento postup
pouzitelny. Rovnice (10.10a-b) su v tomto pripade spriahnuté a nelinearne. Preto ich riesenie
(t.j. skryté a vystupné aktivity) méZzeme ziskat' len pouZitim iteraéného postupu, a to tak, Ze
Startujeme z pociato€nych aktivit, pomocou tychto spoditame nove aktivity a tieto sa v
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nasledujucom iteratnom kroku pouziju ako vstup pre vypocet novych aktivit. Tento iteracny
postup sa opakuje dovtedy, kym nie je rozdiel medzi starymi a novymi aktivitami mensi ako
predpisana presnost.

Vo vacksine aplikacii sa siet u¢i spravne mapovanie medzi vstupnymi a vystupnymi vzormi
pomocou ugiaceho algoritmu. Nastavenie vahovych koeficientov neurénovych sieti bolo dlho
velkym problémom. AZ Rumelhart so spolupracovnikmi [33] navrhli jednoduchy gradientovy
algoritmus (nazvany metdda spatného Sirenia - backpropagation) adaptacie viacvrstvovych
neurénovych sieti s doprednym Sirenim. Typicky su vahy spociatku nastavené na malé
nahodné hodnoty. Potom sa sieti postupne zadava mnozina tréningovych vzorov. Ked kazdy
vstup (vzor) prejde sietou a pre kazdy vzor sa vyprodukuje vystup, “uéitel” porovna aktivacie
jednotlivych vystupnych jednotiek so spravnymi hodnotami. Vahy siete sa potom nastavia tak,
aby sa €o najviac zmenSil rozdiel medzi vystupom siete a spravnym vopred znamym
vystupom. Kazda iteracia tejto procedury je trénovacim cyklom, prebehnutie trénovacich
cyklov cez vSetky vzory je trénovacou epochou. Takychto epoch je na naugenie siete typicky
potrebné radovo vyse desat’ tisic.

Okrem najjednoduch3ej gradientovej metody najvacsieho spadu sa €asto pouzivaju aj iné
metddy, napr. metdda spriahnutych gradientov, Levenbergova-Marquardtova metdda a pod.
[34]. No najjednoduchsia metdda najvacsieho spadu sa eSte stale pouziva najCastejsie.
Ostatné metody su sice rychlejgie, no mézu sa jednoduchsie “preudit” alebo skiznut do
lokalneho minima. "Preugenie” u neurdnovych sieti znamena nie€o podobné ako pouZitie
prili§ vefkého stupna polyndmu u polynomialnej regresie. Neurénova siet sa v takom pripade
nauci takmer perfektne produkovat poZadované vystupy zo zadanych vstupov tréningovej
mnoziny, no pre testovaciu mnozinu zlyhava. Podobny problém ¢asto nastava aj pri pouziti
evoluénych optimalizagnych algoritmov na nastavenie parametrov neurdnovej siete.

10.2.3 Algoritmizacia neurdnovej siete s doprednym Sirenim

Dalej naznagime zakladné principy algoritmizacie neurénovych sieti s doprednym Sirenim,
ktoré obsahuju skryté neurény. Pre jednoduchost budeme uvazovat 3-vrstvovl neurénovu
siet, ktora obsahuje jednu vrstvu skrytych neurénov, pricom neurény zo susednych vrstiev su
prepojené vietkymi moznymi spésobmi (pozri obr. 10.6).

Aktivity skrytych a vystupnych neurénov su uréené vztahmi (pozri vztahy ( 10.10a-b))

(n 0
Zj :tDZVinj + @iD(pre i ::LZ,...,p) (10.15a)
H= H
Op O
yi =ty wyz; + 9 0(pre i =1,2,...,m) (10.15b)
H= H
kde t(&) je sigmoida uréena pomocou (10.11) (s parametrami A=0 a B=1)
1
t(&) = (10.16)
(%) 1+e7¢

Graficky priebeh tejto funkcie je znazorneny na obr. 10.5, graf 1.

Vypocet aktivit neurénov pre dané vahové a prahové koeficienty sa nazyva aktivna faza
neuronove] siete. Tieto aktivity pre danu neurdnovu siet sa vypoc€itaju jednoduchym
rekurentnym postupom: Predpokladajme, Ze vstupné aktivity xi, X, ..., X, (deskriptory
klasifikovaného objektu) su zname, potom pomocou (10.15a) zostrojime aktivity skrytych
neurénov zj, 7, ..., z,. Nasledne, pomocou (10.15b) zostrojime aktivity vystupnych neurénov
Y1, Y2, .-, Ym- Uvedeny rekurentny spdsob vypod&tu aktivit postupuje neurénovou sietou zdola
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nahor. Tato skutoénost’ sa odréza v nazve tychto sieti ako neurénovych sieti s doprednym
Sirenim signalu. Algoritmizacia tohto postupu je formou pascalovského pseudokédu uvedena
v algoritme 10.1.

Obrazok 10.6. Trojvrstvova neuronova sietf s doprednym Sirenim. Vstupna vrstva obsahuje n
vstupnych neurénov s aktivitami x1, Xo, ..., Xn. Skryta vrstva obsahuje p skrytych neurénov, ich aktivity
resp. prahové koeficienty su oznacené z, 7o, ..., zp, resp. O, O, ..., G, . Vystupna vrstva obsahuje m
vystupnych neurdnov, ich aktivity resp. prahové koeficienty su oznadené y1, yo, ..., ym resp. 31, 9, ...,
Im. Vahové koeficienty medzi vstupnou a skrytou vrstvou, resp. skrytou a vystupnou vrstvou tvoria
maticu V=(vj), resp. maticu W=(wj).

procedure activities (input: ©,V,8,W,x; output: z,vy);
begin for i:=1 to p do
begin &:=0[i];
for j:=1 to n do &:=8+v[i,j]*x[]];
z[1]:=t(&);
end;
for i:=1 to m do
begin &:=9[1i];
for j:=1 to p do &:=C+w([di,jl*z[]];
y[il:=t(&);
end;
end;

Algoritmus 10.1. Algoritmizacia v pascalovskom pseudokdde aktivnej fazy neurénovej siete s
doprednym Sirenim, ktora obsahuje jednu vrstvu skrytych neurénov. Vstupnymi parametrami
proceddry activities sU vstupné aktivity a vahové a prahové koeficienty, vystupnymi parametrami
su skryté a vystupné aktivity. Reélna funkcia t(€) je prechodova funkcia definovana vztahom (10.16).

10.2.4 Optimalizacia neuronovych sieti s doprednym Sirenim

Evoluéné algoritmy sa pouzivaju pri stochastickej optimalizacii neurdnovych sieti. Tieto
algoritmy vyuZzivaju informaciu z predchadzajuceho rieSenia pri navrhu novej, lepsej siete.
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SnaZzime sa pritom, aby sucet Stvorcov odchylok vystupov z neurénovej siete od vopred
zadanych hodnét bol ¢o najmensi. Tam, kde sa budeme zaoberat optimalizaciou topologie
doprednych viacvrstvovych neuronovych sieti, bude uciacu stratégiu tvorit' ten najznamejsi
algoritmus - “backpropagation”, teda metdda adaptacie pomocou spatného Sirenia chyb.
Toto zjednodu$enie je opravnené z toho dbévodu, Ze optimalizacia pomocou stochastickych
evoluénych algoritmov sa v prevaZznej vaésine pouZiva prave pre tento zakladny typ
neurénovej siete.

V optimalizacii neurénovych sieti sa vyskytuju dve zakladné Ulohy: optimalizacia topolégie
a optimalizacia vah.
B Optimalizicia topol6égie neurdnovej siete spociva v urCeni poétu skrytych vrstiev, poctu
neurénov v tychto vrstvach, existencie spojeni medzi nimi (obr. 10.7) [35,36], pripadne aj
parametrov prechodovej funkcie neurénov alebo parametrov na ucenie siete pomocou
spatného Sirenia.

Optimalizovany kod topolégie Existencia spojenia
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Obrazok 10.7. Priklad zakddovania topoldgie spojenia piatich neurénov. Optimalizacia topoldgie
neurénovej siete je pretransformovana na optimalizaciu Uvodného binarneho retazca, pricom prvé dva
neurény su definované ako vstupné a posledny piaty neurén je vystupny (podla [35]).

Uvedeny priklad ukazuje iba zlomok z toho, ¢o véetko sa da optimalizovat. Aj tak je tento
priklad prili$ zjednoduseny. Pokial by sme nechceli zakazdym kontrolovat, &i je siet’ skutoéne
“feed forward”, teda ¢i nahodou niektoré spojenia netvoria cyklus, potom je najjednoduchsie
vyplnit' iba dolny trojuholnik matice spojeni. V kazdom pripade v8ak treba pred ucenim
vyradovat’ neprijatelné architektury (napr. také, kde nevedie cesta zo vstupu do vystupu) a
vyradovat’ tiez vnutorné neurdny a ich spojenia, ktoré nelezia na Ziadnej ceste zo vstupu do
vystupu.

Tento typ zakddovania topologie sa nazyva “nizkourovhiovym”, pretoze kéduje priamo
topologiu. Pri vadsich sietach je mozné nekodovat priamo spojenia, ale je potrebné len
percento pravdepodobnosti spojenia dvojice neurénov z dvoch skupin neurénov [37]. U eSte
ZlozitejSich typov zakddovania, tzv. “vysokourovhovych”, méze byt architektura siete
Specifikovana pravidlami rastu alebo vetami formalneho jazyka. Tento typ je vhodnejSi pre
optimalizaciu rozsiahlejsich sieti (na ktoru v nasich podmienkach vs$ak va¢sinou nemame
dostato€ne rychly hardvér). Vysokourovhové zakédovania vaésinou predstavuje tzv.
gramatické kodovanie, kedy evolu¢né algoritmy nevyvijaju priamo architekturu siete, ale skor
pravidla formalnych gramatik, ktoré sa potom pouzivaju pre generovanie vlastnej topolégie
siete.

Tak “nizkourovhové”, ako aj “vysokouroviiové” zakddovanie musi byt ohodnotené, teda
zo zakddovania musi byt vyrobena siet, ktora sa inicializuje malymi nahodnymi hodnotami
vah a potom optimalizuje va&sinou standardnym algoritmom “backpropagation”. Spravne by
sme asi mali pre kazdé takéto zakddovanie urobit niekofko $tartov s rozdielnymi
pociato€nymi vahami a potom zobrat’ bud najlepsi vysledok, alebo priemer pre ohodnotenie
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“chromozému” opisujuceho zakddovanie siete. V praxi sa vSak robi pre kazdu siet’ iba jeden
Start, a to sa eSte vacsinou snazime o najviac redukovat pocet cyklov algoritmu
backpropagation.

Gramatické zakdédovanie mézeme predstavit pracou Hiroaki Kitana [38]. Ten argumentuje
tym, Ze pocet mozZnych spojeni neurdnov rastie kvadraticky s po¢tom neurénov, ¢o za
pouzitia priameho kdédovania mobze pre velké siete predstavovat problém. Gramatické
kédovanie je schopné efektivne zakodovat aj niektoré opakujuce sa alebo zahniezdené
podsStruktary siete. Pravidla formalnych gramatik sa optimalizuja genetickymi algoritmami, no
po kazdej zmene musi nasledovat’ vytvorenie siete podfa novych pravidiel a jej ohodnotenie.
Toto ohodnotenie potom slizi ako podklad pre funkciu fitness daného suboru pravidiel
gramatiky.

Gramatiku tak mozno nazvat' “genotypom”, analégiou genetického kédu zivocichov alebo
rastlin, zatial ¢o samotna siet sa mdze stotoznit’ s fenotypom, teda prikladom Zivocicha alebo
rastliny vytvorenej podla genetického kodu.

Vytvaranie “slov’ podla urCitej gramatiky sa robi postupnym prepisovanim retazcov
znakov podla pravidiel gramatiky. Generujuca gramatika obsahuje dve disjunktné konecné
abecedy, pociato¢ny symbol S a prepisovacie pravidla. Prva abeceda sa vola mnoZina
neterminalov (premennych), druha abeceda mnozina terminalov; prepisovacie pravidla pre
bezkontextovu gramatiku prepisuju vZdy jednu premennu na retazec vytvoreny z mnoziny
premennych a terminalov. Vyslednym slovom je potom podra tychto pravidiel vytvoreny
retazec, ktory obsahuje uz iba terminaly. Najjednoduchsim takym pripadom by bola abeceda
premennych tvorena jedinym symbolom S, abeceda terminalov tvorena dvoma symbolmi 0 a
1 a produkéné pravidla S-0S1, S-01.

Z pociato€ného znaku S tak mozno vytvorit’ kazdé “slovo” obsahujuce v prvej polovici
samé nuly a v druhej samé jednotky, napr.
S00S1000S110000S11100000S1111000000S111110000000S111111000000001111111

Kitanov produkény systém obsahoval abecedu premennych A-Z a abecedu Sestnastich
terminalov a-p. Gramatika generujica grafy potom na pravej strane obsahuje namiesto
jednorozmerného retazca maticu 2x2. Sestnast terminalov potom jednoznaéne odpoveda
vietkym moznym maticiam 2x2 zlozenym z nul a jednotiek. Z pociato&ného symbolu sa
pomocou pravidiel vygeneruje matica terminalov, z tej matica susednosti a z nej potom
orientovany graf. Pravidla su pritom dané chromozémom (vid obr. 10.8). Tri neurdny
zodpovedajuce predposlednym trom riadkom v matici nie su spojené s ni¢im, preto nie su do
grafu zakreslené.

V zjednoduSenej Kitanovej verzii je predpisany iba prvy symbol S, ostatné sa mézu menit’
(mutovat). Ked sa niektora z premennych A-Z objavi v pravidlach viackrat, berie sa pri
konStrukcii matice susednosti do Uvahy iba prvé z pravidiel. Na pravej strane sa v tejto
konkrétnej gramatike objavuju iba terminalne symboly, takZze méZeme skonStruovat iba
maticu 8x8. V pripade, Ze dany graf ma aj rekurentné spojenia, tieto sa nebudu brat do
Uvahy a budu sa brat iba grafy s vopred danym poctami vstupnych a vystupnych vrcholov,
ktoré zodpovedaju rieSenému problému. Vysledné grafy sa potom ucia pomocou
“backpropagation” pre tréningovd mnozinu a ohodnotia stétom chyb pre vzory z testovacej
mnoziny. Kitano pouzil klasicku selekciu umernu fithess pomocou “rulety”, krizenie s
rozsekanim na niekolko podretazcov a naslednou vymenou tychto podretazcov a ako
mutaciu pouZil nahradu nahodne zvoleného symbolu symbolmi z abecied A-Z a a-p.
Pravdepodobnost mutacie potomkov bola nepriamo uUmerna Hammingovej vzdialenosti
(podtu rozdielnych prvkov na zodpovedajucich si poziciach) pre retazce rodi¢ov. Kitanove
vysledky boli lepSie pre gramatické kdédovanie ako pre priame kodovanie, no nie su velmi
presveddivé, pretoze pouzité priklady boli prili§ jednoduché. Dalsie rozsirenie tohto pristupu,
kde je integrovany vyvoj architektury spolu s nastavenim vah, mozno najst’ v [40].
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Priklad pravidiel generujicej gramatiky
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Obrazok 10.8. Priklad pravidiel generujucej gramatiky podla Kitana [38].

O zlozZitejSie zakodovanie sieti sa pokusili Grunau, Bellew a Whitley [39,41,42], ktori
pouzivaju na zakédovanie siete tzv. celularne kddovanie. Takto bolo vyvinuté napr. riadiace
zariadenie pre Sestnohého robota alebo balansovanie “ty¢e”. Zakladom celularneho
kédovania je tzv. gramaticky strom. Kazda bunka ukazuje na urcité miesto v tomto strome a
podla toho, ¢o na tejto pozicii je, sa bunka rozdeli na dve bunky, zmeni svoje vnutorné
parametre (napr. prahovy faktor neurdnu), alebo premiestni svoj ukazovatel na int poziciu v
strome, o umozni robit rekurziu (treba si pamatat’ hibku rekurzie). Vyvoj zagina od jednej
pociato€nej bunky ukazujucej na vrchol stromu. Tato bunka je spojena so vstupom a
vystupom. V sekvenénom rozdeleni oznadenom S sa rodiCovska bunka rozdeli na dve
dcérske bunky tak, Ze prva dcérska bunka zdedi vsetky vstupy rodi¢ovskej bunky a druha
dcérska bunka zdedi vSetky vystupy. Pritom spojenie povedie z prvej dcérskej bunky na
druhd. Na obrazku 10.9 je druha dcérska bunka vZzdy umiestnena pod prvou. Pri paralelnom
rozdeleni oznatenom P sa rodicovska bunka rozdeli na dve nespojené dcérske bunky, z
ktorych kazda zdedi vstupy aj vystupy rodi¢ovskej bunky. Na obrazku 10.9 su tieto bunky
umiestnené vedla seba. Uzly S aj P zaroven vedfa seba znamenaju, Ze prva dcérska bunka
posunie svoj ukazovatel do uzla vlavo dole, zatial ¢o druha dcérska bunka bude ukazovat’ do
uzla vpravo dole. Symbol E je potom symbol ukonéenia. Je mozné aj oznaéenie uzla R, kedy
sa ukazovatel presunie na niektory predchadzajuci uzol, &im je mozné zaviest' rekurzivnost.
Podobne sa da zadefinovat’ aj analdgia Automaticky Definovanych Funkcii (ADF) z [43] pri
genetickom programovani. Gramatické stromy sa podobne ako funkcie pri Kozovom
genetickom programovani [44] optimalizujd pomocou genetickych algoritmov, kedy
ohodnotenie chromozému (gramatického stromu) je odvodené z Gcelovej (chybovej) funkcie
zodpovedajlicej neurdnovej siete.

Stochastické optimaliza&né algoritmy su v podstate jedinym systematickym pristupom k
optimalizécii topoldgie siete. Zial, tieto algoritmy potrebuju vygenerovat a ohodnotit radovo
tisicky (alebo viac) moznych topoldgii neurdnovych sieti, aby dospeli k dobrému vysledku.
Vzhladom na to, Ze ohodnotenie kaZdej topoldgie predstavuje vlastne naucenie jednej
neurénovej siete pomocou tisicok iteracii spatného Sirenia (alebo tisicok generacii
genetickych algoritmov), ide o vypoétovo velmi haro¢nou tlohu.
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Obrazok 10.9. Vytvaranie siete z celularneho kédovania. Nalavo je vzdy tzv. gramaticky strom,
napravo siet s neuronmi (bunkami) oznaenymi krazkom. Sipky od neurénov na P, S, a E v strome
uréuju dalSiu akciu neurdénu. S znamena vertikalne rozdelenie neurénu na dva nové, P horizontalne
rozdelenie a E ukonéenie prace s neurénom (podla Gruaua [39]).

Kvéli vypottovej zlozZitosti sa namiesto systematického pristupu k navrhu topolégie stale
beZne pouziva skér intuicia a priklady optimalizacie topoldgie neurénovej siete existuju
vacsinou iba pre jednoduchsie problémy. Pri navrhoch sieti sa beZne pouzivaju heuristiky
ako “pre zloZitejSie problémy je potrebné viac skrytych jednotiek” a metody “pokusu a omylu”.
Navrh siete pre zloZitejSie problémy pritom &asto sprevadza nepripustné zjednodusovanie
optimalizaénych algoritmov. Ich hlavna sila, ktorou je prehladavanie mnohorozmerného
priestoru s viacerymi minimami a schopnost dostat sa z lokalnych minim a skonéit v
globalnom minime, sa potom zniZuje. Zvysuje sa tym pravdepodobnost, Ze topologia skongi
niekde v lokalnom minime — teda nebude ideédlna. Zial, vypoétové naroky tychto metdd
neumoznuju lepsie prehladavanie moznych topoldgii.

Okrem poctu vrstiev, neurénov a ich spojeni méze byt siet optimalizovana na dosiahnuti
presnost a na vela dalSich viastnosti. Ani optimalizovana funkcia nemusi byt iba su¢tom
odchylok chyb predpovedi od uz znamych faktov. Siet sa mbze optimalizovat napr. na
rychlost’ u¢enia alebo na maly pocet spojeni medzi neurdnmi alebo na maly po¢et vnutornych
neuronov. Existuje aj Specialne zakddovanie potencialnej siete, aby sa lahko menili podty
neurdnov a vrstiev (vid [37]), ale tento postup ma zasa iné nedostatky a nezaklada sa na
dostatocne hibokej tedrii, preto ho tu nebudeme uvadzat.

Atypickym prikladom je praca Davida Chalmersa [45], ktory optimalizoval kompletne
prepojenu siet iba so vstupnou a vystupnou vrstvou neurénov. Ked oznatime aktivity
vstupnych neurénov x; , vystupnych neurénov y;, idealne vysledné aktivity pre dany vstup 9j

a vahu spojenia neuroénov i a j ako wj, potom existuje zname Widrowovo-Hoffovo pravidlo
“delta” pre najvhodnejSiu zmenu vah siete

Awii =n(Yj Y% (10.17)
kde n je rychlost u€enia (€islo z intervalu (0,1)). Chalmers sa pokusil nahradit toto pravidlo
linearnou funkciou vietkych premennych a ich parovych nasobkov.

Awj; =Ko (Kwij +koX; +Kayj +kay +kswix; +
kewijyj +kow;j¥j +KkgXiyj +KoXi¥j +kigYV;)
Chalmers sa pokusil optimalizovat’ konstanty ko-kio. Priblizne v jednom z desiatich pokusov
skuto€ne dostal Widrowovo-Hoffovo pravidlo “delta”. Samozrejme, ziskanie uc€innejsieho

(10.18)
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algoritmu, ako je backpropagation, nie je pravdepodobné, ale uvedeny pristup by mohol
slazit pre uciace pravidla pri u€eni bez ucitela alebo pre rekurentné siete.
Jednotlivcami v evolué¢nom algoritme moézu byt aj jednotlivé neurdny [46].

Uloha 10.1. Naprogramujte siet uvedent na obr. 10.7 a optimalizujte pomocou genetického
algoritmu vahy a prahové parametre tejto siete tak, aby s ¢o najmensou chybou produkovala
tabutku 10.1, teda XOR, kde z numerickych dévodov namiesto 0 a 1 budeme brat’ 0.1 a 0.9.

Tabulka 10.1. Upravena tréningova mnozina pre XOR

vstup vystup

do neurénu | z neurénu
1 .2 |¢5

0.1

0.9

0.9

0.1

N =1l=]l]
N=1=)

B Optimalizacia vadhovych a prahovych koeficientov spojeni v neurénovych sietach (obr.
10.10), ktora nahradzuje metodu spatného Sirenia, je dalSou ulohou Casto riesenou pomocou
evoluénych metod [47]. Evoluéné metddy vsak nie su pre tuto optimalizaciu najtypickejsie,
pretoze klasicka metoda spatneho Sirenia poskytuje dobré vysledky a je vypoltovo menej
naro¢na. Klasické algoritmy optimalizujuce sucet Stvorcov odchylok zaloZené na derivacii
“chybovej’ (G€elovej) funkcie automaticky konéia v najblizom lokalnom optime. Nastastie,
hyperplocha optimalizovanej funkcie vaésinou nema prili§ mnoho lokalnych minim a vysledky
metddy spatného Sirenia su vacsinou prijatelné. Pokial sa optimalizacia nedari ani po
viacerych spusteniach s réznymi nahodne generovanymi pociatoénymi vahami, staci ¢asto
pridat niekolko skrytych neurénov. Ked v8ak chceme vytvorit efektivnu siet s minimom
vhutornych neurénov a spojov, su evoluéné algoritmy nenahraditefné. Pouzivaju sa tieZ pri
problémoch, kde nie su k dispozicii korektné odpovede jednotlivych vystupnych jednotiek
siete na dany vystup, ¢o sa vyskytuje vacsinou pri problémoch riadenia [48,49] alebo
navigacie robotov v neznamom prostredi. (V tychto pripadoch je vSak potrebné pouzivat vZdy
iné Startovacie stavy, aby boli uniformne rozloZzené. Treba si tiez davat pozor nielen na
rychlost’ u€enia, ale aj na schopnost zovieobeciiovania, aby siet nefungovala iba na zopar
nau¢enych prikladoch.) Evoluéné metody dokazu relativne rychlo vyhladat vahové a prahové
koeficienty blizke optimalnym, trva im vSak dlho prechod od takmer optimalnych vah k
optimalnym vaham [50-53]. Tento nedostatok sa &asto nahradzuje spojenim evolu¢ného
algoritmu s metddou spatného Sirenia 0 evolu¢ny algoritmus najde priblizné hodnoty optima
a spatné sirenie dokondi optimalizaciu do globalneho optima [54,55].

Optimalizovany binarny retazec

__-Vahové koeficienty
01001111 -~

N \se— o s ! \—p— ——

1.12 1.40 -0.12 0.81 -0.54

~

s Prahové koeficienty

-

Obrazok 10.10. Zobrazenie prevodu binarneho retazca na vahové a prahové koeficienty, teda realne
Cisla. Namiesto vektora tvoreného realnymi Cislami je potom mozné optimalizovat’ binarny retazec.
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Jednou z hlavnych podmienok uspeSného pouzitia evoluénych algoritmov je rychlost
vypodtu hodnét udelovej funkcie v danom bode. Specidlne tato posledna podmienka
podstatne limituje uspesné pouzitie stochastickych optimalizagnych metdd na optimalizaciu
neurdnovych sieti; ich relativna jednoduchost v porovnani s gradientovymi metédami je
"kompenzovana" naro¢nostou na vypoctovy &as.

Pre optimalizaciu topolégie neurénovych sieti sa zatial prakticky vyhradne pouZivaju
genetické algoritmy, pre optimalizaciu vahovych a prahovych koeficientov sa pouzivaju
genetické algoritmy a simulované Zihanie.

Nevyhodou genetickych algoritmov pri optimalizacii topolégie neurénovych sieti su
problémy so zmysluplnou vymenou informacii pri krizeni. Konkrétne ide o vahy v neurénovej
sieti. Povedzme, Ze mame Styri vstupné a Styri skryté neurdny. Podarilo sa nam vygenerovat
siet, v ktorej su spojené vstupné neurény nenulovymi vahami iba s prvymi dvoma skrytymi
neuronmi, teda druhé dva skryté neurény méZzeme zanedbat. Vzhladom na to, Ze siet' je v
podstate symetricka, mdzZe existovat rovnako dobra topoldgia zanedbéavajlca prvé dva skryté
neurony a pouzivajuca iba druhé dva skryté neurdny. Pri krizeni potom mézZe nastat’ situacia,
Ze prvy potomok bude pouzivat vSetky Styri skryté neuréony a druhy potomok bude mat véetky
vahy nulové. Existuju rézne spbsoby, ako predchadzat tomuto problému krizenim iba viac-
menej podobnych jedincov - sieti, ale Ziaden z nich sa neda povaZovat za uspokojivy. Pre n
skrytych neurénov totiz existuje n! permutécii ich postaveni a teda n! ekvivalentnych sieti.
Okrem tohto druhu symetrie existuje i symetria pri vahach skrytych neuréonov. Ked je
prechodova funkcia neparna (¢o vacsinou je), potom médzeme nahradit’ vSetky znamienka
vstupnych a vystupnych vah skrytého neurénu opaénymi znamienkami a vystupy siete sa
nezmenia. Pre n skrytych neurénov tak mame 2" &trukturne odlisnych, ale funk&ne
identickych sieti generovanych takymto prehodenim znamienok. Pri krizeni tychto sieti potom
dochadza k nelogickostiam, pretoZze sa mdze lahko stat, Ze polovicu vah neurénu vezmeme
z jednej siete, polovicu z druhej siete (kde boli opatné znamienka) a vysledkom je nie¢o, ¢o
nebolo ani v jednej sieti. Dochadza tak skor k mutacii ako k vymene informécii. Celkovo je

teda priestor vah 2"[d1-krat vacsi, ako by v skuto¢nosti mal byt. Prikladom pokusu o
eliminaciu tejto redundancie je krizenie vah s rovnakym znamienkom u dvojic neurénov s
rovnakym poctom kladnych vah a zapornych vah. Polet zodpovedajucich dvojic sa da zvysit’
pripadnym prehodenim vSetkych znamienok vah pri neurone.

Tieto problemy sa va&Sinou zmensuju zvydenim pravdepodobnosti mutacie a znizenim
pravdepodobnosti  krizenia pri genetickom algoritme. Da sa tiez pouzit evoluéné
programovanie, €o je v podstate geneticky algoritmus bez krizenia, pripadne s gaussovskymi
mutaciami (vid kap. 8) [56].

10.3 Optimalizacia pomocou neurénovych sieti

Algoritmy inSpirované tedriou neurdnovych sieti méZzeme pouZit nielen na predikciu a
klasifikaciu [1-6], ale aj na optimalizacné probiémy. Napriklad na neurénovl siet
Hopfieldovho typu alebo na Boltzmannov stroj sa mdZzeme pozerat ako na masivne paralelné
algoritmy, ktorych cielom je minimalizacia energie systému. Energia systému tu vlastne
zastupuje Ucelovu (cenovu, objektivnu, ohodnocovaciu, kriteridlnu, chybovd) funkciu, ktorej
hodnota je optimalizovana. U tychto sieti vlastne nejde o principialne nové optimalizacné
algoritmy — na optimalizaciu sa pouZiva u Boltzmannovho stroja simulované Zihanie, u
Hopfieldove] siete gradientova metdéda. Podstatna je v tychto prikladoch formulécia
problému, ktora je zakomponovana do topolégie siete a do funkcie energie systému. Na
kazdy typ problému treba sformulovat’ mierne odlisny predpis na zostrojenie siete a funkcie
energie. Vo v8eobecnosti je funkcia energie zostavena z dvoch &lenov;
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E="hodnota vlastnej optimalizovanej funkcie”
+ “pokuta za prekrocenie ohrani€ujicich podmienok” (10.19)

Myslienka Hopfieldovych sieti a Boltzmannovych strojov je zalozena na Isingovom modeli
spinového skla [57,58], ktory sa pouzZil na skumanie kolektivnych vlastnosti fyzikalnych
systémov zloZzenych z velkého mnoZstva jednoduchych prvkov.

Netypickou moznostou je vyuZitie Kohonenovej SamoOrganizujicej sa Mapy (SOM) na
rieSenie problému obchodného cestujliceho. Tato siet' sa v3ak nevyuziva na optimalizaciu
inych problémov a ani jej pouzitie pre problém obchodného cestujuceho nie je typické. Preto
sa jej budeme venovat' az na konci tejto kapitoly.

Pomocou Hopfieldovych sieti a Boltzmannovych strojov sa rieSia nielen kombinatorické
optimalizatné problémy, ale aj spracovanie obrazu (image processing), &iZze rekonstrukcia
objektu zo zasumeného alebo rozmazaného obrazu. Treba zdéraznit, 2e v pripade
spracovania obrazu nejde o vybavenie si podobného obrazu z pamaéti (aj také problémy sa
typicky rieSia Hopfieldovou neurénovou sietou), ale o interpolaciu povrchov objektov [22],
detekciu hran [1,23], rekonstrukciu trojrozmerného tvaru objektov z ich tiefilovania alebo
binokularnej disparity [20,21,59], rekonStrukciu tvaru objektov na zaklade farby alebo pohybu
a pod. PretoZe spracovanie obrazu nie je typickym optimalizanym problémom, aj ked sa k
nim v suvislosti s neurdnovymi sietami niekedy zaraduje a samotna problematika je dost
Specializovana, nebudeme sa spracovanim obrazu dalej zaoberat'. Problematike spracovania
obrazu je podrobnejSie venovana kniha [60] (bez pouzZitia neurénovych sieti), alebo kniha
[61,9] (viacvrstvové siete s doprednym Sirenim aj iné).

Neurénové siete sa daju pouZit aj na minimalizaciu linedrnych alebo kvadratickych funkcii
s obmedzeniami premennych vyjadrenymi pomocou linearnych rovnic a nerovnic, alebo aj
pre nelinearne programovanie, kedy optimalizované funkcie a ohrani¢ujuce podmienky pre
premenné su nelinearne. V tychto pripadoch sa v8ak vacsinou vyzaduje, aby optimalizované
funkcie boli hladké a diferencovatefné. Pokial nie su, musime problémy na optimalizaciu
hladkych diferencovatelnych funkcii pretransformovat. Podrobne je tato tematika uvedena v
knihe [62], tu sa tymito pristupmi nebudeme zaoberat, lebo su pre svoju neefektivhost
zaujimavé (aspon zatial) iba z teoretického hladiska. Efektivnymi by sa tieto pristupy mohli
stat iba pri hardvérovej implementécii.

10.3.1 Kombinatoricka optimalizacia pomocou Boltzmannovho stroja a
Hopfieldovej siete

U optimalizaénych problémov je najpodstatnejSie zostavit' siet' a na jej zaklade definovat
optimalizovanu funkciu tak, aby optimélny stav siete zodpovedal optimalnemu rieSeniu.
Zakladnym problémom je napriklad optimalizacia permutacie. Problémom tu je uZ dostat
samotnu permutaciu, bez ohfadu na jej daldie ohodnotenie. Tento problém sa riesi na
obrazku 10.11, kde optimalizacia znamena zapinanie a vypinanie uzlov siete - pravouhlej
mriezky.

Ide vlastne o generovanie permutadnej matice, kde zapnuty uzol predstavuje jednotku,
vypnuty nulu a v kazdom riadku alebo stipci by mala byt prave jedna jednotka. Uzly su
ohodnotené hranami a slu¢kami, pri€om hrany spajaju vietky uzly v rovnakom riadku i vSetky
uzly v rovnakom stipci, iba $ikmé hrany sa nevyskytuju. Hrany su ohodnotené zapornym
Cislom, slu¢ky kladnym ¢&islom. Minimalizuje sa tu sucet

n n
E=3 D UilyWiiy (10.20)
X,1Y,)

kde uy, =0, ked je prvok Uy vypnuty; uy =1, ked je prvok Uy zapnuty; w,j znamena vahu
spojenia medzi dvoma prvkami (alebo slu¢ku, ked xi=yj ). Pocet prvkov v permutacii je n.
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Obrazok 10.11. RieSenie problému obchodného cestujuceho. Na lavej strane je uvedena siet so
zvyraznenymi vybranymi uzlami, ktoré su spojené dalSimi vahami tvorenymi zapornou vzdialenostou
medzi zodpovedajucimi mestami ur€enymi prvymi indexami uzlov. Kvéli prehfadnosti nie su uvedené
vahy b a p spdsobujuce uprednostnenie vyberu iba jedného uzla na kazdy riadok a stipec, &im
definuju permutaciu. Na pravej strane je potom redlne rozmiestnenie tychto miest, ktoré su oznacené
Stvoréekmi. Indexy vo vnutri Stvoréekov odpovedaju prvym indexom (teda riadkom) zvyraznenych
uzlov siete na lavej strane, ich postupnost odpoveda hfadanej permutacii.

Vahy su nastavené tak, e medzi uzlami v riadku alebo stipci st zaporné —p, aby sti¢asne
neboli “zapnuté” prvky v rovnakom riadku alebo stipci, a zaroven slucky maju kladné
ohodnotenie b, aby bol zapojeny vzdy jeden prvok v kazdom riadku alebo stipci. Kedze b a p
sU kladné ¢&isla, musi platit, Zze p>b, aby zapnutie druhého uzla v rovnakom riadku alebo
stipci nezvysilo hodnotu maximalizovane] funkcie E. S&itavania prebiehaju cez vsetky uzly.
Tymto sa v$ak dostdvame iba k permutécii, ktord méze vyjadrovat riesenie spifajice
zakladné obmedzenia. Ohodnotenie permutacie je dalsim problémom. Ked rieSime napriklad
problém obchodného cestujuceho hladajuceho najkratSiu drahu, ktora prechadza prave raz
cez kazdé mesto a vracia sa do pociatoéného mesta, musime minimalizovat sucet
vzdialenosti medzi mestami na drahe. PretoZze v3ak pouzivame maximalizaciu, oznafime
vzdialenosti medzi mestami opacnym znamienkom. Pre mesta x a y oznadime spojnice uzlov
Us a Uy, vahou -dy,. Tieto nové spojnice budu teda existovat medzi vsetkymi uzlami v
susednych stipcoch a medzi véetkymi uzlami prvého a posledného stipca. Konstanta b pritom
musi byt vacsia ako dvojnasobok najdlhsej vzdialenosti medzi mestami, b>2dyax. Funkcia
(10.20) sa teda bude poditat’ cez vsetky vahy, b, p aj d.

Tymto spésobom sme vSak previedli iba optimalizaciu permutacie na optimalizaciu siete,
no nepovedali sme, ako optimalizovat' siet. Pokial pouzijeme ako mutaciu alebo perturbaciu
“zapnutie” alebo “vypnutie” uzla a novy stav siete akceptujeme na zaklade simulovaného
Zihania (vid kapitola 6), mame Boltzmannov stroj zavedeny pdvodne Hintonom a Sejnowskim
[63].

Pokial pouzijeme rychle simulované Zihanie [64] zaloZzené na pridani Sumu k hodnotam
funkcie navrhovanych rieSeni a rychlejSom poklese teploty a pokial namiesto gaussovskej
distriblcie pouzijeme Cauchyho distriblciu, dostaneme tak Cauchyho stroj [65].
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Obrazok 10.12. Schematické znazornenie aktivacii Hopfieldovej-Tankovej siete pre rieSenie problému
obchodného cestujuceho pre 4 mestad. Podobne ako na obr. 10.11 &islo riadku predstavuje Cislo
mesta, &islo stlpca predstavuje poradie mesta v permutacii. Velkost krizku naznaduje velkost
aktivacie daného uzla. Na lavej strane su nahodne vygenerované pociatoéné aktivacie, ktorych sucet
ma dat pocet miest, teda 4. Na pravej strane je tato siet uz skonvergovana, po “zaokrihleni”, kedy
uzly s najvacsou aktivaciou berieme ako “zapnuté” a ostatné ako “vypnuté”, ako vysledok dostavame
permutaciu 4,2,1,3. Z tohto vysledku vyplyva, ze ako prvé bude mesto &. 4, z neho pdjde cesta cez
mesta ¢€. 2, 1, 3, az sa zasa nakoniec z mesta €. 3 vrati do mesta €. 4.

0 0 O
o)
O

Dal$im obdobnym pristupom k optimalizacii je Hopfieldova siet. Jej zostavenie je
podobné ako na obr. 10.11. Nebudeme teraz brat do uvahy vahy p a b, ale budeme
ohodnocovat’ jednotlivé uzly (vid obr. 10.12). Toto ohodnotenie v8ak nebude “zapnuté” alebo
“vypnuté”; bude zaloZzené na sUéte predchadzajuceho ohodnotenia, relaxaéného ¢&lenu
spdsobujuceho stale znizovanie pravdepodobnosti zmeny stavu siete, vah zodpovedajucich
vzdialenostiam medzi mestami a dalSich &lenov zavislych od hodnét ostatnych uzlov.
Vystupny signal z uzla s aktivitou u; sa podlfa Hopfielda a Tanka [25,26] vacsinou
transformuje sigmoidalnou funkciou g s parametrom o uréujucim strmost a s vystupom
medzi nulou a jednotkou,

vi=g(u))=0.5 (1+tanh(au;)) (10.21)
Ked vo vSeobecnosti definujeme optimalizovanu funkciu (energiu) ako
n,n n,n n,n
E=D D VaVyWiy * ) Vxibx (10.22)
X,i=1ly,j=1 X,i =1

potom podla dalej uvedeného algoritmu bude siet konvergovat, dokial derivacia tejto funkcie
podla &asu bude zaporna. Premenna 6, oznaduje externy vstup do siete, ¢o v pripade
problému obchodného cestujuceho znamena zahrnutie vzdialenosti miest a podmienky, Ze
celkovy pocet zapnutych uzlov by mal byt rovny poctu miest. Pre ¢asovu konstantu systému 1
sa aktivita jednotlivych neurénov v priebehu €asu bude menit podla diferencialnej rovnice

d _ Uy nn
i > WiiyVyi * 6 (10.23)
y.j=1

Vo vadsine obdobnych rovnic sa vyskytuje iba jeden index, napr. i namiesto xi, tu sme
urobili vynimku pre problém obchodného cestujuceho, kedy prvy index oznacuje mesto a
druhy poziciu v permutacii, teda kolké v poradi bude dané mesto navstivené. Hopfieldova-
Tankova funkcia “energie” pre problém obchodného cestujiceho je vyjadrena pomocou
Styroch Casti. Prva €ast’ s konstantou A zodpovedd prispevkom dvojic uzlov v jednom rade,
pokial su obidva uzly “zapnuté”. Druha &ast s konstantou B zodpoveda prispevkom dvojic
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uzlov v jednom stlpci, pokial su obidva uzly “zapnuté”. Tretia ¢ast s konstantou C zavisi od
uzlov samotnych, malo by byt “zapnutych” nie viac, ani nie menej ako N uzlov. A kone¢ne
posledny ¢len s konstantou D vyjadruje vlastny ciel problému obchodného cestujuceho, teda
Ze vzdialenost cesty by mala byt o najmensia.

A B
E=3 23 T vavn 15 33 3 vay
X i j# i X y#X
(10.24)
D

c f
+—D§ 2 Vxi TNO #2553 duyVai(Vyisn #Vy i)
2 X i g 2 i

X Y#EX |

Parameter N v tejto rovnici sa vac¢sinou zadefinuje o nie¢o vaési ako pocet miest n. Polohy
miest sa transformuju tak, aby sa vosli do Stvorca 1.0x1.0. Hopfield a Tank pouZili pre desat
miest nasledujlice hodnoty konstant: A=B=500, C=200, D=500, N=15, a=50, 1=1. Relaxacny
term spésobujuci konvergenciu hodndt energie bol vo Wilsonovej a Pawleyovej adaptacii [27]
Hopfieldovho algoritmu (vid Algoritmus 10.2) stanoveny na At=10". Podmienka ukonéenia sa
splnila pri ngjdeni platnej cesty, kedy pri aktivacii v va¢sej ako 0.9 bol uzol povazovany za
zapnuty a pri aktivacii mensej ako 0.1 za vypnuty. Ked bola siet “zmrznutd”, teda ziadna
aktivacia sa nezmenila viac ako o 10 alebo ked sa nenasla platna cesta v priebehu 1000
epoch, algoritmus bol zastaveny.

Inicializuj aktivacie v jednotlivych uzlov ndhodnymi &islami tak,
aby sucet v3etkych aktivacii bol rovny poctu miest, }E}EV“ =n;
X
while podmienka ukonc¢enia nie je splnené
begin repeat 3-5 n® krat
begin nédhodne zvol uzol;
zmen aktivitu na uzle;
Uyi (new ) = uy; (old) + At[ -uyi(old) —AY vy -B S vy -
JZI Y#X

H

-C gz Zij -NJ-D z dyy (Vyi+1 tVy i)l
X ] H y#x

Vi =0.5F +tanh(auy )3 s

end;
end;

Algoritmus 10.2. Hopfieldov-Tankov algoritmus na rieSenie problému obchodného cestujuceho.

Uloha 10.2. Zostrojte Hopfieldovu a Boltzmannovu siet' na priradenie prace strojom vo
fabrike. Nech je M Uloh, N strojov, cena priradenia Ulohy k pre stroj i je ci. KaZdy stroj i ma
celkové mnoZstvo zdrojov b, z ktorého sa dlohou k vycerpa mnoZstvo ay. Ciefom je
minimalizovat’ cenu priradenia kaZdej ulohy prave jednému stroju bez toho, Ze by sa
precerpal zdroj b, tohto stroja. Tento problém sa da forméalne popisat ako minimalizacia
energie E

N M M
E=% 5 cikxk s obmedzujicimi podmienkami % aj ik < by (i=1..N), (10.25)
i=ik= k=1

%xik =1(k =1,...,M)
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kde xj = 0 alebo 1. Simulujte na pocitaci pre data v tabufke 10.1, kde N=3, M=8, a ay = ax pre
vSetky i. (Kazdy uzol uy v sieti bude zodpovedat priradeniu Glohy k pre stroj i, taky uzol méze
byt bud zapnuty alebo vypnuty). Idealne optimum je vyznaCené podCiarknutymi hodnotami
Ci, SlUcet tychto hodnét je 47. V ideadlnom pripade by sa teda mali aktivovat uzly
zodpovedajice podciarknutym poziciam.

Tabulka 10.1. Vstupné hodnoty pre Glohu 10.2

la [ 7] o[8[ 4a]2]3]10] 1]

bi Cik

8 6 (12]15| 13| 4| 5| 8| 7
24 18(10( 6| 4] 2| 8| 14| 4
12 91 7]10) 48] 1] 4]12

Hopfieldov-Tankov pristup k riedeniu problému vyuzZivajici gradient na rieSenie
kombinatorického problému je sice originalny, no v praxi zatial nevyuZitelny, pretoZze pre n
miest je potrebnych n® uzlov. Rovnaky problém ma Boltzmannov stroj. Dany algoritmus
funguje s problémami pre radovo desat aZ? dvadsat vrcholov, zatial ¢o Cisto simulované
Zihanie s mutaciou tvorenou prehodenim pozicii v permutacii alebo este SpecializovanejSie
pristupy Lina [66] funguju pre stovky miest, pricom poskytuju vysledky blizke optimalnym
alebo optimalne. RieSenie kombinatorickych optimalizacnych problémov pomocou
neurénovych sieti zaéne byt zaujimavé az pri ich hardvérovej implementécii.

Podobne sa prakticky nepouzivaju ani modifikacie sieti pre dalSie kombinatorické
optimalizaéné problémy. Pri tychto problémoch hladame rieSenie v mnoZine velkého
mnozstva moznych kombinacii zakladnych prvkov systému. Celkovy pocet riedeni pre
velkost problému s podtom prvkov n je obvykle exponencialnou funkciou n a tomu je Umerny
aj Gas potrebny na vyriesenie problému. Konkrétne ide napr. o problém najcennejSieho
parenia (weighted matching problem) [25,26]. Pri probléme najcennejSieho parenia mame v
priestore mnozinu n bodov, pri¢om pozname vzdialenosti medzi jednotlivymi dvojicami tychto
bodov d;. Tieto body sa m6zu nachadzat v euklidovskom priestore a dj méze reprezentovat
euklidovsku vzdialenost, alebo tieto body mézu byt abstraktné entity a hodnoty dj moézu
reprezentovat’ ich vztahy. Vo vSeobecnosti sa mozZu d; povazovat za nezavislé nahodné
premenne s pravdepodobnostnou distribdciou P(d;). Nasou ulohou je pospajat’ dvojice bodov
tak, aby kazdy bod bol spojeny len s jednym inym bodom a aby celkova dizka spojeni bola
minimalna (vid obr. 10.13).

Praktickymi prikladmi takéhoto problému mozZe byt spajanie prvkov v nejakom
elektronickom zariadeni, optimalne mapovanie procesov na dva ekvivalentné procesory,
priradovanie Ziakov do $kol a pod. Kazdému paru bodov i a j priradme prvok u; , i <j. Nech u;
=1, ked medzi i-tym a j-tym bodom existuje spojenie, a u; = 0, ked medzi nimi spojenie nie
je. Sam so sebou sa bod nemézZe spojit, takze u; = 0, a pre j < i plati uj = u;. Funkcia, ktorej
minimum hfadame, je celkova diZka spojeni

L= Zdijuij . (10.26)
i<j

Tato funkciu budeme musiet trochu modifikovat, lebo kazdé rie$enie musi spinat
obmedzenie, ?e kaZdy jeden bod mézZe byt spojeny iba s jednym dalsim bodom, a teda
Zj“ij =1 pre O . Dodrziavanie tohto obmedzenia sa rieSi pokutovanim v optimalizovanej

funkcii.
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Obrazok 10.13. Problém najcennejSieho parenia. Na lavej strane je graf zloZzeny zo $tyroch vrcholov,
kde su vybrané také dvojice vrcholov, aby sucet vzdialenosti vrcholov v dvojiciach bol €o najmensi. Na
pravej strane je zodpovedajuca siet, kde indexy pri uzloch oznacuju €isla vrcholov hrany, ktorej uzol
prislucha, a zvyraznené su tu tie dva uzly, ktoré maju ohodnotenie 1 a podla ktorych sme priradili
hrany grafu nalavo.

Ako zaklad pre ucelovl funkciu zoberieme (10.26) a pridame k nej &len, ktory bude rast
priamo Umerne poruseniu danej podmienky. Optimalizovana funkcia E bude rovna:

E= Zd”uIJ %gﬁl i:

i<j

(10.27)

EEIEIE}\J

Velkost konstanty y by mala byt asi taka ako priemerna hodnota dj. Pri pouZiti

Boltzmannovho stroja nahodne zapiname alebo vypiname uzly, pricom pravdepodobnost, Ze
sa zmeni hodnota [ubovolného prvku uj, je rovna
1

1+exp(BAE)

Toto pravidlo hovori, Zze zmeny, ktoré minimalizuji optimalizovant funkciu E, su
pravdepodobnejSie ako tie, ktoré ju zvySuju. Hladame teda taki distriblciu u;, ktora
zodpoveda jednému z minim (10.27). Problem méZeme rieSit aj pomocou analégoveho
systému, vtedy budeme u; blizke 1 (0) povaZovat za rovné 1 (O) Je vhodné pouZit i metddu
simulovaného Zihania a v priebehu evolucie zniZzovat teplotu T= B

Poslednym prikladom kombinatorického optimalizacného problému je rozklad vrcholovej
mnozZiny grafu na dve ¢asti (graph bipartitioning) [28] (vid. obr. 10.14).

Predstavme si, Ze navrhujeme €ip s N prvkami, ale vSetky sa ham nan nezmestia. Potom
by sme chceli urobit dva Cipy tak, aby polovica prvkov bola na jednom a polovica prvkov na
druhom a aby pocet spojeni medzi tymito dvoma &ipmi bol minimalny. UvaZzujme v3eobecny
graf, tj. mnozinu N bodov - vrcholov grafu pospajanych hranami, ktoré spajaju dvojice
vrcholov. Nech je N parne. Nech p je fixna pravdepodobnost existencie hrany medzi
lubovolnymi dvoma vrcholmi. Priemerny pocet vrcholov pN, ktoré su navzdjom spojené, sa
nazyva valencia grafu. Nasou ulohou je rozdelit vrcholy do dvoch rovnako velkych mnoZin,
medzi ktorymi je minimalny pocet hran. Definujme si ¢; = 1, ked su vrcholy i a j spojené
hranou, a c; = 0, ked nie su spojené. Dalej si pre kazdy vrchol zadefinujme premennd

P(Uij - ui’j ) = kde AE = E(Uij ) ‘E(Uij ) . (10.28)
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S; = +1, ked sa vrchol nachadza v prvej mnozine, a S; = -1, ked sa vrchol nachadza v druhej
mnozine. Chceme minimalizovat funkciu

L= —Z CijSiSj ) (10.29)
o

kde 0O znamen& indexovanie cez kazdy par vrcholov zvladt. Premenné S; podliehaju
obmedzeniu Zisi =0.

V&
VS,

/

1

Obrazok 10.14. Dve mozné rozdelenia vrcholov grafu znazornené preru$ovanou &iarou na dve
podmnoziny vrcholov tak, aby medzi tymito podmnoZinami existovalo o najmenej hran. V obidvoch
rozdeleniach existuje pat hran spajajucich podmnoziny na pravej a na lavej strane preruSovanej Ciary.
V danom pripade mdzu vrcholy priamo predstavovat uzly siete ochodnotené S;=0, ked su priradené
jednej mnoZine, a Si=1, ked su priradené druhej mnozine.

V terminoch tedrie magnetickych latok tieto rovnice zodpovedaju feromagnetu s nulovou
celkovou magnetizaciou. Kazdu celkovd magnetizaciu, ktora sa vzdaluje od 0, budeme v
objektivnej funkcii pokutovat, takZe objektivna funkcia systému je

E ss+D SDZ (10.30)
=) Cjjoioj tH iq - -
R

Hodnotu p vyberame priblizne z intervalu (0,0.5). Rovnica (10.30) pripomina energiu

systému analogického spinovému sklu. Systém naStartujeme z nahodnej nekorelovanej
konfigurdcie S a nechame relaxovat, pricom S; sa menia podlfa stochastického pravidla
(10.28) s S; namiesto u;, kde energia E je vyjadrena ako (10.30). Opat’ bude uzito¢né pouzit
simulované Zihanie.

10.3.2 RieSenie problému obchodného cestujuceho pomocou
Kohonenovej siete

Kohonenova SOM (SamoOrganizujlica sa Mapa) [67,68] patri do kategérie sieti, ktoré sa
ucia bez ucitefa (unsupervised learning). To znamenda, Ze algoritmus udenia nema
informéciu, aké vahy pri jednotlivych prvkoch siete su spravne, na rozdiel sieti s doprednym
Sirenim v prvej Casti kapitoly, ktoré pre tréningovli mnozinu mali spolu so vstupnym vektorom
vZdy aj idealny vystupny vektor. Zakladnou &rtou Kohonenovych sieti je schopnost realizovat
zobrazenie zachovavajlce topolégiu tréningovej mnoziny dat. To znamena, ze body (vstupné
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vektory), ktoré sa podobali svojimi hodnotami, sa premietnu na uzly, ktoré budu “lezat” blizko
seba. Termin "lezat blizko seba" bude zavisly od topologie siete, ktora je vaésinou bud
linearna (uzly su formalne usporiadané do retazca) alebo mriezkova (uzly su usporiadané v
dvojrozmernej pravouhle] mriezke). Susednost v takychto sietach sa meria iba po&tom uzlov,
cez ktoré treba prejst, aby sme sa dostali od jedného uzla k druhému, nejde teda o
euklidovsku vzdialenost. Uzly v retazci maju dvoch najblizSich susedov - nalavo a napravo,
uzly v pravouhlej mriezke (uprostred mysleného $tvorca) maju ésmich najblizSich susedov -
hore, dole, nalavo, napravo (uprostred myslenych hran Stvorca) a naprie€ na uhloprieCkach
(na myslenych rohoch $tvorca). Kazdy z tychto bodov je ohodnoteny vektorom (spociatku
nahodne vygenerovanym) rovnakého typu, ako su vstupné vektory. Pri vkladani vstupnych
dat sa pre kazdy vstupny vektor najde “vitazny” uzol, ktorého vektor ma od daného vstupu
najmensiu (va&sinou euklidovsku) vzdialenost. Hodnoty vektora tohto uzla sa potom zmenia
podla tzv. Hebbovho pravidla u¢enia tak, aby euklidovska vzdialenost od daného vstupu bola
mensia. Podobne sa danému vstupnému vektoru mézu priblizit' aj hodnoty vektorov uzlov,
ktoré su s “vitaznym” uzlom susedné. Pri linearnej topologii to budu susedné uzly vlavo a
vpravo. M6zZzeme uvazovat aj SirSie okolie zahffiajuce viac uzlov vlavo a vpravo od vitazného
uzla, no ¢im vzdialenejsie su uzly, tym menej by sa hodnoty vektorov tychto uzlov mali blizit
hodnotam vstupného vektora. To je v algoritme 10.3 zohladnené funkciou h(lmn,i), kde tato
funkcia uréuje, v akom okoli vitazného uzla a do akej miery budd adaptované ostatné uzly.

Inicializuj vahy wiy, kde vektor w;=(wii,w;2) Je vektorom priradenym
uzlu 1. Va&hy sG generované nédhodne v rozmedzi maximalnych a
minimédlnych hodnét stradnic (x,y) miest, pre ill(1,...,n), kde n
je pocet miest (napr. 10);

Prirad mestam topoldégiu cyklu, teda mesto i susedi nalavo s mestom
i-1 a napravo s mestom 1i+1. Mesto 1 susedi nalavo s mestom n a
opacne, mesto n teda susedi napravo s mestom 1;

Nastav rychlost uc¢enia O (bude nastavend na 0.5 a bude klesat na
0.4);

Nastav velkost okolia (zo zaciatku 1, teda okrem vitazného uzla
upravujeme vzdy vadhy aj jeho lIavého a pravého suseda);

while nie je splnend ukoncovacia podmienka (napr. pocet

cyklov=200)
begin
begin for j=1 to n { pre v3etky vstupné vektory miest (xi,y;)}
begin
for 1 =1 ton do d(i) = (wil—xj)2+ (wi2—yj)2;

Tuin= index i, kde d(i) je minimélne;
pre vitazny uzol I,;, a jeho okolie uprav védhy, teda
pre lz{ Imin_l; Inins Imin‘*‘l };

Wii (novad) := wiy(stard)+ A h{lnna, 1) [x5— wii(stara)];
Wip (nova) := wis(stard)+ A h{lna, 1) [yy— wio(stara)];
end;

end;

uprav rychlost ucenia (napr. O:=0 (0.4/0.5)9:905 1y,
zmensi okolie uzla pri splneni zadanej podmienky (napr. pri
pocte cyklov véa&sSom ako 100 uZ budeme upravovat iba vahy
vitazného uzla, bez susedov);

end

Algoritmus 10.3. Kohonenov algoritmus pre problém obchodného cestujiceho.
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Najjednoduchsia pouzivana funkcia je

h(lmimi ) :{ 1 akdy (Imimi)Sl

" i (10.31)
0 v ostatnych pripadoch

kde dy(lmin, i) j& vzdialenost typu Manhattan medzi neurénmi I, a i, teda pocet hran, po
ktorych treba v danej topologii siete prejst, aby sme sa dostali od neurdnu |, k neurénu i.
Niekedy sa pre vzdialenejSie okolie voli dokonca “zaporné” ucenie, teda ze vektory uzlov
vzdialenych cez viac hran od vitazného uzla sa “vzdaluju” od hodnét vstupného vektora,
zatial ¢o eSte vzdialenejSie uzly uz ostavaju bezo zmeny. Tento proces u€enia sa opakuje
stale dookola. Velkost okolia a parameter ucenia (teda miera priblizenia vektora vitazného
uzla vstupnému vektoru) sa zniZuju s €asom v priebehu algoritmu.

Kohonenova siet sa typicky pouZiva na zhlukovl analyzu (clustering), kedy sa v
“naucenej” sieti vZdy niekolko vstupov premietne (zobrazi) na jeden uzol. O tychto vstupoch
a im zodpovedajucich objektoch potom hovorime, Ze patria do jedného zhluku, a vieobecne
sa predpoklada, Ze objekty v jednom zhluku by mali mat’ podobné vlastnosti.

0.45,0.92} {0.38,0.64} (068,0.07)

{0.92,0.21}
© ® {0.14,0.63}

{0.38,0.42) © @
(0.12,0.04} 19 05,0.99) {0.63,0.68) 10-86.0-76}

Obrazok 10.15. RieSenie problému obchodného cestujiceho pomocou Kohonenovej siete. V hornej
Casti je zobrazena topoldgia siete, uzly su oznacené krazkami a ocislované od 1 po 10, pri kazdom
uzle je jemu prislichajlci nahodne vygenerovany pociatoény vektor w sdradnic {x,y}. V dolnej &asti su
jednotlivé uzly umiestnené v ploche so suradnicami odpovedajucimi ich vektoru. Rovnako si v ploche
umiestnené aj mesta znazornené hviezdi¢kami a oznac¢ené A,B,C,D,E,F,G,H,I.J. K tymto mestam by
sa jednotlivé uzly mali v priebehu algoritmu priblizovat'.
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Na rieSenie problému obchodného cestujuceho sa pouZiva topoldgia linearneho retazca
s0 spojenymi koncami (teda formaine kruhu), kde pocet uzlov by mal byt rovny poctu miest
[31]. Vstupné vektory budd dvojrozmerné, tvorené suradnicami {xy} jednotlivych miest.
Pociatocné hodnoty vektorov jednotlivych uzlov sa vygeneruji nahodne v rovnakom
rozmedzi hodnét ako suradnice miest (niekedy sa tiez pouZiva sustredenia tychto
pociato€nych hodnét v strede Stvorca vymedzujuceho suradnice miest), (vid. obr. 10.15).
Vektory jednotlivych uzlov sa postupne priblizuju k hodnotdm suradnic miest a v idealnom
pripade je na konci u€enia kazdému miestu priradeny jeden uzol (mnozina miest je rozdelena
na zhluky obsahujuce jednotlivé mesta) a postupnost hran medzi uzlami zodpoveda
postupnosti miest s najkratSou vzdialenostou cesty (vid obr. 10.16). Niekedy sa mdze stat,
Ze dve mesta sa zobrazia na jeden uzol a iny uzol nie je “vitazny” ani pre jedno mesto. V
takom pripade je poradie miest zobrazenych na jeden uzol nejednoznacné; budu sice
umiestnené vedla seba, no nevieme, ktoré je prvé. Ako vysledok méZzeme zobrat dve cesty
lisSiace sa poradim tychto dvoch miest. Ako vidno z obr. 10.16, pokial nastane taky pripad
viackrat, situacia sa komplikuje. Z uvedeného prikladu je vidiet, Ze pouZitie Kohonenovej
siete pre problém obchodného cestujuceho je zaujimavé iba z teoretického hladiska. No
Kohonenova siet’ sa v praxi vyuzZiva [67,68] napr. pri rozpoznavani vzorov (hlasok reci), v
robotike (transformacia suradnic) alebo pri kompresii obrazov.

Obrazok 10.16. Na obrazku je vysledok rieSenia problému obchodného cestujiceho, kde pociatocny
stav siete bol zndzorneny na obr. 10.15. Vidime, Ze Styrom z desiatich miest nebolo priradené
jednoznacné poradie, pretoZze uzly 8 a 10 nie su vitazné pre Zziadne mesto, zatial €o uzol 9 je vitazny
pre dve mesta C a |, a rovnako uzol 1 je vitazny pre dve mesta B a D. Pretoze u tychto dvojic miest
siet neur€ila poradie, je pripustné akékolvek poradie v dvojiciach a vysledkom su teda Styri cesty:
BDHAEJGFCI, DBHAEJGFCI, BDHAEJGFIC a DBHAEJGFIC.

10.4 Z&aver

Neurénové siete ako predmet optimalizacie zvy&ajne nie su vhodnym objektom evoluénej
optimalizacie. Pri optimalizacii vah a prahovych faktorov viacvrstvovej siete s doprednym
Sirenim sa vacsinou lepsie uplatnia gradientové metddy a evoluéné metddy tu vyhodne sluzia
iba na generaciu pociatoénych hodnét pre gradientové metddy. Budlce uplatnenie pre
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evoluéné metddy pri optimalizacii neurénovych sieti spocCiva teda v pripadoch, kedy je
gradient taZzko pouzitelny - u rekurentnych sieti a pri u¢eni bez uditela (ked nepozname, aké
maju byt presné hodnoty na vystupe), ¢o byva vacsinou pri problémoch riadenia.

Optimalizacia topologie je podmienena nutnostou dalej optimalizovat vahy pre kazdu
navrhnut( topoloégiu. Preto sa na tieto uéely pouzivaju rézne heuristiky a navrhuju uzko
Specializované algoritmy, ktoré sa svojim smerovanim k optimu podobaju skér horolezeckym
ako evolu¢nym algoritmom.

Prehlad novsich vysledkov tykajlcich sa optimalizacie neurénovych sieti, kde sa hovori aj
o optimalizécii pravidiel u¢enia, je mozno najst napr. v [69].

Okrem rieSenia problému obchodného cestujiceho sa pomocou neurénovych sieti da
riesit' aj problém ruksaku (knapsack), rozvrhu (scheduling), rozdelenia vrcholovej mnoziny na
viac Casti (graph partitioning), a pod. [70]. Neurénové siete ako optimalizujice metody sa
okrem Specializovanych problémov pri spracovani obrazov prakticky budu dat’ pouzivat iba v
hardvérovej implementacii, inak su v su¢asnej podobe na praktické pouzitie prili§ pomalé.
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11. Vypocéty na baze DNA

Zrod jednej z najrevolucnejsich disciplin su¢asnej informatiky - vypoctov na baze molekdl
deoxyribonukleovej kyseliny (DNA) - sa spgja s menom amerického matematika Leonarda
M. Adlemana z Kalifornskej univerzity (University of Southern California). L. Adlemana
zaujimal mechanizmus $irenia virusu HIV a €innost fudského imunitného systému. Ked' ¢ital
¢lanok Jamesa Watsona (mimochodom, spolu s Francisom Crickom, spoluobjavitela
Struktiry DNA) o enzyme DNA-polymeraze, zarazila ho podobnost’ biologickych procesov so
zékladnymi procesmi sucasnych vypoctovych systémov. DNA mozno pouZit ako vypocltové
médium, jediné, ¢o k tomu potrebujeme, je aparét realizujlci zakladné editovacie operacie
ako vymaz, presun, &i skopiruj podretazec DNA. Skér ako sa zaéneme vaznejdie zaoberat
tedriou a praktickymi vysledkami vypoltov na baze DNA, uvedieme zakladné pojmy
molekularnej bioldgie.

11.1 Struktura a replikacia DNA

Obrazok 11.1. Struktara nukleotidu - zékladnej stavebnej jednotky DNA. V mensom kruhu sa
nachadza fosfatova skupina, vacsi kruh vyznacuje cukor, na ktory sa viaze jedna zo Styroch molekul
béz - adenin (A), guanin (G), tymin (T) a cytozin (C).

DNA - deoxyribonukleova kyselina (Deoxyribonucleic Acid) sa nachadza v kazdom Zijicom
organizme ako pamatové médium pre geneticku informaciu. DNA patri medzi nukleové
kyseliny. Nukleové kyseliny sa skladaju ztroch jednoduchych latok, ktoré vzajomnym
pospajanim tvoria dlhd molekulu. Kostru molekuly DNA tvori patuhlikovy monosacharid
deoxyrib6za. Na pozicii 1' sa na deoxyribdzu viazu dusikaté bazy (base), ktoré “vy&nievaju”
z retazca DNA. Retazec DNA je tvoreny molekulami cukru vzajomne pospajanymi na pozicii
5" a 3' zvyskom kyseliny fosforeénej. Zakladnou stavebnou jednotkou molekuly DNA je
nukleotid (nucleotide). Chemicka Struktara nukleotidu je znazornena na obr. 11.1. Nukleotidy
sa odliSuju len bazou. V DNA sa vyskytuju Styri druhy baz - adenin (A), guanin (G), tymin (T)
a cytozin (C).

Nukleotidy sa retazia do molekuly DNA v procese nazyvanom polymerizacia.
Polymerizacia spoliva vreakcii medzi fosfatom na pozicii 5 jedného nukleotidu a

183



hydroxylovou skupinou na pozicii 3' susedného nukleotidu. Kazda molekula DNA ma dva
rézne konce - jeden s volnou fosfatovou skupinou na pozicii 5° (5°-koniec) a dalsi s volnou
hydroxylovou skupinou na pozicii 3' (3"-koniec). V abstraktnom zmysle mozno molekulu
DNA stotoznit' s (orientovanym) symbolickym retazcom nad abecedou x:(xl,xz,...,xn)T.

DNA sa v prirode oby€ajne nevyskytuje vo forme linearnych retazcov nukleotidov. Za
vhodnych podmienok sa dva linearne retazce DNA sparuju a vytvoria dvojitd zavitnicu,
priom navzajom si odpovedajuce bazy z réznych DNA su spojené vodikovymi mostikmi tak,
?e Asaspajas T aG saspajas C. Dvojice A/IT a G/C sa nazyvaju komplementérne bazy.

Komplementarne vlidkna DNA su k sebe pripojené opacnou orientaciou. Dvojita zavitnica
sa kon¢i v jednom vldkne na pozicii 3’ a v druhom vldkne na pozicii 5. Pri replikacii DNA sa
dvojita zavitnica najskér “rozpletie, takZze vzniknu dva volné jednoviaknove retazce DNA, a
potom sa k vofnym usekom DNA “vyrobia“ ich komplementarne képie. Syntézu nového
retazca DNA riadi enzym DNA-polymeraza. Je zaujimavé, Ze polymerdza sa nielen
zUucastiiuje na syntéze nového komplementarneho viakna DNA v smere od 5 k 3’ ale
su¢asne aj kontroluje (v opacnom smere) spravnost zoradenia jednotlivych nukleotidov vo
vlakne. Ak enzym DNA-polymeraza objavi chybu, je schopny ju (sam, alebo s pomocou
dalsich enzymov) opravit.

Syntéza bielkovin na zaklade kédu v DNA prebieha tak, Zze najskér sa obsah €asti DNA
skopiruje na ribonukleovu kyselinu (RNA), ktora vynesie kéd z jadra bunky do cytoplazmy
(preto sa tiez nazyva messenger RNA - mRNA) a aZ potom sa pristUpi k samotnej syntéze
bielkoviny zo zakladnych jednotiek - aminokyselin. Syntéza prebieha v Specializovanych
utvaroch (zloZzenych z RNA a proteinov) plavajacich v cytoplazme bunky, ktoré sa nazyvaju
ribozémy. Kazda aminokyselina je koédovana trojicou baz (tzv. kodénom) na mRNA.
Aminokyseliny s na miesto syntézy prinaSané Specidlnymi RNA nazyvanymi transferové
RNA (tRNA). Ribonukleova kyselina sa od DNA liSi len nepatrne. Je jednovlaknova, ako
cukor obsahuje rib6zu a namiesto tyminu (T) ma Struktdrne podobni bazu uracil (U).

Sucasna genetika venuje velkd pozornost mikroorganizmom, predovsetkym baktériam a
fagom. Popri nenarocnej kultivacii je ich velkou prednostou, Zze sa rychlo rozmnozuju.
Napriklad z jedného faga mdézeme za 20 minut dostat’ az 150 kopii.

Bakteridlna bunka ma organizaciu Zivej hmoty typicku pre bunky vsetkych organizmov. Je
obalena bunkovou stenou a v cytoplazme sa nachadzaju délezité organely (ako napriklad
ribozomy uplatiiujuce sa pri budovani bielkovinovych buniek na zaklade kédu DNA).
Geneticky systém baktérie je tvoreny dlhym, kruhovito stoéenym vilaknom dvojzavitnice
DNA, ktora predstavuje bakterialny chromozém.

Bakteriofagy (bakterialne virusy) su velmi jednoduché systémy stojace na hranici medzi
Zivou a nezivou hmotou. Medzi najdtudovanejsie fagy patria tzv. T-fagy, ktoré maju hlavi¢ku
s bi¢ikom a napadaju baktérie Escherichia coli (E. coli) nachadzajlice sa v ¢revach ¢loveka.
T-fag sa sklada z bielkovinového obalu, vktorom je ulozena DNA faga. Infekcia
bakterialnych buniek prebieha tak, ze fag nasadne bi¢ikom na bunkovu stenu baktérie,
narusi ju a do vnuatra baktérie vnikne fagova DNA. Fagova DNA sa v bakterialnej bunke
zagne rozmnozovat a zvylajne znefunkéni pamatové médium genetickej informacie
baktérie. Z DNA faga sa za vydatnej pomoci enzymatického systému baktérie buduju
bielkovinové ¢asti tiel novych fagov.

V minulom storoci sa zistilo, Ze baktérie st pdvodcovia mnohych chordéb a v Styridsiatych
rokoch tohoto storocia sa zacala vyroba prvého antibiotika - penicilinu. Odvtedy sa postupne
vyvijali nové a nové antibiotika. UZ v patdesiatych rokoch sa v8ak ukazalo, Ze uc€innost
antibiotik zac€ala prudko klesat. Odolnost baktérii suvisi s genetickou adaptaciou
mikroorganizmov. V baktériach totiz existuju okrem chromozomélnej DNA eSte aj iné
geneticky autondmne jednotky - plazmidy. Gény zodpovedné za vlastnost rezistencie
baktérii vo¢i antibiotikam sa nachadzaju v bakteridlnych R-plazmidoch. Plazmidy nie su
nevyhnutné pre zivotnu funkciu baktérie. Plazmidové DNA su doblezité pre prezitie baktérii,
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ak sa tieto dostand do prostredia, proti ktorému plazmidy koduju vyrobu uginnych
ochrannych latok. R-plazmidy mézu vyvolat konjugaciu baktérii a mdézu sa v bunke
replikovat nezavisle od replikacie bakterialneho chromozému. Dvojvlaknova kruhova
molekula R-plazmidu sa pri konjugacii rozpoji a presuva sa (podobne ako chromozém) do
daldej bunky. V pévodnej hostitelskej bunke sa vlakno znova dosyntetizuje.

V sedemdesiatych rokoch bola objavena dal$ia forma nezavislého genetického systému
v baktériach. Ide o prvky DNA, ktoré sa od bakteridlneho chromozému odpdjaju a opat
pripajaju na rozlicnych poziciach. Najskér sa pre takéto prvky pouZivalo pomenovanie
mobilné gény, neskér sa zacali oznacovat ako transpozény. Transpozony majd na koncoch
palindromatické nukleotidové sekvencie, takZze konce su ksebe pripatané viazanim
komplementarnych baz a volna &ast' transpozonu nesie samotny putujuci funkény gén.
Zaroven tvoria konce transpozonov aj tzv. inzeréné sekvencie, pomocou ktorych sa mézu
transpozény vsunut do rozliénych miest bakterialneho chromozdému a spolu s nim sa
replikovat. Transpozény sa od bakterialneho chromozému mézu aj odtrhnut' a existovat
samostatne. Na rozdiel od plazmidov vSak nie si schopné samostatne sa replikovat a pre
rozmonozovanie potrebuju naviazanie na replikony, ¢o su useky DNA schopné samostatnej
replikacie. Transpozony, okrem iného, mézu niest’ aj gény rezistencie proti antibiotikam.

Obrovsky vyznam extrachromozomalnych genetickych systémov v baktériach spociva
v moznosti prenosu geneticke] informacie nielen v ramci jednotlivych druhov
mikroorganizmov, ale aj v rdmci taxonomicky nepribuznych rodov. Tak sa napriklad méze
stat, ze sa R-plazmid zvcelku nevinnej bunky baktérie E. coli dostane do nejakej
vysokopatogénnej baktérie. Mimochromozomalny geneticky autonémny systém predstavuje
v prirode zasobaren rezistentnych génov, ktoré su schopné rychlo sa sirit do rozli¢nych
kmefiov baktérii. Tym sa zaroven zvySuje geneticka variabilita mikroorganizmov.

Zasadny objav, ktory umoznil ¢loveku aktivhe zasahovat do genetického materialu
mikroorganizmov, bolo objavenie Specifickych enzymov - restrikcnych endonukledz. Tieto
Stiepia molekulu DNA na 3Specifickych restrikénych miestach. Funguju teda ako noznice na
strihanie molekdl DNA v Specifickych poziciach. Do roku 1970 boli zname len enzymy, ktoré
bud Stiepili nukleové kyseliny na velké &asti, alebo ich rozbijali na jednotlivé nukleotidy.
Restrik¢né endonukleazy boli objavené pri Studiu interakcie fagovej DNA s hostitelskou
bakterialnou bunkou. Pozorovalo sa, Ze ak infikujeme jednym typom faga rovnako
rezistentni populédciu baktérii, v dalSich generaciach sa fag postupne prispdsobuje
ochrannému systému hostitelskych buniek a po niekolkych generaciach sa uz rozmnozuje
na pévodne rezistentnych baktériach v plnej sile. Mechanizmus rezistencie bakterialnej
bunky voci fagovej infekcii spociva v produkcii Specifického enzymu-endonukleazy, ktora
Stiepi cudzorodu (fagovd) DNA na malé kisky. Chromozémova DNA vlastnej bunky je na
uréitych miestach ozna¢ena metylovou skupinou, ktor4 endonukleaze signalizuje, Ze ide o
domacu DNA. Pri silnych nakazach vdak ochranny systém baktérie dokonale nezni¢i fagovu
DNA. Neporusené fagové DNA oznali bakterialna bunka na rovnakych miestach ako
vlastnu. Po infekcii daldej bunky uz endonukledza nerozozna vlastni DNA od cudze;j.

RestrikCné endonukleazy maju dbleZitu vlastnost - Stiepia DNA na rovnakych
Specifickych miestach. Po pdsobeni restrikénej endonukledzy jedného typu vznikaju vzdy
rovnaké konce rozStiepenej dvojzavitnice DNA. Napriklad endonukledza EcoR | Stiepi
dvojzavit DNA v sekvencii GAATTG (vid obr. 11.2). Rozstiepenym kuskom DNA sa hovori
lepkavé konce (sticky ends). Niektoré restrik¢né endonukleazy, ako napr. Hae lll, rozstrihni
dvojzavit DNA priamo medzi dvojicami baz (obr. 11.3) a vzniknu tzv. tupé konce. Restrikené
endonukleazy predstavuju prvy krok k ziskaniu presne definovanych malych Gsekov DNA.
Kratke molekuly DNA sa nazyvaju aj oligonukleotidy.
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v
....... ATGAAITGCA - --- - -
....... TACTIA?\GCT-------

Obrazok 11.2. Znazornenie ¢innosti restrikéného enzymu EcoR I. Enzym “rozstrihne” dvojzavit DNA
na miestach vyznacenych Sipkami, takZze vzniknu dva volné “lepkavé” konce.

Iny, nemenej dblezity enzym pre génovd manipulaciu je DNA-ligaza. Tento enzym je
schopny opat' spojit jednotlivé konce rozstrihnutej DNA. To napriklad umozZnuje vioZit do
rozstrihnutej kruhovej molekuly plazmidu kusok cudzorodej DNA a kruh uzatvorit. Niektore
ligazy su schopné spajat "tupé” konce molekul DNA, ktoré vznikaju pri strihani napriklad
enzymom Hae Ill (obr. 11.3). Takto sa na "tupé" konce mozu pripajat kratke umelo
syntetizované Useky DNA-linkery, ktoré maju na druhom konci nukleotidové sekvencie
vhodné na pripojenie k nejakej nosnej DNA. Pripraveny Usek sa pomocou linkerov vilozi do
molekuly DNA, ktorej "lepkavé" konce maju (vzhfadom na "lepkavé" konce linkerov)
komplementarne sekvencie nukleotidov.

Jednym z najvaznejSich problémov molekularnej genetiky je transport a integracia
cudzieho génu do genetického systému hostitelskej bunky. Aby bolo mozné usek cudzej
DNA v hostitelskej bunke replikovat, je potrebné, aby bol spojeny so systémom, ktory je
schopny samostatnej replikacie. Uz sme spomenuli, Ze takéto systémy sa nazyvaju
replikony. Zvyajne sa takyto proces popisuje ako spojenie cudzorodej DNA s vhodnym
vektorom, spolu s ktorym sa prenesie do hostitelskej bunky. Vektor sa v hostitelskej bunke
samostatne rozmnozZuje a vytvori viacero koépii. Takyto proces sa nazyva molekulové
klonovanie. NajvhodnejSimi vektormi su plazmidy, fagy a virusy.

v
....... GATGGCCTTA
....... CTACC$GGAAT-------

Obréazok 11.3. Cinnost restrikénej endonukleazy Hae Ill. Tento enzym “rozstrihne” dvojzavitnicu DNA
priamo medzi dvojicami baz a vzniknd dva "tupé" konce.
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Hlavné etapy pripravy vektora su: rozstiepenie plazmidovej kruhovej molekuly DNA,
pripojenie cudzorodého fragmentu a opatovné spojenie do kruhu. Dnes sa okrem prirodnych
plazmidov pouZzivaju aj umelo skonstruované plazmidy. Ich hlavnou vyhodou je lepSia
manipulovatelnost. Napriklad umely vektor pBR 322 sa skonStruoval na baze plazmidu pSC
101. Z pévodného plazmidu sa okrem signalov pre replikaciu prebrala aj rezistencia voci
ampicilinu a tetracyklinu. Nepotrebné nukleotidové sekvencie sa odstranili. Hmotnost
vektora pBR 322 je v porovnani s hmotnostou plazmidu pSC 101 trikrat menSia. Vektor pBR
322 obsahuje 4361 parov baz.

Ako vektory sa pouzivaju aj fagy a virusy. Tieto sa rozmnozuju v hostitelskych bunkach a
mdzu vytvorit az niekolko sto kopii. FAg lambda ma 48 502 bazovych parov a rozmnozuje sa
v baktérii E. coli. Ma linearnu molekulu DNA, ktora za uréitych okolnosti méze vytvorit' kruh.
Podobne ako v pripade plazmidov sa vytvorili aj tzv. fagy charony. Fagova DNA obsahuje az
40% sekvencii, ktoré nie su potrebné pre vyvoj faga a mézu sa vystrihnat restrikénou
endonukleazou. Umely fag M 13, ktory sa pouziva na transport génov, ma jednoviaknovu
kruhova DNA dizky 7200 nuleotidov. Bohuzial sa vSak molekuly fagovej DNA
s naimplantovanou cudzorodou DNA mézu rozmnoZovat, len ak dizka takéhoto vektora
nepresiahne 105% dizky molekuly pévodného faga.

g

Obrazok 11.4. Prenos cudzorodej DNA do baktérie pomocou kozmidu. (a) Kozmid - kruhova Struktira
sa narusi restrik&nym enzymom, (b) cudzoroda DNA - usek ur€eny na prenos - sa vystrihne restrikénou
endonukledzou, (c) vystrihnuty Usek cudzorodej DNA sa vsunie do linearneho viakna pomocou ligazy,
obnovi sa kruhova Struktira kozmidu, (d) zabalenie rekombinantnej DNA do fagovej hlavy a nasledné
prenesenie do baktérie (g), v ktorej sa teraz okrem bakterialnej chromozomalnej DNA (e) nachadza aj
kozmid (f) s “prepaSovanym” Usekom cudzorodej DNA.

Na prenos a replikaciu vac¢sich retazcov DNA sa pouZivaju tzv. kozmidy. Su to umelo
skonstruované Utvary podobné plazmidom. Obsahuja informaciu pre "vbalovaci systém"
fagov. Po pridani in vivo pripravenych suc¢asti fagov (obal, bi€ik) je cela kozmidova DNA
"zabalena" a pomocou fagovych mechanizmov vnesena do hostitelskej bunky. V nej sa uz
replikuje samostatne, podobne ako plazmid. Mechanizmus prenosu cudzorodej DNA do
hostitelskej bunky pomocou kozmidu je zndzorneny na obr. 11.4. Pre porovnanie uvadzame,
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Ze "velké" plazmidy obsahujuce vyse 10 000 bazovych parov sa uz replikuju pomerne tazko,
kym fagy "unesu" az 30 000 bazovych parov. Velkost kozmidov (45 000 - 50 000 bazovych
parov) je limitovana velkostou fagovej hlavy.

Metdda molekularneho klonovania vychadza z predpokladu, Zze bunka je schopna za
urcitych okolnosti replikovat cudzorodd DNA. Geneticky zmanipulovany vektor sa musi
dostat’ do hostitelskej bunky, ktora tuto sluZzbu vykona. Tieto procesy v8ak prebiehaju za
hranicami mozZnosti svetelného mikroskopu, a preto sa na sledovanie ich priebehu pouzivaju
nepriame genetické metédy. Ako priklad si uvedieme molekularne klonovanie pomocou
umelého plazmidu pBR 322. Vyuziva sa skutoCnost, Ze restrikéné miesto, kde sa napaja
cudzoroda DNA, sa nachadza v géne na rezistenciu proti ampicilinu. Plazmid pBR 322 mé
v8ak aj gén rezistencie proti tetracyklinu, ktory zostane neporuseny. Prakticky nie je mozné
zabezpelit, aby vdetky plazmidy obsahovali po génovej manipulacii cudzorodu
rekombinantni DNA. Ak vysejeme hostitelské bakterialne bunky na platiu s tetracyklinom,
rozmnozia sa vsetky baktérie, do ktorych prenikol vektor pBR 322, & uz s rekombinantnou
DNA, alebo bez nej. Ak neskdr takto vyselektované bunky prenesieme do prostredia
s ampicilinom, rozmnoZovat’ sa budu len bunky neobsahujuce rekombinantni DNA, pretoZe
plazmidy, ktoré do nich prenikli, maja neporuSeny gén rezistencie proti ampicilinu. Dnes sa
na selekciu baktérii obsahujicich rekombinantnd DNA pouzivaju skor signalne gény, ktoré
sa daju rahko (napr. farebne) zistit. Kolénie buniek sa liSia farebne, svietia, alebo rastu na
vybranom substrate.

a C
b I ———

d

—
f
T
g
h

Obrazok 11.5. Technika polymeraznej retazovej reakcie (PCR). Dvojzavitnicu vzorovej DNA (a)
zahriatim rozdelime na dve komplementarne jednoviaknové molekuly DNA (d-e). Po naslednom
ochladeni sa iniciatory (b-c) viazu na vlakna (d) a (e). Enzym Taqg polymeraza dosyntetizuje prisluSné
komplementarne vlakna (f-g), takze z pdvodnej dvojzavitnice DNA (a) dostdvame dve identické kopie

(h-i).
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Vyznam objavu polymeraznej retazovej reakcie (Polymerase Chain Reaction - PCR) sa
v genetike porovnava s vyznamom objavu tlagiarenského lisu v renesancii. Technika PCR
mobze v priebehu niekolkych mindt az hodin znasobit' poZadovanu sekvenciu DNA niekolko
stomiliénov-krat. PCR je zaloZzena na termostabilnom enzyme Taqg polymeréze, ktory je
schopny syntetizovat komplementarny retazec k danému retazcu DNA v zmesi obsahujlce;j
jednak samostatné DNA bazy, jednak oligonukleotidové DNA molekuly dihé asi 20 baz.
Oligonukleotidy hraju ulohu inicidtorov a anglicky sa nazyvaju primers. Inicidtory tvoria kratke
retazce DNA komplementarne k opaénym koncom protilahlych retazcov dvojzavitnice
pévodnej DNA. Cela zmes sa najprv zohreje, aby sa navzajom separovali linearne retazce
v dvojzavitnici vzorovej DNA. Neskoér sa zmes ochladi a iniciatory sa naviazu na konce
oddelenych jednovldknovych molekdl DNA. Potom sa pomocou Tag-polymerazy syntetizuju
komplementarne molekuly k oddelenym retazcom vzorovej DNA, &im sme dostali dva
identické dvojzavity zdrojovej DNA. Tento proces sa opakuje, pricom pocet syntetizovanych
dvojzavitovych kopii vzorovej DNA rastie exponencialne. Za jednu hodinu prebehne asi 20
PCR cyklov, priiom sa pocet kopii zvadsi asi 2°° = 10° krat. Na obr. 11.5 je nazorné
zobrazenie techniky PCR.

Prv ako prikro¢ime k prikladom rieSenia konkrétnych probléemov vypo&tami na baze DNA,
struéne zrekapitulume fakty o jednom 2z najrozSirenejSich teoretickych modelov
symbolickych vypoctovych systémov (vratane najmodernejSich superpoditatov) - o
Turingovom stroji.

11.2 Teoretické modely vypoétového procesu

Konecnostavovy automat pozostava z koneénej mnozZiny stavov a koneéného zoznamu
prechodovych pravidiel. Kazdé prechodové pravidlo ma tvar: ak si v stave i a na vstupe mas
symbol A, chod do stavu j a na vystup daj symbol B. Turingov stroj je kone¢nostavovy
automat, ktory je navySe vybaveny nekoneénou 1-dimenzionalnou zapisovacou paskou, na
ktorej mdze uchovavat informaciu zapisovanim symbolov do jednotlivych polic¢ok. Samotny
Turingov stroj je potom definovany koneénou mnozinou pravidiel tvaru: ak si v stave i a na
poli¢ku, ktoré prave &itas, je zapisany symbol A, potom zmen svoj stav na j, prepiS symbol A
na symbol B a pohni sa na paske o jedno poli¢ko doprava. Pohyb na paske méze byt aj
smerom dolava, pripadne aktualne poli¢ko na paske vébec nemusime opustit. Turingov stroj
ma Specialny koncovy stav, z ktorého uz nie je mozny prechod do iného stavu. Na zaciatku
vypoltu je zaplnena len koncova Cast pasky (na ostatnych polickach su tzv. prazdne
symboly). Poliatoény obsah pasky reprezentuje “program” pre Turingov stroj.

Hovorime, Ze stroj M ma univerzalne vypoctové schopnosti na nejakej triede vypoctovych
systémov C, ak fubovolny stroj N z triedy C moze byt emulovany na M jeho vhodnym
naprogramovanim. Turingove stroje su univerzalne na triede v3etkych konvencnych
poéitacov - existuju Epecialne univerzalne Turingove stroje, ktoré mézu emulovat’ fubovolny
iny vypoctovy systém, ktory by sme v si¢asnosti nazvali “pocitatom”.

Nedeterministicky Turingov stroj ma mnozinu pravidiel, ktoré nemusia za kazdych
okolnosti Specifikovat jedini moznu akciu, ale v urgitych suvislostiach ponukaju viacero
moznosti na vyber (napr. po zmene stavu a prepisani symbolu na paske pohni hlavou
doprava alebo dofava).

Trieda problémov, ktoré su riesitelné univerzalnym Turingovym strojom za maximélne K
krokov, kde K je polynomiélnou funkciou poétu bitov na vstupe, sa oznacuje P. Ak v
predoSlej vete vymenime univerzalny Turingov stroj za nedeterministicky univerzalny
Turingov stroj, dostavame triedu uloh, ktora byva ozna¢ena NP. Znamena to, Zze ak by sme
sa vedeli pri nedeterministickom vybere pravidiel “spravne” rozhodovat, trval by vypocet len
polynomialny pocet krokov vzhladom na velkost vstupu. Problém je v8ak v tom, Ze va&sinou
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nevieme, ktoré pravidlo je v danom momente najvhodnejsie pouZit, a tak sa vypocet mdze
netimerne predizit (az na exponencialny podet krokov vzhladom na velkost vstupu). Trieda
problémov X taka, Zze kazdu ulohu z NP moZno previest v polynomialnom &ase na ulohu v X,
sa nazyva NP-Uplna. Vo véeobecnosti sa predpoklada, Ze trieda P je vlastnou podmnozinou
triedy NP a Ze NP-Uplné problémy mozZno vo vSeobecnosti riesit na deterministickych
Turingovych strojoch len za exponencialny pocet krokov. Toto pomerne pesimisticke
tvrdenie ostava stale otvorenou otazkou, aj ked vaésina teoretickych informatikov veri v jeho
pravdivost.

11.3 Formalna notacia operacii nad DNA

V odbornej literature je mozné najst mnoho rozlicnych formalnych zapisov struktury DNA a
operacii nad retazcami DNA. KedZe pocitanie na baze DNA je mlada vedna disciplina,
neexistuje v suCasnosti vSeobecne akceptovana notacia pre kompaktny zapis
experimentalnych postupov, ¢i formulaciu teoretickych vysledkov. V tejto kapitole budeme
pouzivat notaciu, ktoru zaviedli traja informatici Dan Boneh, Christopher Dunworth a Richard
Lipton z Princetonskej univerzity v USA.

Uz sme spomenuli, Ze molekulu DNA mozno povazovat za reprezentaciu orientovaneho
retazca nad abecedou x:(xl,xz,...,xn)T. Formalne je retazec, alebo slovo x nad abecedou
=={A,T,G,C} kone&na postupnost symbolov z =, napr. x=ACCTGAC. Mnozinu v3etkych
neprazdnych koneénych slov nad abecedou = ozna&ujeme ='. Komplement retazca x je
slovo X, v ktorom je kazdy symbol nahradeny jeho Watsonovym-Crickovym komplementom.
Inymi slovami, X vznikne tak, Ze na kazdy symbol retazca x aplikujeme zobrazenie A T,
C -G, G -C, TR - A. Retazec, v ktorom symboly nasleduju v opa¢nom poradi, ako v slove
X, sa oznacuje X .

Pre kazdy refazec x 0 =" nad = existuje molekula DNA, v ktorej za sebou nasledujlce
bazy v orientécii 5’-3' zodpovedaju symbolom slova x. Takuto molekulu budeme oznacovat’
t X. | X oznaduje molekulu DNA komplementarnu k molekule t+ x. Ked sa molekuly + x a | x
spoja vazbami medzi komplementarnymi bazami, vznikne dvojzavit ] x. Tato situacia
nastane, ak su v roztoku molekuly t x aj | x a roztok ochladime. Formalne t+ x + | X - [ X.
Podobne pre x,y,z 0 =" sa molekuly 1 xy a | yz za vhodnych podmienok spoja, aby vytvorili
CiastoCny dvojzavit t x Iy | z

Nasledujuci priklad sumarizuje zavedené operatory:

x = ACCTGAC

>D< =TGGACTG
x® =CAGTCCA
t x=5'-ACCTGAC -3
) ., Ox0
1 x=3-TGGACTG -5 =1 E}X %

_5'-ACCTGAC -3

Tx=_, ,
3'-TGGACTG -5
Nech
y = ATCGA
z =TTGAGCT ,
potom
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t Xy =5'- ACCTGACATCGA-3
1 yz=3'-TAGCTAACTCGA-5

5 -ACCTGACATCGA-3 - ---

T Xy+ | Z -1 X I z=
y+ 1y Iyvz= ________ 3’ TAGCTAACTCGA 5

11.4 Experiment L. Adlemana - hfadanie hamiltonovskej cesty v
orientovanom grafe na baze DNA

Matematika ako vedna disciplina prenikla do mnohych vednych odborov a v ich ramci
prispela k jasnej formulécii problémov a mnohokrat aj k ich elegantnému rieSeniu. Vynimkou
nie je ani biologia. Citatela, ktory by sa chcel dozvediet viac o matematickom modelovani
biologickych procesov, odkazujeme napr. na publikaciu [1]. L. Adleman v3ak tdato situciu
obratil naruby. VyuZil biclogické procesy na simulaciu matematickych vypoctov [2]. Podstata
jeho pristupu spociva v kédovani informacie na retazcoch DNA a vo vyuziti enzymov na

simulaciu jednoduchych vypoctov.

Obrazok 11.6. Orientovany graf pouzity v pokuse L. Adlemana najst vypoétami na baze DNA
hamiltonovsku cestu z uzla 0 do uzla 6.

L. Adleman sa podujal prakticky ukazat pouZitelnost' svojej tedrie na testovani existencie
hamiltonovskej cesty v orientovanom grafe. Problém existencie hamiltonovskej cesty v
orientovanych grafoch je NP-Uplny. Znamena to, ze dosial sa nenasiel (a ako sme uviedli,
mnoho informatikov veri, 2e sa ani nikdy nenajde) algoritmus, ktory by pre [ubovolny
orientovany graf G a pre jeho [ubovolné dva vrcholy A,B, rozhodol po N krokoch, &i v G
existuje cesta z A do B, pricom kazdy vrchol grafu G by bol navstiveny prave raz. Pocet N
krokov algoritmu pritom musi byt polynomialnou funkciou poc&tu vrcholov v G. Volne
povedané - overovanie existencie hamiltonovskej cesty v orientovanom grafe je vo
vieobecnosti vypoltovo naroéna uloha. Podet krokov potrebnych na vyrieSenie problemu
rastie exponencialne s velkostou grafu. Treba v8ak povedat, Zze NP-UpIné problémy robia
starosti informatikom len pri tlohach vaésieho rozsahu a L. Adleman si pre svoj experiment
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zvolil pomerne jednoduchy graf na obr. 11.6 so Startovacim uzlom 0 a koncovym uzlom 6.
Hamiltonovské4 cestaje 0 -1 -2 -3 -4 55 5 6.

Uvedme si najprv hruby nacért algoritmu overujuceho existenciu hamiltonovskej cesty z
uzla A do uzla B v orientovanom grafe G s n vrcholmi:

1. generuj ndhodné cesty v grafe G,

2. ponechaj si len cesty vychadzajluce z uzla A a kon&iace v uzle
81

3. vylug v8etky cesty, ktorych dizka je réznaod n,

4. ponechaj si len tie cesty, ktoré navstivia kazdy vrchol najviac
raz,

5. ak je mnoZina zostavajucich ciest neprazdna, daj kladnu
odpoved, ina¢ odpovedz zaporne.

Teraz si opiSeme, ako sa daju jednotlivé kroky takéhoto algoritmu realizovat pomocou
molekul DNA a operacii nad nimi.

1. Kazdy uzol v grafu G stotoznime s nahodne zvolenym retazcom O(v)=L(V)R(v) dizky 20,
ktory sa skladda z dvoch za sebou nasledujucich retazcov L(v), R(v) dizky 10.
Oligonukleotid kédujuci vrchol v je potom t O(v). Kazdu orientovanu hranu z vrcholu p do
vrcholu q zakdédujeme Usekom DNA 1tR(p)L(g). Orientované hrany z pociato¢ného
vrcholu vy kédujme oligonukleotidmi O(viy )L(q) dizky 30. Podobne kédujeme hrany do
koncového vrcholu vgyp oligonukleotidmi R(p)O(Venp). Za sebou nasledujuce hrany
tvoriace cestu v grafe G spajame pomocou komplementarnych kédov | O(v) vrcholov, cez
ktoré cesta prechadza. Napriklad ak v grafe G existuju hrany z vrcholu p do vrcholu g a z
vrcholu g do vrcholu r, potom reprezentacia cesty p -q -r vznikne zviazanim kédov
tR(p)L(g) a 1 R(g)L(r) hran p - q a g —r s komplementarnymi kédmi, | O(p)=1 L(p)! R(p),
10(q)=tL(g)t R(g) a Lt O(r)=1 L(r)! R(r) vrcholov p,qar:

tL(p)¢ R(p} 1 R(p)r L(ay i L(a) R(ayt R(a) L(: L() R(5
+L(P)TR(P)O(a)L(r)+ R(r)

2. Pouzitim DNA-ligazy moZno pospajat za sebou nasledujice hrany a vygenerovat v
roztoku molekuly DNA, ktoré koduju cesty v grafe G. Ak dame do roztoku dostatoéné
mnozstvo molekul, ktoré kéduju hrany a molekul, ktoré komplementarne kbduja vrcholy

grafu G (L. Adleman pridal do roztoku 50 pmol z kazdého typu molekul DNA), existuje
moznost, ze medzi vygenerovanymi cestami bude aj hamiltonovska cesta.

3. Molekuly koédujuce cesty v grafe G, ktoré boli vygenerované v predoSlom kroku,
znasobime technikou PCR pouzitim iniciatorov 1t O(viy)) a | O(venp). Velky pocet képii
vznikne len z molekul, ktoré kdduju cesty zacinajuce v vy, a kongiace v Veyp.

4. Produkty kroku 3. zoradime podla velkosti metddou gélovej elektroforézy (molekulového
sita). Molekuly DNA nanesieme na Startovacie miesto arag6zneho gélu, na ktory pésobi
elektrické pole. Vplyvom pofa su molekuly DNA pritahované smerom k &elu. Dlhsie
molekuly putuju gélom pomalSie ako kratSie a po urcitom ¢ase sa molekuly distribuuju v
prostredi v jasne detekovatelnych pasoch. Pasma jednozna&ne odpovedaju dizkam
molekul. Napriklad pre Adlemanov graf na obr. 11.6 bolo treba detekovat pasmo molekul
dizky 140 bazovych parov kédujucich cesty v grafe G dizky 7. Molekuly z prislug§ného
pasma extrahujeme a cely postup niekolkokrat opakujeme, aby sme dosiahli ¢o
najpresnejsiu selekciu molekul pozadovanej dizky.
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5. lterativne aplikujeme proces afinitného precistovania (affinity purification). Najprv
zahriatim roztoku rozpojime dvojzavity kédujice cesty v grafe G na jednovlaknové
molekuly DNA. Potom pre kazdy vrchol v grafu G opakujeme tento postup: pre vrchol v
grafu G vygenerujeme képie jeho komplementarnej reprezentacie 1 O(v) a pripojime ich
na magnetické castice (presnejsie, 1 0(v) oznackujeme molekulami biotinu; biotinové
molekuly sa zas viazu na magnetické ¢astice s avidinom). Molekuly vyselektované v
predoSlom kroku nechédme reasociovat so sekvenciami na magnetickych €asticiach. Na
magnetické Castice sa naviazu len molekuly kddujuce cesty prechadzajuce cez vrchol v.
Ostatné molekuly z roztoku odplavime.

6. Pritomnost molekuly koédujucej hamiltonovskd cestu v grafe G overime zndsobenim
produktov doterajsich krokov pomocou procedury PCR a naslednym pouzitim techniky
gélovej elektroforézy.

V ¢om spociva hlavny prinos myslienky L. Adlemana vyuzit molekuly DNA ako vypoctové
médium [3]? Teoreticky mdéZzu molekularne pocitae prekonat existujuce superpocitace.
Operacie, ktoré je mozné vykonat nad molekulami DNA pomocou metdéd molekularnej
biolégie, sa mdzu vyuZit pri masivhom paralelnom prehlfadavani obrovskych priestorov
rieSeni. Odhaduje sa, ze molekularne pocitate by prekonali existujuce pogéitae nielen
svojou rychlostou, ale aj ekonomikou uchovavania informacie a malou energetickou
spotrebou. Adlemanov model je schopny vykonat asi 1.2x10'® operécii za sekundu. To je asi
1200000-krat viac ako najrychleSi superpocitat. Dnedné superpocitate spotrebuju jeden
joule na vykonanie 10° operacii. Energeticka spotreba molekularneho pocitaca je asi 2x10"™
operacii na jeden joule. Znamena to, Zze molekularny pocitat by mohol byt asi 10"%-krat
efektivnejsi ako moderné superpocitate. Pritom molekularne pocitale potrebuju na
uchovanie jedného bitu informéacie asi jeden kubicky nanometer, zatial ¢o existujuce
pamatové média uchovavaijt informaciu s hustotou asi 1 bit na 10™ kubickych nanometrov.

Popri vine nadSenia, ktord Adlemanov pokus vyvolal, sa ozvali aj kritické hlasy
spochybnujuce jeho optimistické vizie éry molekularnych vypoc¢tovych systémov. V ¢om je
problém? Prakticka realizacia operacii nad DNA naraza na mnohé uskalia, ktoré su
profesiondlnym genetikom dplne zrejmé, no pre informatikov ostavaju skryté. Konkrétny
problém, ktory L. Adleman riesil, je totiz naozaj jednoduchy a Clovek je schopny najst jeho
rieSenie po chvili uvazovania. Adlemanovi stacilo zakddovat 7 vrcholov orientovaného grafu
G néahodne vygenerovanymi oligonukleotidmi dizky 20. Intuitivne je zrejmé, Ze takéto
zakddovanie problému bude v poriadku okrem situacii, ktoré s malo pravdepodobné. Ak by
sme v3ak mali najst hamiltonovskl cestu v podstatne va¢dom grafe, budeme potrebovat
dinSie kody pre vrcholy, a tym vzrastie pravdepodobnost chyb prvého a druhého druhu (teda
zistenia faloSnych hamiltonovskych ciest alebo nezistenia existujucich hamiltonovskych
ciest). DIhSie kody pre vrcholy prind3aju riziko nedokonalych alebo zle usmernenych spajani
komplementarnych usekov DNA. MéZe sa dokonca stat, Ze vlakno DNA sa chne a vytvori
na uréitom useku dvojzavit samo so sebou. Takato situicia nastane, ak molekula DNA
obsahuje dve dostato€¢ne dlhé podpostupnosti baz U a V také, Z2e tU = V. Takymto
sekvenciam sa hovori palindrémy. Deformované vliakno DNA pripomina sponku do vlasov
(hairpin match).

Problém vhodnych koédov pre model L. Adlemana analyzovali R. Deaton a
spolupracovnici v [4]. Hlavhou myslienkou ich pristupu je pouzit také kédy O(v)=L(V)R(v) pre
vrcholy vOOV(G) grafu G, aby sa molekuly z mnoZiny

{rev)vovejp tv)v ve} { r@fv e} { rH)v v(G},

kde V(G) je mnoZina vrcholov grafu G, odliSovali v najmenej t bazach. Parameter t zavisi od
diZky oligonukleotidov N a od podmienok, za ktorych sa vypocet realizuje.
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Iny pristup k vhodnému kddovaniu informécie, ktory by obiSiel problém palindrémov a
zabezpecil dostatocnu réznost kddujucich sekvencii, mozno najst v [5]. Postupnosti baz v
kédujucich molekulach DNA zodpovedaju modifikovanym DeBruijnovym sekvenciam.

11.5 R. Lipton - Uréenie splnitel'nosti logickych formul na baze DNA

Americky matematik R. J. Lipton z Princetonskej univerzity rozsiril pracu L. Adlemana a
postavil ju na pevnejsi formalny zaklad [6,7]. Sustredil sa na riedenie dalSieho NP-UpIného
problému - uréenia spinitelnosti logicke] formuly (Formula Satisfaction Problem). Formélne
mozno tento problém vyjadrit’ takto: mame danu (potencialne fubovolnud) logicku formulu
F(X1,....Xn) dizZky s. Rozhodnite, & existuji také pravdivostné hodnoty boolovskych
premennych Xg,...,X,, z& formula F(xy,...,X,) je pravdiva. Takémuto problému sa hovori aj
(n,s)-problém spinitelnosti logickej formuly.

R. Lipton sa rozhodol vybudovat' véecobecnejsiu stratégiu vypoctov na baze DNA, pretoZe
citil, Ze postup L. Adlemana je “Sity na mieru” problému hamiltonovskej cesty a nie je priamo
pouzitelny pre rieSenie akejkolvek NP-Uplnej tlohy. Samozrejme, jednou z moznosti by bolo
dany NP-Upiny problém transformovat’ na konvenénom pocitaci (v polynomialnom &ase) na
problém existencie hamiltonovskej cesty v orientovanom grafe a tento vyriesit na baze DNA.
Takyto pristup by v8ak nebol elegantny a neposunul by vyskum v oblasti vypoltov na baze
DNA na systematickejSiu platformu. Jednym z prinosov R. Liptona bolo, Zze ukazal ako
postupovat pri implementacii hierarchicky organizovaného DNA pocitaca, ktory vola
podprogramy realizované DNA pogitaémi na niZSej arovni.

Formalne moZno skimavku s molekulami DNA povazovat za kone¢nu multimnozinu
orientovanych retazcov nad abecedou {A,C,G,T}. Multimnozina (multiset) je subor prvkov,
kde spolu s prvkom patriacim do mnoZiny udrzujeme aj informaciu o poéte kopii daného
prvku v mnozZine. Ak sa obratime na multimnozinu a pouzijeme z nej pre nejaku operaciu
prvok X, potom pocetnost prvku x znizime o jednotku. Klasické mnoZiny su teda
multimnoziny, ktorych prvky su k dispozicii v neobmedzene velkom pocte kopii.

Liptonov pocitat na baze DNA pracuje so skimavkami obsahujacimi DNA, nad ktorymi
su povolené urcité operacie. Vypocet sa inicializuje vZdy s jednou skimavkou, navyse tou
istou pre vsetky vypocty. Obsah pociatonej skumavky zodpoveda grafu G na obr. 11.7.

()
OS2

Obrazok 11.7. Orientovany graf, ktorého cesty z uzla a1 do uzla an+1 uruje obsah pociato¢nej

skumavky. Sekvencie a; predstavuju oddelovage umiestnené medzi sekvencie x°, x' kodujlce

hodnoty jednotlivych bitov n-bitového binarneho &isla b1by...bn.

Molekuly DNA nachadzajuce sa v pociato¢nej skumavke zodpovedaju cestam v grafe G s
poc¢iatoénym uzlom a; a koncovym uzlom a,.;. Po€iato¢né molekuly sa generuju technikou
pouzitou L. Adlemanom na hladanie hamiltonovskych ciest v orientovanom grafe. Tentoraz
vSak negenerujeme cesty zacCinajuce v uzle a;, konciace v uzle a,.; a prechadzajuce
kaZzdym vrcholom prave raz, ale poZzadujeme len cesty v grafe G z a; do an.;. Kazda takato
cesta y reprezentuje n-bitové binarne €islo bib,...b,, kde hodnota bitu b;1{0,1} je b;= 0, ak
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cesta y prechadza cez uzol x’, a b; = 1, ak y prechadza cez x'. Molekuly DNA

reprezentujuce uzly a; sluZia ako oddefovace jednotlivych bitov binarneho ¢&isla.
Nad skimavkami su povolené tieto operacie:

1. Extrahuj - zo skimavky t extrahuj vSetky molekuly DNA, ktoré obsahuji danu
podpostupnost’ baz.

2. Zistuj - zisti, ¢i sa v skimavke t nachadza nejaka molekula DNA alebo nie.

3. Znasob - znasob pocet kopii molekul DNA nachadzajicich sa v skimavke t.

S takymito operaciami nad skumavkami obsahujucimi molekuly DNA sme sa uZ stretli pri
opise pokusu L. Adlemana: operacia extrahuj vybrala iba tie molekuly DNA, ktoré
prechadzali danym uzlom grafu, operaciou znasob, realizovanou technikou PCR, sme ziskali
mnoho kopii molekdl kodujicich cesty zo zadiato€ného do koncového vrcholu grafu,
operacia zistuf dala kone¢nu odpoved na otazku existencie hamiltonovskej cesty v danom
orientovanom grafe.

Ozna¢me symbolom E(t,i,b) vSetky molekuly v skiimavke t kédujuce €isla, ktorych i-ty bit
mé& hodnotu b[1{0,1}. Takéto molekuly mozno ziskat operaciou extrahuj nad t, pri¢om
kla¢ova podpostupnost bude postupnost baz v molekule DNA kédujucej vrchol x;, ak
b, =0, alebo postupnost baz v DNA kéde pre x', ak b, =1.

Dokazme si najprv jednoduch$ie tvrdenie o riedeni problému urenia splinitelnosti formul
v konjuktivnom normalnom tvare. Logicka formula je v konjuktivnom normalnom tvare, ak je
tvorena konecnym poctom klauzul spojenych logickym sucinom (konjukciou), pricom kazda
klauzula predstavuje logicky su¢et kone&ného poctu literalov.

Veta 1: Nech F je logicka formula n premennych, ktora je v konjuktivnom normalnom tvare.
Nech pocet klauzul formuly F je c. Potom problém spinitelnosti formuly F je vypo&tom na
baze DNA rieSitelny za maximalne O(c) krokov extrahuj (teda pocet krokov extrahuj je
linearnou funkciou po&tu klauzul ¢) a jeden krok zistuj.

Dbkaz. Nech C,...,C. su klauzuly formule F. Skonstruujeme taku postupnost skumaviek
to,...,te, 2€ v skumavke tx sa nachadzaju molekuly DNA kédujuce n-bitové &isla x, pre ktoré
Cl = Cz = Ck =1.

V pociato¢nej skumavke t, sa nachadzaju molekuly reprezentujuce kazdé n-bitové &islo.
Konstrukciu urobime indukciou. Predpokladajme, Ze skumavku t, sme uZz skonstruovali,
ukazeme si konstrukciu skumavky t.;. Nech klauzula Cy.; mé tvar 1,0 1,0...0 Iy, kde kazde |;
je bud literal, alebo jeho komplement. Pre kazdé |; vytvor skimavku S; obsahujicu molekuly
Z E(tj,1), ak | =x;, alebo E(t,,0), ak |; =X;. Skumavku t.; ziskame zliatim obsahov

skimaviek S;,..., Sp.
Posledny krok algoritmu predstavuje operacia zistuj na skimavke t..

Veta 2: Kazdy (n,s)-problém splnitelnosti logickej formuly je vypoltom na baze DNA
rieSitefny za maximalne O(s) krokov extrahuj a jeden krok zistuj.

Dbkaz. Pre boolovsku formulu f s n premennymi a skimavku t obsahujicu molekuly
kddujuce n-bitové &isla definujme (multimnozinu TT(f,t)={x0t |f(x)=1}. Nad&im cielom je
skonstruovat’ TT(F,tp), kde to je podiato&na skumavka obsahujuca képie vSetkych n-bitovych
Cisel. Ukazeme si, ako “vypocitat” TT. M&2Zu nastat’ Styri moZnosti:

1. f =x .V tomto pripade TT(x;,t) =E(t,i,1).
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2. f=Xx.Potom TT(x;,t)=E(t,i,0).

3. f = F1 O F, Najprv vytvor t; =TT(Fy,t) a t = t - TT(Fy,t) = t - t;,. V skdmavke t, sa
nach&dzaju molekuly kédujluce n-bitové ¢isla, ktoré nespliaju formulu F;. Dalej skonstruu;
t3=TT(F2,t2) ats=t,- t3. Vysledok dostaneme zliatim skimaviek t; a ts (t; O t3), pricom sa
molekuly nevyhovujdcu formule F; OF, nachadzaju v skimavke t,.

4. f = F; OF, Utvor t =TT(Fy,t) a tp =t - t3. Potom skonStruuj t3 =TT(F,,t;) a ty =t - ta.
Vysledok je v skimavke t3 a nevyhovujlce vstupy su v t, O ty.

Nie je tazké vidiet, Ze polet krokov potrebnych na zodpovedanie otazky splnitelnosti
[ubovolnej boolovskej formuly je linearnou funkciou jej velkosti.

Dobkaz by sa eSte zjednodusSil, ak by sme povolili aj operéciu znasob. Pripady 1. a 2. by
ostali nezmenené, ale v pripade 3. by stadilo vykonat' logické alebo TT(F.,t) O TT(F,,t),
kedZ?e mame mozZnost vyrobit si képie skumavky t. Pripad 4. by sme vyrieSili ako
TT(F1, TT(F2,1)).

Uz sme spominali, Zze R. Lipton navrhol aj mechanizmus volania podprogramov na baze
DNA z hierarchicky vyssich vypoétov na baze DNA. Nadrtnime zakladnu ideu tohoto
mechanizmu.

Predpokladajme, Ze mame za ulohu prehfadat exponencialne velky prehfadavaci priestor
(napriklad mnozinu vSetkych m-bitovych Cisel pre dostatocne velké m) a mame najst prvok x
splfiajuci dany predikat P. Prehladavaci algoritmus zaloZzeny na hrubej sile by mohol mat
tvar:

pre kazdé x=12,..,2"
ak P(x) potom

vrat X

Predpokladajme tiez, ze vypolet predikatu P nie je “drahy” a je vykonatelny v
polynomialnom ¢ase. MéZe nam nejako poméct fakt, Ze vypotom na baze DNA sme
schopni vyriesit problém splnitefnosti logickej formule v linearnom &ase? Ak by sme pre
kazdé x generovali len prvych m - n bitov (m > n) a skonstruovali formulu F, ktora je
pravdiva vtedy a len vtedy, ak nejaké x ma zaciatoénych m — n bitov zhodnych s danou
(m —n)-ticou a sucasne vyhovuje predikatu P, stacilo by hrubou silou prehladavat len
potencialne omnoho mensi priestor velkosti 2™ ~". Zvy3nych n bitov kazdého prvku x by sme
dokazali otestovat’ v linedrnom &ase v procese testovania spinitelnosti formule F. Ak berieme
do Gvahy polynomialnu €asovu zloZitost’ vypoltu predikatu P, prehladavaci proces by sme
boli schopni ukongit za O(n“2™") krokov.

11.6 Pocéitace na baze DNA su univerzalne vypoctové systémy

Dalgim krokom v systematickom $tudiu vypo&tov na baze DNA bolo uréenie typu uloh, ktoré
sU schopné riesit. Otazka znela: Su pocitate na baze DNA v principe rovnako schopné ako
najmodernejSie superpocitace, alebo existuju ulohy, ktoré je teoreticky mozné vyriesit na
su€asnych pocitacoch, no vypoCet na baze DNA by nikdy k vysledku nedospel?
Poznamenavame, Ze pri otazkach tohoto typu nas viac ako konkrétne paméatové a ¢asové
zloZitosti algoritmov na jednotlivych vypoc&tovych médiach zaujima, &i architektura toho-
ktorého vypoétového systému v principe umoznuje dany typ uUlohy riesit alebo nie.
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V tejto kapitole si ukazeme, Ze v principe neexistuje zZiadny problém rieditelny na
konvenénych pocitatoch, ktory by nebol riesitelny aj vypoctami na baze DNA. Z hladiska
teoretickej informatiky mozno tato skutoénost formulovat aj takto [5]:

Veta 3: Vypocty na baze DNA st schopné simulovat akykolvek nedeterministicky Turingov
stroj.

DoOkaz. Existuje niekofko verzii dékazu vety 3. My si ukaZzeme ddkaz, ktory prezentovali
W.D. Smith a A. Schweitzer z vyskumného Ustavu firmy NEC v Princetone, USA, na prvom
oficialnom pracovnom stretnuti pracovnikov zaoberajucich sa vypoc&tami na baze DNA [5].

Dokaz spociva v priamej konstrukcii Turingovho stroja s vyuzZitim molekul DNA ako
pamatového média a enzymatickych operacii umozZfujucich transformacie medzi
jednotlivymi konfiguraciami Turingovho stroja. Turingov stroj bude reprezentovany kruhovou
molekulou DNA, kde sa Useky jednovidknovej DNA striedaju s usekmi dvojzavitu. Vaésina
takejto “paskove]” molekuly DNA je rozdelena na kratke useky (dizky napr. 20 baz), ktoré
reprezentuji jednotlivé symboly vyskytujice sa na paske simulovaného Turingovho stroja.
Pochopitelne, v praxi bude dizka retazcov reprezentujlcich paskové symboly zavisiet od ich
poctu a volba samotnych sekvencii musi obist’ problémy spominané v kapitole 11.4.

Sekvencie kodujuce paskové symboly su oddelené “Ciarkami” <, ktoré si kodované
$pecialnou postupnostou baz dizky 20.

Paska nie je nekonedna, ale ma koneénu dizku a je kruhova. Model Turingovho stroja na
baze DNA vSak skonstruujeme tak, aby si mohol vyrobit' viac paskového priestoru, ak to
bude potrebné. Na pozicii protifahlej k pociatoénému poli¢ku pasky je umiestnena Specialna
postupnost baz, ktora signalizuje “konce” pasky. Touto sekvenciou je zaroven pevne
pripojend na Specifické miesto v skdmavke kruhovd molekula DNA biotin-avidinovou
technikou, ktord pouZil L. Adleman v kroku 4. algoritmu hladania hamiltonovskej cesty v
orientovanom grafe (kapitola 11.4).

Sekvenciami na kruhovej molekule DNA kédujeme aj polohu hlavy Turingovho stroja.
Konkrétne, podpostupnosti baz na DNA reprezentuju stav H hlavy a symbol L nachadzajlci
sa bezprostredne nalavo od g&itacej hlavy stroja. Za sekvenciou H nasleduje Speciélna
postupnost > rozpoznavana restrikcnym enzymom, ktory rozstrihne kruhovd molekulu DNA
prave za sekvenciou kddujucou stav hlavy Turingovho stroja.

Krok 1. Pouzi restrikény enzym na rozstrihnutie DNA napravo od $pecialnej postupnosti baz
oznatenej symbolom >. Tento krok transformuje kruhovu DNA na linearnu molekulu s
"lepkavymi" koncami. Vyplachnutim skdmavky odstranime enzym a molekula DNA ostane
pripevnend k stene biotin-avidinovou véazbou. Zahriatim roztoku roztrhneme véazby v
dvojzavitoch a utvorime izolované viakno DNA. ZvySky DNA opéat odstranime jednoduchym
vyplachnutim skimavky.

Restrikény enzym EcoR Il je jednym z vhodnych kandidatov pre realizaciu tohto kroku.
EcoR Il striha molekulu na konci Specifickej postupnosti t>=1GGWCC (resp. |>), kde
WO{A,T }. Teda rozstrihnutim dvojzavitu $S>Q, (S,Q{A,T,G,C}") vzniknl dve jednovlaknové
molekuly 1 S>a | > Q. Cas potrebny na realizaciu kroku je asi 10-100 minut.

Krok 2. Do pracovnej skumavky pridame zmes jednovldknovych molekudl DNA, ktoré kéduju
prechody medzi konfiguraciami nachadzajuce sa v prechodovej tabulke Turingovho stroja.
Molekuly kédujuce pravidlo - ak je ¢itacia hlava v stave H a ¢&ita paskovy symbol L, potom
zmef stav hlavy na H"” a prepi$ symbol L symbolom L" - maji tvar (e LeH>sL"H>e. Ak by
sme chceli posunut hlavu o jedno policko dolava, mali by kédujuce molekuly tvar
LeLeH >eH>eL "%,
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Molekuly kodujuce prechody medzi konfiguraciami Turingovho stroja sa viazu na oba
rozstrihnuté konce “paskovej DNA” sekvenciami teLeH > a . Takymto spdsobom bude
paskova DNA opat kruhova. Na tuto operaciu budeme potrebovat enzym ligazu a molekuly
adenozintrifosfatu (ATP), ktoré v bunkach funguju ako donor energie.

Molekula DNA velkosti fAgu lambda (48514 bazovych parov) méze byt ligazou uvedend
do kruhového tvaru za 20 minat. Viazanie molekdl kédujucich prechodové pravidla na
paskové molekuly DNA (ktorych méze byt v jednej skimavke niekolko, najma ak
implementujeme nedeterministicky Turingov stroj) by podla odhadov autorov dékazu nemalo
trvat' dihSie ako hodinu.

Krok 3. Pomocou enzymu DNA-polymerazy doplnime chybajuce ¢&lanky na paskove)
molekule DNA, takze dostaneme upiny kruhovy dvojzavit DNA. E. Coli DNA-polymeréazy |, Il
a Il pracuju rychlostami asi 10, 0.5 a 150 baz za sekundu. Tag-polymerdza bezne
pouzivana v technike PCR je rychlejSia, ale za cenu vacsej chybovosti pri syntetizovani
komplementéarnych Gsekov DNA.

Krok 4. ZvySenim teploty v reakénej zmesi denaturujeme paskovu DNA a z kruhového
dvojzavitu opat dostaneme jednovlaknovu kruhovd molekulu DNA.

Krok 5. Do pracovnej skumavky pridame molekuly DNA kédujuce povolené transformécie
medzi konfiguraciami Turingovho stroja ako v kroku 2. Tentoraz vSak nebudu
“transforma&né” molekuly kongit « &iarkou, ale budl mat skrateny tvar teLeH >eL",
teLeH >eH>. Po vzniknuti prislusnych vézieb bude paskova DNA stéle jednovlaknova
kruhova DNA, ale na pozicii Citacej hlavy bude mat Usek tvoreny dvojzavitom.

Krok 6. Pomocou restrikéného enzymu, ktory striha molekulu DNA po rozpoznani $pecifickej
postupnosti baz, ktord sa nachadza jedine v retazci kodujicom “Ciarku” e, odstrihni Usek
DNA kodujuci povodny stav itacej hlavy H a pévodne €itany symbol L. "Lepkavé" konce na
rozstrihnutych koncoch paskovej DNA je mozné opéat spojit do kruhovej molekuly pouzitim
enzymu ligazy.

Poznamenavame, Z2e v kroku 1 bolo nasim ciefom dostat jednovlaknovu verziu
rozstrihnutej paskovej DNA. Preto sme bezprostredne po pouziti restrikéného enzymu
rozstrihnutd molekulu zahriali a vlakno nepripojené k stene pracovnej skimavky odplavili z

roztoku preg€.

Krok 7. PouZitim DNA-polymerazy mozno paskovu DNA dosyntetizovat na kompletny
kruhovy dvojzavit.

Pre nazornost’ si teraz stru¢ne zhrnieme 7-krokovu proceduru realizujucu jeden prechod
Turingovho stroja:

Krok 0. Vloz do skumavky paskovl DNA 1...asLeH >+B..., kde a,30{A,CT,G .

Krok 1. Rozstrihni paskovi DNA na Specifickom mieste >, zohrej skumavku a odplav volné
vlakna DNA. Vzniknu dva volné "lepkavé" konce 1...aeLeH > a 1<f3... jednovidknovej DNA.

Krok 2. Pridaj molekuly kédujuce konfiguraéné transformacie Turingovho stroja.
toOele H>+ 1o le Hoo ¢ Hie+te Bt el H>1o [ H> $1 B
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Krok 3. Pouzi DNA-polymerazu na dosyntetizovanie dvojzavitu paskovej DNA
T..0eLle H>e s H>. B..

Krok 4. Zohrej paskovi DNA a v skimavke nechaj iba izolované vliakno
t.0eLe H>e s H>» B...

Krok 5. Do pracovnej skiimavky pridaj skratené “transforma¢né” molekuly DNA
t.0ele Hoe I8 H>e Bt lele H>eE ot a Bk HBe e e B

Krok 6. Rozstrihni paskovi DNA v dvojzavitovom Useku na Specifickom mieste uprostred
sekvencie kddujucej “Ciarku” ¢ a ligazou spoj lepkavé konce do kruhovej DNA

t.o Jel'te H>e B...
Krok 7. DNA polymerazou dosyntetizuj paskovi DNA na dvojzavit T ...ae L' H'>« (...

Teraz si uvedme proceduru pre pripad, ak Turingov stroj nielen prepisuje paskovy stroj a
meni vnatorny stav Citacej hlavy, ale po vykonani tychto ukonov aj posuva &itaciu hlavu o
jedno policko dofava.

Krok 0. Paskova DNA: J..as Le H>+B..., kde a,0{ACT,G".

Krok 1. Po rozstrihnuti paskovej DNA na Specifickom mieste > a zohriati skimavky odplav
volné vlakna DNA. Vzniknu tak dva "lepkavé" konce t..asLeH > a 1B ... jednovldknovej
DNA.

Krok 2. Pridanim molekul kédujucich konfiguraéné transformacie Turingovho stroja vznikne
molekula DNA

tOele H >+ 1o le Hoe H3e [F¥+1e B 1.0 fele H>1e H>e £ 31 B...

Krok 3. Pomocou DNA-polymerazy dosyntetizujeme dvojzavit paskovej DNA
J..0eLe H>e H> e Lo B..

Krok 4. Zahriatim skimavky a naslednym odplavenim volnych molekul ostane v skimavke
vldkno

t .0 Lle H>e HS> 13 B...

Krok 5. Pridaj skratené “transformaéné” molekuly DNA
t.Osle H>e H>e |3 B+ lele H>eH'>o1t .o Pl He H>te & B

Krok 6. Rozstrihni paskova DNA v dvojzavitovom Useku na Specifickom mieste uprostred
sekvencie kédujucej “Ciarku” ¢ . Potom spoj pomocou ligazy lepkavé konce do kruhovej DNA

t.oJeHS>1e e B

Krok 7. Polymerazou dosyntetizuj paskovi DNA na dvojzavit
T.asH"'>es B..
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Poznamenavame, Ze dosial sme popisali len jednosmerny Turingov stroj, ktory posuva
hlavu len dolava. Predpokladame, Ze Citatel si uz teraz dokaze predstavit mechanizmus
posunu hlavy doprava. Staci rozlisit’ $pecialne stavy, ktoré po prepisani paskového symbolu
a zmene vnutorneého stavu hlavy (7-krokovou procedurou uvedenou vysSie) deklaruju, Ze
chcem posun hlavy o jedno policko doprava. Implementacia samotného posuvu hlavy
doprava je velmi podobna implementacii posuvu hlavy dofava.

Autori konstrukéného dokazu, ktory sme si prave uviedli, W. Smith a A. Schweitzer,
upozoriiuju na praktické obmedzenia, ktoré je potrebné spomenut’ pri kazdej teoreticke] praci
o pocitatoch na baze DNA. Napriklad v sucasnosti je mozné vyrobit' umelé viakna DNA
dizky len asi 100 bazovych parov s chybovostou asi 1%. Cena vyroby oligonukleidov je asi
2% za bazu. Treba poznamenat, ze metddy syntézy vliakien DNA su v centre pozornosti
vyskumu molekularnej bioldgie a je mozné odakavat podstatné zlepsenie dizky, kvality a
cenovych relécii syntetizovanych molekul DNA. Napriklad M. Kalman navrhuje nasledujuci
postup syntézy DNA [8]:

1. konvenénym postupom syntetizuj kratSie useky DNA

2. syntetizované Useky spoj ligazou do dlhej jednovlaknovej molekuly DNA

3. jednovlaknovu molekulu enzymaticky dosyntetizuj na dvojzavit DNA

4, dvojzavit DNA znéasob in vivo v baktériach postupom uvedenym v kapitole 11.1.

Kéalmanovmu kolektivu sa takto podarilo umelo vytvorit molekulu DNA dlhu 1761
bazovych parov s chybovostou asi 0.5% na bazovy par.

11.7 Poéitace na baze DNA in vivo

V tejto kapitole si uvedieme dva priklady rychlo sa rozvijajacej symbiozy dvoch vednych
disciplin - informatiky a molekularnej biolégie. Pdjde o nové, potencialne stimulujuce pohlady
informatikov (majucich tendenciu interpretovat’ dynamické scenare ako vypoctové procesy)
na niektoré javy skiimané molekularnou biol6giou.

11.7.1 Editovanie RNA

Parazitny prvok Trypanosoma brucei spdsobujuci africkil spava nemoc je bunka diha asi 4
pm. Jej vonkajSia stena je pokryta glykoproteinmi, ktoré ndhodne menia svoju Struktiru raz
za niekofko dni. To dava bunke T. brucei urdity naskok pred imunithym systémom
hostitelskej bunky. Ako kazda bunka, ma aj T. brucei v jadre chromozémova DNA. NavySe
vSak obsahuje aj mitochondrie s extrachromozomalnou DNA. V mitochondrii sa nachadzaju
“velké” (asi 30 000 bazovych parov) a “malé” (400-2500 bazovych parov) cyklické molekuly
DNA. Malé kruhy su vzajomne previazané do retaze. DNA vo velkych kruhoch koduje
najmenej 13 génov, ale niektoré gény zjavne chybajiu, a DNA v malych kruhoch priamo
nekoéduje Ziadny gén. Zahadnu funkciu takychto extrachromozomalnych Gtvarov objasnil R.
Benne v roku 1986 [9].

Mnoho génov vo velkych kruhoch DNA je zakédovanych v 3Specialnej forme. Pri
transkripcii génov sa zdanlivo nekédujuce useky DNA obvyklym spdsobom skopiruju na
molekuly messenger-RNA (mRNA). Potom nasleduje proces editovania mRNA. Specialne
"editovacie" proteinové komplexy nachadzajice sa v T. brucei s pomocou Speciélnych
“editovacich” molekdl RNA (eRNA) realizuju proces, v ktorom sa niektoré bazy z retazca
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MRNA vyhodia a naopak, urCité bazy sa vlozia na Specifické miesta v mRNA. Takto
“upravené” molekuly mRNA sa potom pouziju ako “program” pri konstrukcii bielkovin.
Molekuly eRNA obsahuju postupnost baz Specifikujucu kontext v mRNA, v ktorom by malo
dojst' k editovaniu, ako aj postupnost baz definujucu rozsah vioZenia (pripadne zmazania)
b4z na prislusnom editovacom mieste. Obsahuju tiez &asti, ktoré maju tvar chvosta
Skorpiéna a su naplnené bazami, ktoré sa budd na editovacie miesto vkladat. Ukazalo sa, ze
eRNA su kédované v malych kruhovych DNA a v postupnostiach baz medzi gény kédujacimi
Castami velkych kruhovych DNA.

Z informatického hladiska sme prave opisali proces, v ktorom dochadza k editovacim
operaciam na molekulach mRNA, pri¢om editovacie operacie implementované molekulami
eRNA su kontextovo Specifické. Teoreticky informatik v takejto situacii vidi mozZnost
abstraktnych vypoc¢tov porovnatelnych s vypocétami univerzalneho Turingovho stroja.
Skuto&ne, procesy v bunke T. brucei sa napadne podobaju na molekularnu implementéaciu
Turingovho stroja v dékaze vety 3 z predoslej kapitoly.

11.7.2 Intrény a transpozony

Transpozony su podpostupnosti DNA, ktoré sa mdzu premiesthovat z jednej pozicie na
druhd. Replikujuce sa transpozény (skratene im budeme hovorit' replikény) dokéazu viac: su
schopné samostatne sa replikovat, pricom ich képie sa mdzu implantovat’ na inych miestach
v gendéme bunky. Intrény su sekvencie DNA v oblastiach kédujucich gény na DNA, ktoré hoci
su prepisané na mRNA, sa nezu€astnuju na tvorbe bielkovin, pretoze su vyluéené z mRNA
eSte pred samotnou syntézou bielkoviny. Sekvenciam, ktoré na mRNA ostavaju a teda
priamo koduju postupnost aminokyselin v syntetizovanom proteine, sa hovori exoény.
Odhaduje sa, Ze asi 97% ludského gendému nema zatial Ziadnu nam znamu funkciu.
Niekedy sa tato ¢ast’ oznacuje aj ako nepotrebna, odpadova DNA (junk DNA).

Zda sa, Ze replikbny ovlddaju gendmy vyssich Zivocichov. Takmer 10% ludského
gendmu je obsadenych dvoma dominantnymi replikbnmi Alu a LINE1. Milion képii replikonu
Alu v Tudskom gendme pini jedinu Glohu: usmernovanie syntézy proteinov potrebnych na
jeho vlastné kopirovanie. Pritom napriklad gendém baktérie E. Coli neobsahuje skoro zZiadny
nepotrebny “odpad”. DNA E. Coli je podrobne preStudovana a obsahuje len malo intrénov a
jediné replikény, ktoré mézu byt v E. Coli pritomné, su fagy. Fagy su pre baktériu E. Coli
smrtelné a v zdravych bunkach sa nevyskytuju.

Namieste je otazka: Preco je z hladiska evollcie vyhodné mat v gendéme "nepotrebné”
Casti a transpozony? Transpozony mézu urychlovat mutaény proces. Gény nachadzajuce sa
v transpozoénoch sa spolu s transpozénmi mdzu pohybovat’ po gendme a kopirovat. Najma
kombinéacia transpozénov a intrénov je dbélezita pre generovanie mutacii. Pritomnost len
bodovych mutacii by mnohokrat nestacila na rychle generovanie variacii génov v obrovskom
priestore moznych konfiguracii. Podobne ako v procese kriZzenia pri sexualnej reprodukcii
méZe prehadzovanie a kopirovanie blokov DNA kodujucich uzito¢né gény viest
priamociarejSie a rychlejsie k vyvinutiu nového uzitoéného génu ako v pripade nahodnych
bodovych mutacii. To ale neznamena, Ze transpozdny a introny si nevinné vhodné nastroje
evollicie. Tento mechanizmus mdze byt aj nebezpelny. Napriklad rakovinové bunky
cicavcov obsahuju znasobené gény a fudské leukocyty su nachylnejSie na rakovinu ako iné
[udské bunky. Je zaujimavé, ze prave leukocyty sa vyznacuju preusporiadavanim svojho
genetického materialu.

Replikény mbéZu predstavovat hrozbu pre vy3Sie ZivoCichy. Pozorovalo sa, Ze
najuspesnejsie replikony (ako napriklad LINE1) majd utimujuice mechanizmy, ktoré im brania
replikovat’ sa prili§ rychlo. Transpozén, ktory by sa kopiroval prili§ rychlo, by totiz ovladol
cely gendm a biologicky druh by vyhynul.
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Matematici W. Smith a A. Schweitzer, ktorych uz pozname ako autorov dékazu tvrdenia o
univerzalnej vypoctovej schopnosti poc¢itatov na baze DNA, prichadzaju s nasledovnym
zaujimavym (aj ked dost Spekulativnym) vysvetlenim problému intrénov a replikonov.

Vy3&sie zivotné formy museli mat' nejakd formu imunitného systému, aby sa ubranili
jednoduchsim parazitom. Ak sa na problém pozerame z hladiska informatiky, imunitny
systéem predstavoval prehadzovanie genov a iné vypoctoveé schopnosti, ktoré boli
vyspelejSie, ako vypoltové procesy v parazitoch. V takomto pripade sa nedalo vyhnat
vyvinutiu vypoétove] Turingovej univerzality v bunkdch. AvSak Turingova univerzalnost
urobila Zivot omnoho nebezpetnejsi.

Podobne ako je mozné malou modifikaciou pocitatového programu ziskat program, ktory
vykonava omnoho zlozitejSi vypocet a je taZsie predikovatelny ako pdvodny program,
mozno drobnou zmenou Struktury replikénov vyvolat tazko predikovatelné nasledky. W.
Smith a A. Schweitzer sa nazdavaju, Ze boj medzi hostujucimi a parazithymi organizmami sa
da interpretovat’ ako boj vypoctovych procesov o nadvladu. Je zaujimave, Ze mechanizmy
presivania génov (pomocou replikénov) pouzivané stavovcami na boj proti infekciam sa
pozorovali v eukaryotickych parazitoch (bunkach s jadrami) pri syntéze obalovych
glykoproteinov, ktoré sa neustdle menia. Turingova univerzalita znamena, Ze vo
v8eobecnosti nemozno rozhodnut, €i nejaka ¢ast gendmu je nebezpedna alebo nie.

Replikédny ponechané samy na seba maju tendenciu zni¢it vy3sie zivotné formy. Kedze
vy$Sie zZivocCichy existuji, mohlo by to znamenat, Zze existuje nejaka forma “replikonovej
policie”. Ak by sa nejaky replikon zacal prili§ presadzovat zaberanim neumerne velkej Casti
gendému, mohol by sa vyvinut’ “smrtiaci gén”, ktory by kédoval enzymy schopné rozpoznat
replikdn, vystrihndt ho z genému a nasledne ho zni¢it. Nikto vdak nevie povedat, ¢o by sa
dialo, keby sa takymto spdsobom podarilo dany replikon zredukovat na unosnu mieru.
Smrtiaci gén schopny nicit’ ¢asti DNA by totiZz ostal nadalej v genéme, a tak by predstavoval
pre bunky potencialnu hrozbu. Situacia je podobna zavodom v zbrojeni v [udskej
spolo€nosti.

V sucasnosti nie je znamy Ziadny smrtiaci gén pre replikdny. Akysi nepriamy ukazovatel
moznej existencie replikbnovej policie je fakt, Ze zaby a hmyz nemaju v genéme replikény
Alu (v gendme sa v8ak nachadza gén 7SL velmi podobny replikénu Alu), ktorych varianty su
zahrnuté v gendme cicavcov. Z evolu¢ného hladiska predstavuje doba existencie replikonov
v gendme urcitych Zivocichov pomerne kratky Usek a replikdny sa zdaju byt vefmi dravé pri
ich obsadzovani. Pri velkom raste koncentracie replikonov by vsak vyssie formy Zivota
prestali existovat, a teda zrejme musi existovat mechanizmus regulacie ich narastu. Aj
pozorovanie laboratérnych kmenov vinnych musiek Drosophila ukazalo, ze P-replikén sa v
ich gendme objavil len pred 50 rokmi a odvtedy sa jeho koncentracia mnohonasobne zvysila.

Informaticky boj v genéme Zivo€ichov vSak pokracuje. Replikény su schopné maskovat
svoju formu, takZe pripominaju délezité gény. Ako sme uz spominali, replikdn Alu velmi
pripomina gén 7SL. Tento fakt sa zvy€ajne interpretuje ako podpora hypotézy o vzniku Alu z
7SL. MézZe vSak ist aj o spdsob ochrany replikonu Alu pred potencidlnymi smrtiacimi génmi
a mozno prave vdaka tomu je Alu eSte stale pritomny v naSom genéme.

W. Smith a A. Schweitzer i8li vo svojich Uvahach este dalej a vyslovili hypotézu, ze
‘odpadova” DNA je z velkej Casti tvorena zbytkami byvalych replikénov. To by vysvetlilo,
preco je znaéna €ast odpadove] DNA repetitivha. Napriklad 25% gendmu musky Drosophila
tvoria repeticie molekuly t+ ATAAACT. Najprv sa myslelo, 2e tieto repetitivne sekvencie
mézu plnit' nejaku strukturalnu funkciu. Ich Gloha v8ak nemdzZe byt dblezZita, lebo aj velmi
pribuzné druhy maju v odpadovej DNA Uplne odliSné repetitivne sekvencie.
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11.8 Nova vedna disciplina

Cielom tejto kapitoly bolo na¢rtnut’ zakladné idey a pracovné postupy prudko sa rozvijajucej
vednej discipliny - vypoctov na baze DNA. Z informatického hfadiska mézu pocitae na baze
DNA podstatne posunut hranice prakticke] riesitelnosti mnohych kombinatorickych
problémov, v ktorych priestor potencialnych rieSeni rastie exponencialne s rozsahom
problému. Na druhej strane mdze spdsob nazerania informatikov na problémy skimané
molekularnou genetikou priniest' nove zaujimavé hypotézy a riedenia.

Prace venované vypoctom na baze DNA sleduju dva hlavné trendy:

1. skimanie vhodnych technik kédovania dat sekvenciami DNA, spracovania déat
manipulaciou s DNA a interpretacie vysledkov vypoctov
2. ur&enie vypoctovej sily rdznych modifikacii vypoctov na baze DNA.

Zo zaujimavych aplikacii vypoctov na baze DNA spomenieme pokus D. Boneha, Ch.
Dunwortha a R. Liptona navrhnut systém na desifrovanie Standardu Sifrovania dat (Data
Encryption Standard - DES) [10]. Tento problém Studoval aj “otec” pocitacov na baze DNA L.
Adleman [11]. Vypocty na baze DNA sa realizuju zvaésa in vitro, teda v skimavkach mimo
zivych organizmov. Alternativne je mozné skonstruovat pocitace na baze DNA in vivo. Ako
vhodné médium boli v [12] pouzZité baktérie. V baktériach E. coli moZzno znasobit Zelané
Useky DNA technikou molekularneho klonovania vyuzivajucou plazmidy ako nosice
cudzorodej DNA (vid kapitolu 11.1.).

Zaujimavy pristup k ur€ovaniu vypoctovej sily roznych variant pocitaCov na baze DNA sa
objavil v [13]. R. Freund, L. Kari a G. Paun formalizuju tento pocita¢ ako formalny systém s
kone¢nym poétom prepisovacich pravidiel Specidlneho typu. Ich dbékaz turingovskej
ekvivalencie vypoCtov na baze DNA spociva v ukazani, Z2e kazda gramatika typu 0 v
Chomského hierarchii (na rozpoznanie jazykov generovanych tymto typom gramatik je
potrebné pouzit Turingov stroj) sa da previest na formalny prepisovaci systém
zodpovedajuci urtitému vypoctovemu systému na baze DNA. Alternativna implementacia
univerzalneho nedeterministického Turingovho stroja zalozena na interakcii malych molekul
DNA bola publikovana v [14].

Rozsah tejto kapitoly neumoznil spomenat mnoho mien a prac, ktoré tvoria ddleZité
milniky na ceste skimania vypo&tov na baze DNA. Citatela, ktorého tato problematika hibsie
zaujala, odkazujeme na publikécie [15]-[22].

Na zaver treba poznamenat, Ze rieSenie realistickych uloh velkého rozsahu vypoétami na
baze DNA nadalej zostava hudbou buducnosti. Je vSak mozné, Ze technika vypoc&tov na
badze DNA n4jde uplatnenie v medicine pri konStrukcii mikroskopickych organickych
vypoctovych prostriedkov, ktoré bude mozné implantovat’ do Zijuceho organizmu [22].

Literatlra

[1] F. Hoppensteadt: Getting started in mathematical biology. Notices of the AMS 42(9)
(1995) 969-975. Dostupny na internetovskej adrese
http://www.ams.org/notices/199509/199509-toc.html

[2] L. Adleman: Molecular computation of solutions to combinatorial problems. Science
266 (1994) 1021-1024.

[3] L. Adleman: On constructing a molecular computer. In R. Lipton and E. Baum (eds.):
DNA based computers. American Mathematical Society, DIMACS: Series in Discrete
Mathematics and Theoretical Computer Science, Vol. 27, 1996, pp. 1-21.

203



(4]

(5]

(6]

(7]

(8]
9]

(10]

(11]

(12]

(13]
(14]
[15]
[16]
(17]

(18]

(19]

(20]
(21]

(22]

R. Deaton, R.C. Murphy, M. Garzon, D.R. Franceschetti, and S.E. Stevens Jr.: Good
encodings for DNA-based solutions to combinatorial problems. In R. Lipton and L.
Landweber (eds.): DIMACS proceedings of the second annual Princeton conference
on DNA based computers. American Mathematical Society, 1996, pp. 159-171.

W.D. Smith and A. Schweitzer: DNA computers in vitro and vivo. In R. Lipton and E.
Baum (eds.) DNA based computers. American Mathematical Society, DIMACS: Series
in Discrete Mathematics and Theoretical Computer Science, Vol. 27, 1996, pp. 121-
186.

R.J. Lipton: DNA Solution of Hard Combinatorial Problems. Science 268 (1995) 542-
545.

R.J. Lipton: Speeding up Computations via Molecular Biology (nepublikovany rukopis
(1995)). Dostupny na internetovskej adrese
ftp://ftp.cs.princeton.edu/pub/people/rjl/bio.ps

M. Kalman et al.: Synthesis of a gene for human serum albumin and its expression in
Saccharomyces Cerevisiae. Nucleic Acid Research 18 (1990) 6075-6081.

R. Benne et al.: Major transcript of the frameshifted coxll gene from trypanosome
mitochondria contains four nucleotides that are not encoded in the DNA. Cell 46
(1986) 819-826.

D. Boneh, Ch. Dunworth, and R. J. Lipton: Breaking DES Using a Molecular
Computer. In R. Lipton and E. Baum (eds.): DNA based computers. American
Mathematical Society, DIMACS: Series in Discrete Mathematics and Theoretical
Computer Science, Vol. 27, 1996, pp. 37-66. Dostupny na internetovskej adrese
ftp://ftp.cs.princeton. edu/techreports/1995/489.ps.Z

L.M. Adleman, P.W.K. Rothemund, S. Roweis and E. Winfee: On Applying Molecular
Computation to the Data Encryption Standard. Journal of Computational Biology 6(1)
(1999) 53-64.

P.N. Bertone: Combinatorial Solution of Search Problems via Biomolecular
Computation in vivo (manuscript) (1996). Dostupny na internetovskej adrese
http://mwww.umassd.edu/Public/People/ PBertone/research/Biocomp_Rev_2-27.pdf.

R. Freund, L. Kari, and G. Paun: DNA computing based on splicing: the existence of
universal computers. Theory of Computing Systems 32 (1999) 69-112.

D. Beaver: A Universal Molecular Computer. In E.B. Baum and R.J. Lipton (eds.):
DNA Based Computers. American Mathematical Society, DIMACS: Series in Discrete
Mathematics and Theoretical Computer Science, Vol. 27, 1996, pp. 29-36.

L. Adleman: Computing with DNA. Scientific American 279 (1998) 54-61.

F. Guarnieri, M. Fliss, and C. Bancroft: Making DNA. Science 273 (1996) 220-223.

Q. Ouyang, P. Kaplan, S. Liu and A. Libchaber: DNA solution of the maximal clique
problem. Science 278 (1997) 446-449.

A.G. Frutos, L.M. Smith, and R.M. Corn: Enzymatic ligation reactions of DNA "words"
on surfaces for DNA computing. Journal of American Chem. Society 120 (1998)
10277-10282.

L.F. Landweber and E.B. Baum (eds.): DNA Based Computers. American
Mathematical Society, DIMACS Series in Discrete Mathematics and Theoretical
Computer Science, Vol. 44, 1999.

R.M. Kapr, C. Kenyon, and O. Waarts: Error-resilient DNA computation. Random
Struct. Algor. 15 (1999) 450-466.

Q. Liu, L. Wang, A.G. Frutos, A.E. Condon, R.M. Corn, and L.M. Smith: DNA
computing on surfaces. Nature 403 (2000) 175-179.

M. Ogihara and A. Ray: DNA computing on a chip. Nature 403 (2000) 143-144.

204



Index

acyklicky orientovany graf 158

Adami 143

adenin 183

Adleman 183, 191

afinitné precistovanie (affinity purification)
193

agenti, autonémni 123-124

aktivacia 159, 172

aktiva¢na (prechodova) funkcia 159-161

aktivita 159-162

algoritmicka, umela chémia 146-147

algoritmizacia neurénovej siete 161-162,
172,176

algoritmus 189

algoritmus analyzy Readovho kodu 61

algoritmus backtracking 8, 61, 62

algoritmus evolicie 34

algoritmus evolu¢ného programovania 30

algoritmus evolu¢nej stratégie 103

algoritmus evoluénej stratégie,
mnohoclennej 114

algoritmus generacie Readovho kédu 63

algoritmus generatora ndhodnej premennej
106

algoritmus generovania sutaZiacich
populécii 132

algoritmus generovania velkosti populacie
130

algoritmus geneticky 31, 44, 55, 168

algoritmus geneticky paralelny 55-56

algoritmus geneticky pre m-chromozémy 54

algoritmus Hopfieldov-Tankov 172

algoritmus horolezecky (hill climbing) 19,
102

algoritmus horolezecky s ucéenim
climbing with learning) 20-23

algoritmus Kohonenov 176

algoritmus konstrukcie prvocisiel ¢isla-
deliacou chémiou 147

algoritmus kriZzenia (crossover) 38

algoritmus krizenia m-chromozému (m-
crossover) 54

algoritmus krizenia Readovho kédu 65

algoritmus Metropolisov 79

algoritmus Metropolisov s elitizmom 87

algoritmus mutacie binarneho retazca 18

(hill

208

algoritmus mutacie korefiového stromu 65,
70

algoritmus mutéacie m-chromozému 53

algoritmus mutéacie Readovho kodu 65

algoritmus mutécie redlneho vektora
Perturbation 103

algoritmus mutacie zobrazenia 96

algoritmus neurénovej siete 162, 172, 176

algoritmus operatora inverzie 49

algoritmus paralelného simulovaného
Zihania (Parallel Simulated Annealing)
90

algoritmus pre distriblciu pravdepodob-
nosti binarnych vektorov ziskanu
mutaciou 17

algoritmus reprodukcie 40

algoritmus rulety 37

algoritmus simulovaného Zihania 80

algoritmus simulovaneho Zihania s
elitizmom 87

algoritmus slepy (blind) 14

algoritmus trapézovy 105

algoritmus zakazaného hladania (tabu
search) 27

algoritmy stochastické 100

aminokyseliny 184

analyza (parsing) kodu 61

analyza regresnd 155, 157

analyza zhlukova (clustering) 155, 177

animacia 126, 134

aproximator univerzalny 155

aspira¢né kritérium 26

autokatalyticka siet 145-146

automat 117, 189

automat celularny (bunkovy) 124, 134-139

Automaticky Definované Funkcie (ADF) 66,
165

autonomni agenti 123-124

autoreplikacia, sebareplikacia 122, 143

Avida 143

avidin 193, 197

Axelrod 141

backpropagation - metéda spatného Sirenia
161, 164

backtracking algoritmus 8, 61, 62

baktéria 184-185, 187-188, 200-201, 203



bakteriofag 184

Baldwinov efekt 144

bariéra Hammingova 48-51, 104

bazy komplementarne 184-185, 190

Bellew 165

Benne 200

binarna reprezentacia realnej premennej 9,
16

biomolekuly 122, 143

biomorph 128

biorytmy 128

biotin 193

biotin-avidinova technika 197

boid 134

Boltzmannov stroj 169-170, 173

Boltzmannovské rozdelenie
pravdepodobnosti 77, 80, 87

Boneh 190, 203

Boolovskeé funkcie 72-74, 194

Boxova-Mullerova metdda 105

Brook 139

bublinkové triedenie (bubble sort) 142

building blocks (stavebné kamene) 47

bunka 184, 185, 188, 200

bunkovy (celularny) automat 124, 134-139

Buss 149

Cairns 148

Cauchyho distribucia 170

Cauchyho stroj 170

celularne kédovanie 165-166

celularny (bunkovy) automat 124, 134-139
cesta hamiltonovsk4 93, 191-194
clustering (zhlukova analyza) 155, 177
Conway 124, 135

CPU (Central Processor Unit) ¢as 8

Crick 183

crossover (krizenie) 33, 38, 54, 65, 108-110

Csont6 121
cytoplazma 184
cytozin 183

Cerny 77
Ciarka strategia 108
Ciasto¢né priradenie (partial matching) 94

damy, problém rozmiestnenia na Sachovnici

98-99
Darwinova evoluéna tedria 2, 31
Data Encryption Standard - DES 203
Dawkins 128, 149

Deaton 193

DeBruijnove sekvencie 194

deceptivne ucelové funkcie 51, 83

dekompresia Readovho kédu 66-67

deoxyribonukleova kyselina (DNA,
Deoxyribonucleic Acid) 128, 144, 147,
183-204

deoxyrib6za 183

deskriptor 155, 160-161

diferencialne rovnice 129-130

disperzia 81

distribacia Cauchyho 170

distriblcia gaussovska 16, 100-101, 104,
168, 170

distribucia logisticka 105

distribdacia Boltzmannovskéa 77, 80, 87

distribtciu  pravdepodobnosti, algoritmus
pre binarnych vektorov 17

Dittrich 146

dlhodoba pamat 27

DNA 128, 144, 147, 183-204

DNA odpadova (junk DNA) 201-202

DNA vypocty 183-204

DNA vypocty in vivo 200

doména 80

dopredné Sirenie (feed-forward) 155, 161-
162

dravci 128-129, 142

drift geneticky 2-3

Drosophila, muska 202

Dunworth 190, 203

dvojbodové krizenie 39

dvojita zavitnica 184-186, 188, 189

dvojzavit DNA 184-186, 188-190, 193, 197-
200

dynamika evolu¢na 128-134

efekt Baldwinov 144

Eigen 144

elektroforéza 193

emergent behavior 121

endonukleazy restrik&né 185

energia 80

entropia 81-82

epigenéza 147

ES 100

Escherichia coli 148, 184, 185, 187, 198,
201, 203

euklidovsky priestor 173

evollcia, algoritmus 34

evollcia, cesty 31, 144



evollcia lamarkovska 144

evolucia, trendy 149

evoluéna dynamika 128-134

evoluéna stratégia (evolution strategy),
algoritmus 103

evolu¢na stratégia mnohodlenna,
algoritmus 114

evoluéné programovanie (evolutionary
programming) 28-30, 117, 168

evolware 139

exchange (vymena) 56

exén 201

extrachromozomalny geneticky systém 185

extrakcia pravidiel z neurénovej siete 156

extrém globalny 14, 18, 48, 107, 109

fag 184-188, 198, 201

faktor prahovy 159

fazovy prechod 85, 137

feed-forward neural networks (neurénové
siete s doprednym Sirenim) 156-168

FEM 118

fenotyp 3, 35, 109, 121, 164

fithess 3, 31

fithess renormalizovand 35-36

Fogel 117

Formula Satisfaction Problem (splnitelnost’
logickej formuly) 194-196

fraktal 6, 127-128, 139

Freund 203

funkcia aktivaéna (prechodova) 159-161

funkcia hustoty rozdelenia nahodnej
premennej 100, 105-107, 110

funkcia parti¢na 77

funkcia Rosenbrockova 114

funkcia sigmoidélna 155, 159-161, 171

funkcia ucelova 157

Funkcie Automaticky Definované (ADF) 66,
165

funkcie Boolovské 72-74, 194

funkcie Ucelové deceptivne 51, 83

funkcional 70

fylogenéza 147

Gardner 135

gaussovska distribdcia 16, 100-101, 104,
168, 170

gaussovské mutacie 100-101, 168

Gelatt 77

generator ndhodnej premennej 106

210

genetickd informacia, horizontalny prenos
148, 185

genetické programovanie (genetic
programming) 58-76, 165
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NP (Nondeterministic Polynomial) obtiazne
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